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Kapitel 1
Einleitung

Moderne industrielle Produktionsprozesse sind sehr komplex und hochgradig spezialisiert.
Durch viele verschiedene Ursachen &ndern sich die Gegebenheiten in diesen Prozessen kon-
tinuierlich: Verfahren werden optimiert, zeitliche Abldufe geindert und ganze Subprozesse
umstrukturiert. Rahmenbedingungen veréindern sich: Personal wechselt, Komponenten ver-
schleifen und werden erneuert. Das alles kann zu unterschiedlich starken, abrupten oder
schleichenden Verédnderungen in der Prozessdynamik fiihren.

Auch dieser hohen Komplexitit ist es geschuldet, dass wahrend der Produktion mitunter
einige Informationen nicht bekannt sind, die Aufschluss iber prozessbezogene Aspekte ge-
ben. Das kann zum Beispiel die Qualitdt des Produktes oder die Effizienz des Prozesses
selbst sein. Oft wird eine Art von Vorhersagemodell angewandt, um die Informationen vor-
auszuberechnen, Solche Modelle liefern unter anderem die Thermodynamik und Physik.
Einen weiteren Ansatz bietet die Datenanalyse [17, 20]: Produktionsdaten werden erfasst

und von Algorithmen aus dem Bereich Maschinelles Lernen verarbeitet.

1.1 Maschinelles Lernen fiir Vorhersagen zu Produktionspro-

zessen

Die Anforderungen an Analyseprogramme sind hoch; Wenn der weitere Prozessablauf von
einer Vorhersage abhéngt, muss in Echtzeit ein Ergebnis vorliegen. Es bleibt keine Zeit,
erst auf Anforderung Daten zu sammeln und zu analysieren, sondern das Lernen findet
online und wihrend des Prozesses statt. Aufferdem muss die Vorhersage eine verldssliche
Grofe sein, insbesondere wenn wichtige Kontrollfliisse davon abhingen.

Je besser Vorhersageverfahren auf den Produktionsdaten funktionieren, desto geringer sind
Energieaufwand und Ausschuss; Lésst sich beispielsweise ein fehlerhaftes Bauteil vor einem
endgiiltigen Arbeitsschritt identifizieren, kann friihzeitig abgebrochen oder das Bauteil u.U.
sogar durch zusitzliche Arbeitsschritte auf Weiterverarbeitungsqualitét gebracht werden

[17]. Bessere Lernverfahren bedeuten auch weniger Zeitaufwand fiir gewiinschte Produkt-
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2 KAPITEL 1. EINLEITUNG

Pausen

Abbildung 1.1: Beispiel eines Arbeitszyklus

qualitit (durch weniger Nebenprodukte und Ausschuss) und, damit einhergehend, geringere

Kosten.

Die Praxis zeigt, dass die Daten durch die 0.g. Ursachen strukturellen Schwankungen
unterliegen, sogenannten Concept Drifts [18, 21|, und dass deshalb die Vorhersagequalitéit
statischer, unverédnderter Modelle abnimmt [15]. Dies gibt Ansporn, Online-Lernverfahren
dahingehend zu verdndern, dass die Modelle sich wihrend der Anwendung den Daten
anpassen. Einige Behandlungsansitze fiir Concept Drift sind bereits bekannt [18] und im-

plementiert [15].

Durch immer wiederkehrende Abléufe (siehe Abb. 1.1) und starke Strukturierung von
industriellen Produktionsprozessen! liegt die Vermutung nahe, dass die Anderung der Pro-
duktionsdaten einer Regelméafigkeit folgt. Die Hypothese dieser Bachelorarbeit ist, dass
sich ein Erkennungsmechanismus die wiederholende Eigenschaft der Daten zu Nutze ma-
chen und dadurch bessere Vorhersagemodelle oder Modellinstanzen einsetzen kann.
Dabei steht die Automatisierung im Vordergrund: Alle einsatz- und doménenspezifischen
Einstellungen der Vorhersagesoftware werden ohne menschliches Eingreifen ermittelt und

umgesetzt.

Am Beispiel einer modernen Werkzeugmaschine (Abb. 1.2) sollen einige der 0.g. Punk-
te verdeutlicht werden. Eine solche Maschine wird zur Dreh- und/oder Frésbearbeitung
von komplexen Produkten verwendet. Massive Metallteile werden hier mit einer Genau-
igkeit von wenigen pum vollautomatisiert spangebend bearbeitet. Dafiir stehen i.d.R. viele

Werkzeuge zur Verfiigung, die nacheinander oder sogar simultan Material abnehmen. Die

Wartungs- und Zertifizierungspline, festgelegte Einsatzdauer von Komponenten usw.



1.1. MASCHINELLES LERNEN FUR VORHERSAGEN ZU PRODUKTIONSPROZESSEN3

Abbildung 1.2: Mehrachsiges Bearbeitungszentrum mit einer Vielzahl von Werkzeugen?.

Maschine in Abb. 1.2 verfiigt iiber eine Hauptspindel, welche einerseits mit maximal 5000
min' Umdrehungen zum Drehen von Werkstiicken benutzt wird, sich andererseits auf
0,001° genau positionieren ldsst um Frasarbeiten durchzufithren. Anforderungen in diesem
Mafsstab sind in der Industrie iiblich. Fiir Frés- und Dreharbeiten stehen bis zu vier Werk-
zeugrevolver® zur Verfiigung, welche sich in drei Achsen unabhiingig voneinander bewegen.
Alle Komponenten der Maschine selbst (Motoren, Sensorik, Steuerung etc.), sowie jedes
Werkzeug unterliegen individuellen Einfliissen durch Verschleif, Temperatur und Art des
Einsatzes. Die Verwendung und Wartung der Komponenten erfolgt prinzipbedingt peri-

odisch: Fiir ein bestimmtes Produkt ist die Abfolge der Bearbeitungsschritte immer gleich.

Um den Produktionsprozess nach einer solchen Bearbeitung zu planen soll nun beispiel-
haft die Qualitat einer, fiir die Funktion kritischen, Oberfliche des Werkstiicks vorhergesagt
werden. Ist diese Qualitdt nicht ausreichend, wird ein Zwischenschritt benétigt bevor das
Produkt weiter verarbeitet werden kann. Bei ausreichender Qualitit kann dieser Zwischen-
schritt iibersprungen werden.

Ein einzelnes Modell, was diese Grofe vorhersagt miisste durch die enorme Anzahl der
genannten Einfllisse sehr viele Umstande beriicksichtigen und flexibel fiir jedes Werkzeug
anwendbar sein. Ein solches komplexes und flexibles Modell liefert im Einzelfall selten die
Vorhersagegiite, die von einem auf diesen Fall spezialisierten Modell erreicht wiirde (Bei-
spielsweise kann eine Modellinstanz auf ein bestimmtes Werkzeug ,zugeschnitten® sein.).

Daher miissen mehrere Modelle oder Modellinstanzen verwendet werden.

*Bildquelle: INDEX-Werke GmbH & Co. KG, Esslingen unter: http://www.index-

werke.de/de/traub/dreh-fraeszentren /tnx6542 [Stand: August 2016]
3drehbare Werkzeugbatterien von bis zu zehn Werkzeugen, wie in Abb. 1.2
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Um einen automatisierten Erkennungsmechanismus zu erstellen, der bewertet, welche
und wie viele Modelle oder Modellinstanzen wann zu verwenden sind, ndhert sich die Arbeit

der vorgestellten Problematik zunéchst theoretisch.

1.2 Aufbau der Arbeit

Die Bachelorarbeit stellt Concept Drift vor und klirt Definitionen und Begrifflichkeiten. Es
folgt eine Erklarung, wie Datenstromanalyse grundsétzlich funktioniert und wie Vorher-
sagen zu Daten getroffen werden kénnen. Eine Ubersicht der Problematik Concept Drift
wird gegeben und gingige und verwendete Behandlungsmethoden dafiir vorgestellt.
Anschliefsend erfolgt eine Erlduterung warum von Zyklen ausgegangen wird und wie sich
welche Besonderheiten daraus ergeben. Dafiir wird ein Zyklus definiert und es wird analy-
siert, wie und unter welchen Umstédnden Zyklizitat niitzlich sein kann.

Im Anschluss werden erste theoretische Ansétze vorgestellt darauf méglichst gut zu rea-
gieren, indem die Vorhersagemodelle zu den richtigen Zeitpunkten gelernt und gewechselt
werden. Zudem wird erldutert, wie sich die Auswahl der Trainingsmengen und die Einsatz-
zeitpunkte verschiedener Modellinstanzen auf die Qualitit der Ergebnisse auswirken kann.
Als néchstes wird eine Praxis bezogene Systematik entwickelt und umgesetzt, die es er-
laubt, groke Mengen an Konfigurationen gegeneinander zu testen und die die Abfolge der
Anwendung und des Trainings von Modellinstanzen an die Daten anpasst.

Durch genaue Dokumentation wiahrend des Ermittelns der optimalen zeitlichen Abstim-
mung fiir das Trainieren und Anwenden der Modellinstanzen kann nach ausgewdhlten
Experimenten bewertet werden, ob und wie stark sich die Vorhersagequalitét verbessern
lie. Die Ergebnisse werden dargestellt und bewertet.

Zum Abschluss werden die Erkenntnisse der Bachelorarbeit zusammengefasst, die Testsy-

stematik kritisch bewertet und es wird einen Ausblick auf offene Fragen geben.



Kapitel 2

Concept Drift

Wie in der Einleitung dargelegt, unterliegen Produktionsprozesse vielen Verédnderungen.
Diese sind in manchen Fallen vorhersehbar: beispielsweise nimmt die Jahres- und Tages-
zeiten bedingte Umgebungstemperatur Einfluss auf Produktionsmaschinen und Werkstoffe
(Klebstoff, Chemikalien, etc.), der Austausch eines Schneidwerkzeugs an einer Werkzeug-
maschine reduziert Vibrationen, durch Anpassungen der Peripherie (Forderbiander etc.)
dndert sich der Produktionsablauf, um auf Verschleifs der Maschinen und Sensorik zu rea-
gieren wird die Bedienung der Produktionsmaschinen den Gegebenheiten angepasst.

In anderen Fillen kann keine Aussage iiber das Auftreten von Einflussfaktoren gemacht
werden: Beispielsweise durch unregelméfig getffnete Wartungsluken stromt Luft in eine
Anlage, Defekte bringen die Produktion voriibergehend zum erliegen (Komponenten akkli-
matisieren sich, Maschinen missen wieder angefahren werden), durch unerwartet reibungs-
losen Dauerbetrieb verhalten sich Komponenten plétzlich anders.

Ein Produktionsprozess ist ein hochdynamischer Vorgang, bei dem komplizierte Kausali-

tdten das Prozessergebnis bestimmen.

2.1 Begriffe und Definitionen

Jede Art von Ablauf wird durch seine Umwelt beeinflusst; damit ist jede Beobachtung von
einer erzeugenden Umgebung abhéngig. Wie diese Umgebung, die Messungen von Daten
und deren Verarbeitung formal beschrieben werden kann wird in diesem Kapitel festgelegt

und erldutert.

2.1.1 Source

Die Umwelt ist enorm facettenreich und unméglich zu erfassen oder darzustellen. Dennoch
bestimmt die Umgebung (eines Prozesses), bestehend aus allen nétigen Akteuren, Sensoren
und anderen Entitdten das Produkt und die Produktionsdaten. Diese nicht messbare Um-

welt wird in der Literatur Source genannt|[15, 23] (mitunter auch hidden Context[18, 19]),

5



6 KAPITEL 2. CONCEPT DRIFT

da sie als Quelle der Produktionsdaten die Wahrscheinlichkeiten festlegt, mit der Produkte
eine bestimmte Ausprigung y aus einer Menge aller méglichen Auspriagungen Y besit-
zen (beispielsweise ist es in manchen Anwendungen gefordert Daten zu klassifizieren). Die
Source wird als eine Wahrscheinlichkeitsverteilung interpretiert und behandelt. Sie erzeugt

Daten X einer gewissen Verteilung.

S = {{p(X),p(X|y)}y € Y}

Wir definieren S; als Source des Datums X; [23] (siehe Abb. 2.1).

2.1.2 Data Item

Ein Datum wird umgesetzt durch ein Data Item X, eine Menge von Schliissel-Werte-
Paaren, die iiber einen Zeitstempel t identifiziert werden kann. Das Data Item enthilt
Attribute, in denen die Produktionsdaten abgelegt sind. Daten werden von der Sensorik
des Prozesses erfasst und in einem Data Item gesammelt. Zusdtzlich konnen Metadaten an
ein Data Item angehingt werden. Diese ,,Annotations* kénnen Informationen zur Prozes-

skontrolle oder zum Produkt selbst sein?.

2.1.3 Stream

Ein Datenstrom, d.h. eine Folge von Data Items (X¢)g(o..n) , Wird Stream genannt. Die
Daten werden nacheinander verarbeitet und es ist nicht festgelegt, wann (oder ob) der Da-
tenstrom endet. Natiirlich kann ein endlicher Stream auch aus einer Datei erstellt werden,
indem diese Schrittweise dem Bearbeitungsprogramm, in diesem Fall einem Lernalgorith-

mus, vorgelegt wird.

2.1.4 Concept

Ein Concept C4 definieren wir als eine Teilmenge des Streams mit Data Items, welche
die gleiche erzeugende Source S4 haben Cy = {X;|S; = Sa}. Anschaulich ist die Source
die (latente) Ursache, das Concept die (beobachtbare) Wirkung. Ein Concept kann als
eine Gruppe ¢ von [ Daten verstanden werden, die unter gleichen Umstinden generiert
wurden. Die Source der Daten ldsst sich nicht modellieren, die Verteilung hingegen schon:
P beschreibt den Zusammenhang zwischen Merkmalen X und Ausprigung y € Y eines
Datums?. Damit ist ein Concept

9(p,1). (2.1)

'Ist ein Data Item einer Entitéit fest zugewiesen, zum Beispiel einem produzierten Bauteil, kann mog-

licherweise eine Klassifizierung in Gruppen (Label) erfolgen (z.B. gute-, mittlere-, und schlechte Qualitét)
oder ein unbekannter Wert vorhergesagt werden (Regression). Diese Information kann dann als Annotation

dem Data Item angefiigt werden und zur spiteren Evaluation beitragen.
?Beispielsweise kann 7 als Parameter eines abstrakten Ablaufs gesehen werden, welcher zu Merkmalen

eines Datums die Auspragung festlegt.
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Ublicherweise treten in einem Stream mehrere Concepts auf, also verschiedene Verteilun-

gen, die zur Verarbeitung vorliegen.

2.2 Verarbeitung von Daten

Daten als Stream zu verarbeiten bietet den grofen Vorteil, dass zu keinem Zeitpunkt alle
Daten gleichzeitig vorliegen miissen; So kénnen immense Datenmengen Resourcen schonend
analysiert werden. Ein Data Item wird erfasst, verarbeitet und nicht gespeichert. Weiter-
gearbeitet wird nur mit einem durch das Datum verdnderten Zustand des verarbeitenden
Programms. Dies wird Online-Verarbeitung genannt, weil nur das aktuell vorliegende Data
Item betrachtet wird und nicht erheblich ist, wie viele Daten schon gelesen wurden oder
noch folgen [2, 7, 13]. Die Daten zu speichern ist entweder nicht mdglich® oder nicht er-
wiinscht, weil fiir ein Datum ohnehin nur eine einmalige Bearbeitung vorgesehen ist.

Werden die Daten gespeichert oder einer permanent vorhandenen Datei entnommen, so
heift das Verfahren Offline-Lernen. Lernt ein Algorithmus auf einer Menge von Daten
gleichzeitig, nennt sich dieses Verfahren Batch-Lernen[7]. Jedes dieser Verfahren wird in
der Industrie verwendet, doch Online-Algorithmen sind im Hinblick auf Echtzeitanforde-

rungen unumganglich.

2.3 Modelle zur Vorhersage

In der Industrie werden zur Vorhersage von Informationen (Online wie auch Offline) sta-
tistische Modelle verwendet. Instanzen dieser Modelle werden vorab mit Daten trainiert,
zu denen die Informationen bereits bekannt sind, die normalerweise im Betrieb vorherge-
sagt werden sollen. Nach Abschluss des Trainings trifft die Modellinstanz Vorhersagen zu
neuen Data Items, indem es das gesammelte Wissen iiber die Wahrscheinlichkeiten zu den
Trainingsdaten anwendet. Ein gingiges Vorgehen, ist es Instanzen erst offline mit gespei-

cherten Daten zu trainieren und dann online fiir einen Datenstrom anzuwenden.

Am Beispiel des naiven Bayes-Klassifikators lasst sich die Vorgehensweise eines solchen
Modells gut beschreiben: Das Modell speichert wahrend des Trainings die Merkmale X und

die Ausprigung y € Y der Daten. Aus diesen Informationen ldsst sich die Wahrscheinlich-

P(X|y)p(y)
p(X)

fiir ein Datum X ist nun dasjenige y mit der grokten Wahrscheinlichkeit p(y|X), eine an-

keit fiir eine Ausprégung zu einem Merkmal p(y|X) = errechnen. Die Vorhersage

schauliche Erlauterung dieses Beispiels findet sich in [22].

Fiir gute Vorhersagen ist es essentiell, dass sich Trainingsdaten und Testdaten dhneln, oder

®Datenmengen von Radioteleskopen beispielsweise sind mitunter zu grof um sie (6konomisch vertretbar)

speichern zu konnen [6].
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Abbildung 2.1: Concept Drift [15]

einer dhnlichen Verteilung zu Grunde liegen (siehe 4.3): Die beiden Datenmengen sollten

aus dem gleichen Concept stammen.

2.4 Concept Drift

Die Produktionsumgebung vieler industrieller Prozesse unterliegt wie eingangs erlautert
Veréinderungen [15]. Die Source éndert sich latent, also ungreifbar?®, sichtbar sind die Aus-
wirkungen: Durch verschiedene Sources werden Daten unterschiedlicher Concepts aufge-

zeichnet, sodass eine Abfolge f einer Conceptmenge C entsteht.
f(C)=C1,C,C5, . .. (2.2)

Der Wechsel zwischen Concepts kann auf drei unterschiedliche Arten erfolgen (siehe auch
Abb. 2.2):

e abrupt: Von einem Datum des Concepts C'4 auf das ndchste Datum wechselt das
Concept zu Cpg. Da es sich bei Concepts um sehr schwer zu fassende Gréfsen handelt,
wird diese Driftart erst zeitverzdgert erkannt. In einigen Quellen wird hier nicht von
Concept Drift gesprochen, sondern von Concept- (oder Level-) Change, da es sich

weniger um eine Driftphase als um einen harten Wechsel handelt.

e graduell: Wihrend Items des einen Concepts C4 zunehmend seltener auftreten,
haufen sich Data Items des Concepts Cp. Bei einem rein graduellen Drift gehoren
die Items fest zu ihrem jeweiligen Concept. Anders als beim abrupten Drift dauert

dieser Wechsel einige Data Items an.

“vgl. shidden context* in [18]
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e inkrementell: Die Source des einen Concepts C'4 geht langsam in die von Cp iiber.
D.h. die Verteilung die Daten von C4 hervorgebracht hat dndert sich langsam zu
einer, die Daten des Concepts Cp produziert. Zur Zeit des Drifts ldsst sich nicht
feststellen, zu welchem Concept ein Datum gehort, weil Data Items eines sich konti-

nuierlich verdndernden Misch-Concept gemessen werden.

RRRBAR

abrupt — T
Ca Concept Change Cs
- "R SREB
graduell
Ca Concept Drift Cs
==
inkrementell | I [‘ - =
AN ~ J
Ca Concept Drift Cs

Abbildung 2.2: Driftarten nach [15] und [23]

Es ist durchaus denkbar, dass diese Driftarten in der Praxis weder klar voneinander
abgegrenzt noch gleichméfig auftreten. So kann ein Datenstrom z.B. erst inkrementell auf
ein Concept C4 zu driften und noch wihrend des Ubergangs C4 zu Cp Items enthalten,

die ganz dem Ziel-Concepts Cp angehoren.

2.5 Behandlungsmethoden fiir Concept Drift

Solche Concept Drifts sind also strukturelle Anderungen in den Daten und verschlechtern
somit die Vorhersagequalitdt der Modellinstanzen, da diese mit Daten eines veralteten
Concepts trainiert wurden.

Es existieren bereits einige Ansétze, auf Concept Drift zu reagieren um die Qualitét der

Vorhersagen nach einem Drift zu verbessern. Dabei unterscheiden sie sich in Komplexitit
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und Aufwand enorm.

Die einfachste Methode ist regelméfig ein neues Modell zu lernen. Dieser naive Ansatz
ignoriert jeden Drift und geht nur davon aus, dass sich die Daten d&ndern. Das funktioniert
dann sehr gut, wenn der Beginn des Neu-Lernens mit dem Ende der Driftphase (siehe Abb.
2.2) zusammen fallt. Das ist tiblicherweise sehr selten und es erfordert grofes Geschick fiir
einen Stream einen geeigneten Abstand zu wihlen. Da hier keine Intelligenz fiir eine Drif-
terkennung oder mehrere Modelle notwendig sind, ist die naive Driftbehandlung relativ
resourcensparend, solange nicht in unnétig kurzen Abstdnden neu gelernt wird. Sind die
Absténde zu grof, wird zu lange eine veraltete Modellinstanz angewendet und die Vorher-
sagequalitit sinkt [15].

Driftdetektoren sind Verfahren, die auf Basis der Verteilung der Daten Riickschliisse
ziehen, ob ein Drift stattfindet, bevorsteht oder ausbleibt. Steht ein Drift kurz bevor, wird
eine Warnung ausgegeben, sodass sich Lerner oder andere beteiligte Programme auf einen
kommenden Drift einstellen kénnen. Wird ein Drift erkannt gibt der Detektor eine Besté-
tigung aus und setzt die Warnung zuriick [3, 9] (sieche Abb. 2.3).

Eine ganze Gruppe an Behandlern bilden die Fensterverfahren [15, 12|. Hier werden
auf einer Teilmenge der zuletzt gelesenen Items statistische Verfahren angewendet, die er-
kennen sollen, ob sich die Verteilung der vorherzusagenden Informationen (z.B. Labels)
oder die der Items zu diesen Informationen (sprich die Source) dndert. Einige Implemen-
tierungen benutzen adaptive Fenstergrofen: Um nicht Daten der Driftphase (Abb. 2.2) zu
benutzen, trainiert die Instanz kurz nach einer gednderten Verteilung auf einem kleineren
Fenster. Das Fenster wird vergrofert, wenn sich die Verteilungen nicht mehr &ndern [12].
Es gibt unterschiedliche Strategien nach denen die Fenstergrofie angepasst wird, sie wirken
sich stark auf die Performanz der Driftbehandlung aus. Auf diese Strategien soll hier nicht
néher eingegangen werden. Der Aufwand besteht beim Fensterverfahren darin, das Fenster
zu verwalten und dessen Grofe zu berechnen.

Ensemble-Lernen beschreibt die Methodik, viele verschiedene Lerner zu halten und zu
trainieren. Entweder werden Instanzen des gleichen Modells auf unterschiedlichen Daten-
mengen trainiert [13] oder verschiedene Modelltypen, die beispielsweise auf bestimmte Con-
cepte spezialisiert sind. Alle trainierten Lerner treffen nun Vorhersagen zu einem Datum.
Die Entscheidung, wessen Vorhersage verwendet wird kann auch hier nach mannigfalti-
gen Strategien getroffen werden: Beispielsweise durch einen Mehrheitsentscheid zwischen
den Lernern, oder es kann fiir jeden Lerner die Performanz geschétzt werden, dann wird
die Vorhersage desjenigen Lerners mit der voraussichtlich besten Genauigkeit stirker ge-
wichtet, als die der anderen. Die Mdglichkeiten Ensembles zu konfigurieren um eine gute
Qualitédt zu erreichen sind vielseitig und komplex [13]. Kombinationen dieser Methoden

sind tiblich: Fenster- und Ensembleverfahren verwenden meist Driftdetektoren.
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2.5.1

1.0
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Abbildung 2.3: Level des Driftdetektors DDM(Drift Detection Method) [15]
Metriken fiir Drifterkenner

Um Driftdetektoren bewerten zu kénnen und zu entscheiden, welcher Detektor fiir einen

bestimmten Zweck am besten geeignet ist, wurden in [3, 15| eine Reihe von Metriken

vorgestellt. Diese Mafstéabe fiir Driftdetektoren geben tiber jeweils andere Aspekte der

Niitzlichkeit eines Detektors Auskunft, beispielsweise iiber die Verldsslichkeit einer War-

nung,

Zeit die bis zur Drifterkennung vergeht® oder die Anzahl der Fehldetektionen. Hier

werden nun die wichtigsten vorgestellt:

Mean Time between False Alarms (MTFA): Wenn ein Drift erkannt wurde,
obwohl keiner stattgefunden hat, wirkt sich das schlecht auf die Effizienz und Per-
formanz des Lernalgorithmus aus. Auch bei einem falschen Alarm i (zum Zeitpunkt
tr,) wird neu gelernt, das kostet Resourcen und bedeutet u.U. Verwaltungsaufwand
fiir die Software. Die Menge der Fehlalarme I erzeugt Mehraufwand, daher sollte die

Zeit zwischen diesen moglichst grof sein.

1

1
MTFA = T z;(tFl - th‘71)
1=

Die False Alarm Rate (FAR) ldsst sich direkt als 1/MTFA ableiten [3].

Die Mean Time to Detection (MTD) beschreibt die Zeit zwischen Drift ¢; und
Erkennung, dabei muss die Erkennung in der Umgebung des Drifts liegen (D, ,))-

C
1
MTD = — E tp, — te,
Ci:1(Dz Cz)

5Tn

diesem Zusammenhang wird die Zeit in Data Items gemessen. Das Lesen eines Items entspricht

einer Zeiteinheit.
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e Die Missed Detection Rate (MDR), d.h. die Anzahl der Drifts in deren Um-
gebung keine Erkennung stattfindet ist eine fiir diese Arbeit enorm wichtige Grofe;

bleibt ein Drift unerkannt, kann nicht auf ihn reagiert werden.

MDR = [{c¢|ADy 1) }|

e Average Number of Items to Learn (ANIL): Beschreibt die durchschnittliche
Anzahl der Items zwischen Warnung W; und Erkennung D;.

1
1
ANIL = - Z; {t| € [W;, ..., Dj]}|

Weil diese Items i.d.R. (auch in dieser Arbeit) zum trainieren des néchsten Modells
verwendet werden, darf die Anzahl weder zu klein (Modell wird nicht gut) noch zu
grofs sein (Resourcenverschwendung, Overfitting (|11]), méglicherweise werden Daten

eines veralteten Concepts verwendet).

e Mit der Detection Warning Ratio (DWR) lassen sich Riickschliisse ziehen, wie
sempfindlich der Detektor konfiguriert ist. Diese Gréfse misst die Anzahl der Alarme
W pro Drifterkennung D.

W

D = —
WR )

Concept Drift ist deshalb eine Herausforderung, weil nicht bekannt ist, welches Concept als
néchstes folgt. Es ldsst sich nicht entscheiden, welche Modellinstanz nach einem zukiinftigen
Drift angewandt werden oder ob eine neue Instanz trainiert werden muss. Das liegt in
der Unvorhersehbarkeit der Conceptabfolge begriindet: Der Abfolge fehlt vorhersehbare
Struktur.



Kapitel 3
Zyklische Sensordaten

Im Allgemeinen ist Struktur niitzlich fiir viele Anwendungen, da sich aus der Struktur selbst
Schliisse iiber die Anwendung ziehen lassen; Beispielsweise kénnen Menschen sich in ihrer
komplexen Umwelt nur so effizient zurechtfinden, weil sie sich der Struktur ihrer Umgebung
bedienen um Informationen daraus zu gewinnen. Unwichtige Dinge werden erkannt und
ausgeblendet, andersherum kann ein bekanntes Muster, welches verdndert auftritt, sehr
schnell bewertet werden'. Je mehr Meta-Informationen wir zur Verfiigung haben, desto
besser und schneller finden wir uns zurecht. Ein Beispiel, dass auch Algorithmen von solchen
Informationen profitieren kénnen liefert [14].

Vieles im (Arbeits-) Leben muss effizient und schnell funktionieren, deshalb ist es streng

organisiert und folgt einem gut strukturierten Ablauf.

3.1 Ursachen fiir Zyklen

In Produktionsprozessen findet vieles nicht nur strukturiert, sondern dariiber hinaus zy-
klisch statt. Im kleinen Mafsstab wirkt sich moglicherweise der Tag-/Nacht-Zyklus auf die
Produktionsmenge/ -geschwindigkeit aus: Oft stehen die Maschinen zu Pausenzeiten still,
auch diese Zeiten hingen von der Tageszeit ab und treten daher zyklisch auf. Arbeiten
die Maschinen hingegen durchgéngig, erfolgt der Schichtwechsel des Bedienpersonals zy-
klisch. Unabhéngig vom Tagesrythmus gibt es strikte Wartungspline, Zertifizierungen und
Vorgaben zum Austausch von Komponenten?. Auch zeitlich variable Zyklen treten auf:
Werkzeuge miissen aussortiert werden (erst, wenn sie defekt sind), Leitungen erneuert wer-
den (wenn sie zugesetzt sind).

Um solche Strukturen einzugrenzen muss zunéchst festgelegt werden, wie Streams beschaf-

fen sind um als zyklisch zu gelten.

!Ein Beispiel einer solchen Strukturierung ist die StVO: Wird die Struktur erfiillt, ist ein Verkehrsteil-
nehmer nicht iiberrascht(, wenn das blinkende Fahrzeug kurz darauf abbiegt). Bricht etwas die Struktur,

erregt es sofort Aufmerksamkeit (Fremdkorper auf der Fahrbahn etc.).
2Beispielsweise haben Hydraulikschliuche eine feste Lebensdauer, die nicht iiberschritten werden darf.

13
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Abbildung 3.1: Einige mdgliche Conceptverteilungen im Arbeitsrythmus Abb. 1.1

3.2 Definition: Zyklus

Ein Zyklus z; ist eine geordnete Abfolgen von Concepts, die sich direkt im Anschluss
mindestens einmal in gleicher Form wiederholt. Abfolgen z von Concepts werden mit einem
Distanzmaf Az € [0, 1] verglichen, beispielsweise mit dem ,, strikten” Distanzmafk.

(3.1)

Ao o) :{ 0, falls (|zm| = |2n]) A(Yj Cimj = Cnj)

1, sonst

Damit sind die Abfolgen z,, und z, gleich, g.d.w. sie die gleiche Anzahl Concepts haben
und jedes Concepts aus der Abfolge z,, an der gleichen Position j in z,auftritt. D.h. die
Sequenz z; ist ein Zyklus, g.d.w. A(z;, zip1) < €. 3

Die Folge aller I gleichen Conceptabfolgen wird im Folgenden Epoche genannt, dabei ist
I die Anzahl, der Iterationen der Zyklen.

E = (2i)i=1,.1+1

3.3 Mogliche Szenarien

Das ideale zyklische Szenario (Abb. 3.1) sieht so aus, dass eine Menge z von Concepts C}
sich in gleicher Weise immer wiederholt; dabei bleibt jedes Concept iiber alle Zyklen gleich
und gleich lang. Die Zyklen einer Epoche gleichen sich in diesem Szenario auch strukturell:
die Concepts treten in immer gleicher Reihenfolge auf, die Menge z der Concepts bleibt
iiber alle Perioden gleich, d.h. nach dem ersten Zyklus treten keine neuen (nie gesehenen)
Concepts mehr auf und es treten immer alle bisher gelernten Concepts in jedem neuen
Zyklus auf.

Es ist moglich und sogar wahrscheinlich, dass dieser Idealfall nicht immer eintritt und die

®Die Lingen der Concepts miissen ausdriicklich nicht iibereinstimmen, auch weitere Lockerungen der
hier vorgestellten Distanz sind moglicherweise sinnvoll: z.B. kann es hilfreich sein kleine Ungleichheiten in
der Reihenfolge zuzulassen, um bei sich leicht indernden Zyklen nicht neu lernen zu miissen (siehe 3.3 und
4.4).
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Abbildung 3.3: Concept C1 und C2
treten mit verdnderter Lange im né&ch-
sten Zyklus auf, ein neues Concept CO

ist vorhanden.

Zyklen und/oder Concepts sich unterscheiden (siehe Abb. 3.2 und 3.3): Durch geénderte
Abldufe in der Produktion kann sich ein Concept C; iiber mehrere Zyklen hinweg leicht
andern (C’J’) ohne, dass es sinnvoll wéire C; und C’J’- vom Lerner unterscheiden zu lassen, da
sich die beiden nur um wenige Nuancen unterscheiden. Die Verdnderung kann sowohl die
Verteilung p’ im Concept betreffen, als auch dessen Langel (siehe 2.1.4).

Das kann verschiedenste Ursachen haben: Produktionsprozesse verdndern sich stetig, der
Produzent ist stindig daran interessiert, die Qualitit, die Effizienz oder das Produktions-
volumen zu verbessern. In diesem Zusammenhang werden Prozessschritte verdndert, zu-
sammengelegt oder neu angeordnet.

Auch kann es passieren, dass solche Optimierungen zu verdnderter Concept-Reihenfolge,
oder sogar zu leicht gednderten Concepts fithren. Beispielsweise wurde eine Werkzeugma-
schine bisher gewartet, kalibriert, eingesetzt, gereinigt, kalibriert und wieder eingesetzt,
jetzt wurde die Reinigung so verandert, dass der Kalibrierungsschritt danach wegfillt. Da-
fiir wird jetzt gereinigt, gewartet, kalibriert, eingesetzt, gereinigt, eingesetzt usw.

Nur Idealtypische Zyklen zu beriicksichtigen ist in der Realitét zu unflexibel und daher

wenig sinnvoll (siehe 4.4).
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3.4 Realitait und Anwendbarkeit

Echte Produktionsdaten unterliegen gleichzeitig vielen verschiedenen zyklischen Einfliis-
sen, die sich iiberschneiden, verschiedene Frequenzen und Amplituden haben, die nicht die
gleiche Auswirkung auf die gemessenen Daten haben. So wird sich mdglicherweise eine
zyklische Anderung der Jahreszeiten bedingten Raumtemperatur weniger in den Daten
widerspiegeln, als die montégliche Anlaufphase aller Maschinen.

Es ist denkbar, dass sich zyklische Einfliisse gegenseitig verstiarken oder aufheben wie in
Abb. 3.8 dargestellt. Ein Beispiel:

An einer unter Uberdruck arbeitenden Produktionsmaschine sei regelmikig der Drucksen-
sor defekt (misst immer zu niedrigen Druck): Abb. 3.4 und zusétzlich mit einer anderen
Regelmafigkeit ein Ventil (schligt Leck): Abb. 3.5. Fallen zufdllig beide Defekte zusammen,
wird der fiir den Druck verantwortliche Kompressor angesteuert einen stirkeren Betriebs-
druck zu schaffen. Auf diese Weise kompensiert der defekte Sensor zufillig das defekte
Ventil: Abb. 3.6.

Der umgekehrte Fall tritt ein, wenn ein defekter Drucksensor immer zu hohen Druck misst
und gleichzeitig ein Ventil Leck schldgt: Der Kompressor wird zu friith abgeschaltet und zu-
sétzlich entweicht Luft aus dem defekten Ventil. So verstirken sich zufdllig beide Defekte:
Abb. 3.7.

In welchem Umfang solche Effekte real relevant sind oder Concepts sich in der Realitét
tatséchlich so verhalten ldsst sich an dieser Stelle nicht beurteilen. Es kénnte sein, dass die
Vielzahl der periodischen Einfliisse ein Feststellen von Zyklen unméoglich machen. Es ist
allerdings genauso gut vorstellbar, dass einige wenige Faktoren durch eine grofse Differenz

in ihrer Einflussnahme auf die Daten ganz klar Zyklen entstehen lassen (siehe Kapitel 7).
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Abbildung 3.6: Concept Drift 1 und 2 he- Abbildung 3.7: Concept Drifts 1 und 2 ver-
ben sich gegenseitig auf. starken sich gegenseitig.

Abbildung 3.8: Verschiedene Effekte mehrerer sich {iberschneidend driftender Faktoren



Kapitel 4
Modellverwaltung

Um zyklische Strukturen der Conceptabfolgen auszunutzen sind eine Reihe von Schrit-
ten notwendig: wiederkehrende Strukturen miissen erkannt, Wissen iiber diese Strukturen
angewandt und die Wissensbasis erweitert werden. Um dies zu gewédhrleisten wird eine

Modellverwaltung eingefiihrt, welche die genannten Anforderungen umsetzt:

4.1 Concepts erkennen

Offensichtlich ist es notig, um Conceptzyklen erkennen zu koénnen, zunichst Concepts zu
identifizieren. Das ist insofern schwierig, weil bei realen Daten nicht direkt erkennbar ist,
um welches Concept es sich handelt, da ein Concept von der (latenten) Source abhangt.

Durch Drifterkennung (siehe 2.5) ist es bereits moglich festzustellen, dass ein Drift stattge-
funden hat. Dadurch ldsst sich der Datenstrom in Concepts sequenzieren. Um Gleichheit
auf Concepts zu definieren muss jedem Concept eine messbare Grofse zugewiesen werden.
Der hier gewéhlte Ansatz ist, zwei Concepts C4, Cp anhand der Performanzen der fiir sie
trainierten Modellinstanzen zu vergleichen. Beispielsweise kann dafiir eine Verlustfunktion
[8] verwendet werden: L(Y, fo(X)) = (v - fa(X ))2 ! Nicht nur die Verlustfunktion kann
Auskunft iiber die Performanz einer Modellinstanz geben, jedes Qualitdatsmaf ist dafiir (in
unterschiedlichem Umfang) geeignet. Hier sei die Distanz 0 zweier Concepts definiert als

Differenz ihrer Performanzen. Sie sind gleich?, wenn gilt:

A~ A~

§(fa(X), fB(X)) < A,? (4.1)

Diesem Vorgehen liegt die Annahme zugrunde, ,dass ein trainierter Lerner auf einem ein-

zelnen Concept, eine in etwa konstante und verhdltnismafhig geringe Fehlklassifkationsrate

1fA ist die Instanz des Modells, welche sich fiir C'4 als beste gezeigt hat (i.d.R. weil sie dafiir trainiert

wurde, siehe 4.3).
*Diese Gleichheit ist eine Ahnlichkeit, sie ist nicht transitiv. (siche auch 4.4)
*2.B. 6(fa(X), f5(X)) = [(L(Y, fa(X)) — L(Y, f5(X))]

18
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Abbildung 4.1: Performanz eines auf C4 spezialisierten Modells auf Daten mit Concept Drift.

aufweist. Auf einem anderen, ebenfalls konstanten Concept wird der Lerner auch eine un-
gefahr konstante, jedoch geringere Klassifkationsgenauigkeit aufweisen.“([15], S.18) (Abb.
4.1)

Die Performanz (oder wie hier im Speziellen die Vorhersagegenauigkeit) ist die Abbildung
der Qualitdt einer Modellinstanz auf einen Wert, diesen Wert aussagekriftig und aktuell

zu bestimmen ist nicht trivial.

4.1.1 Performanz der Modellinstanzen berechnen

In der Literatur werden einige Verfahren vorgestellt, die Qualitit eines Modells zu messen
[16], hier soll die Schwierigkeit der Messung einmal am Beispiel der Genauigkeit iiber eine
Teilmenge W der zuletzt verarbeiteten Daten

. |von f korrekt klassifizierte Items in W/
Accuracyy (f) = Wi

verdeutlicht werden. Das Genauigkeitsfenster hat enormen Einfluss auf die Conceptidenti-
fizierung, denn es bestimmt, welche Data Items in die Performanz eingerechnet und insbe-

sondere welche nicht eingerechnet werden.

Um dies zu verdeutlichen folgt hier ein Beispiel: Sei ein inkrementeller Drift von einem
Concept Cy zu Cp (Abb. 4.2), nach oder wihrend dem Drift wird die Drifterkennung
allein abhéngig von der Daten- und Merkmalverteilung [3] eine Warnung auslosen und et-
was spéter den Drift erkennen. Zum Zeitpunkt der Drifterkennung ist es nun von hoher
Wichtigkeit eine belastbare Aussage iiber die Qualitit jeder Modellinstanz fiir das aktuelle

Concept Cp zu machen?.

‘wg. 4.2
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Abbildung 4.2: Auswirkung der Fenstergrofie zur Genauigkeitsberechnung fiir verschiedene Mo-
dellinstanzen. Die Dimensionen sind zur Illustration kleiner gewé&hlt, als sie fiir einen realen Da-

tenstrom sinnvoll sind.

Einerseits ist es erstrebenswert, nur wenige der zuletzt gesehenen Daten in die Berechnung
einflieften zu lassen, um einen sehr aktuellen Wert der Qualitédt verwenden zu kénnen. An-
dererseits muss sichergestellt werden, dass die errechnete Genauigkeit eine sinnvolle und
gegen Outlier und Rauschen robuste Projektion der Qualitét einer Modellinstanz ist. (Letz-
teres ist in Abb. 4.2 mit den beiden kleinsten Fenstern nicht sichergestellt.) Fliefen zu viele
Items von C'4 ein, sticht dessen Modellinstanz moglicherweise die eigentlich bessere fiir Cp
aus (Abb. 4.2, Fenster der Lange 13 und 18 (mit steigender Lange wahrscheinlicher)). Ent-
hélt das Fenster vornehmlich Items der Driftphase, ist von den Modellen keine besonders
hohe Leistung zu erwarten, unerheblich davon, fiir welches Concept die Instanzen speziali-
siert wurden; schlimmer noch: durch Zufall kann es passieren, dass eine vollig unbeteiligte
Instanz, welche z.B. fiir C¢ trainiert wurde, eine gute Qualitét auf den Daten dieser Drift-
phase liefert (Abb. 4.2, Fenster der Liange 9). Von Interesse ist aber, welche Modellinstanz
fiir das aktuell vorliegende Concept (Cp) die hochste Performanz bieten wird. Auf dieser

Grundlage kann dann entschieden werden, welches das aktuelle Concept est.

4.2 Struktur erkennen und reagieren

Ist ein Concept identifiziert, kann eine Modellverwaltung diese Information speichern und so
nach jedem Drift das Wissen iiber die Conceptabfolge des bisherigen Streams aktualisieren.
Mit 4.1 wird iiberpriift, ob das aktuelle Concept einem vorherigen gleicht®. Wiederholt sich
eine Teilmenge von Concepts nach 3.1, ist ein Zyklus erkannt. Die Modellverwaltung geht

nun davon aus, dass sich diese Struktur genauso (3.2) oder so dhnlich (3.3) wiederholt.

SDafiir ist es notig, fiir jedes Concept eine spezialisierte Modellinstanz (siehe 4.3) zu verwalten und

kontinuierlich anzuwenden um die Performanzen vergleichen(4.1) zu kénnen.
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Die Reihenfolge der Concepts ist nun bekannt. Beim néchsten Drift wird die Modellinstanz
verwendet, die im Zyklus zuvor fiir das nun folgende Concept trainiert und verwandt wurde.
Wann und mit welchen Daten eine Instanz trainiert wird entscheidet die Modellverwaltung

unter Beriicksichtigung folgender Gesichtspunkte:

4.3 Trainingsmenge und -zeitpunkte

Entscheidend fiir die Qualitét einer Vorhersage ist, dass die zugrundeliegende Modellinstanz
mit moglichst rausch- und ausreiferfreien Daten desjenigen Concepts trainiert wurde, zu
welchem die Vorhersage getroffen werden soll.

Die Trainingsmenge sollte geniigend Items enthalten um das Concept umfangreich und
angemessen zu reprasentieren. Sehr viele Trainingsdaten zu verwenden ist unkritisch, zu
wenige hingegen birkt das Risiko eine schlecht angepasstes Modellinstanz zu verwenden®.
Dadurch allerdings, dass jedes Concept (vom ersten Concept abgesehen) nach einem Drift
das erste mal auftritt und es erstrebenswert ist, dass unmittelbar ein trainiertes Modell
dafiir vorliegt, sollte der Zeitpunkt das Training abzuschliefen nach diesem Gesichtspunkt
nicht allzu spét sein, d.h. die Trainingsmenge darf nicht zu grofs sein.

Die passende Balance zu finden ist auch Thema dieser Bachelorarbeit: Da nicht bekannt
ist, wie lang ein Concept bereits vorliegt”, muss wihrend der Laufzeit empirisch festgestellt

werden, mit welchen Daten trainiert wird und wann das Training abgeschlossen sein soll.

Der ideale Einsatzzeitpunkt einer Modellinstanz f; ist bei Beginn des Concepts, fiir
das fz trainiert wurde. D.h. sofern es bereits trainiert ist, liegt dieser Zeitpunkt mitten im
Drift (siche Abb. 2.2). An der Stelle, an der sich die Performanzen der Instanzen schnei-
den: Beispielsweise wenn zum ersten mal gilt: Accuracyy, (f;) > Accuracyy,(fi_1). Dieser
Zeitpunkt wird in der Praxis nie erreicht werden koénnen, da erstens die Drifterkennung
einen Drift erst nach einem solchen erkennen kann und i.d.R. fiir das Training ,saubere®
Daten (s.0.) eines Concepts bendtigt werden.

Das Risiko, ein nicht ausreichend trainiertes Modell zur Anwendung zu bringen, muss also
gegen den Performanzverlust abgewogen werden, der auftritt, wenn ein veraltetes Modell
fiir die Vorhersagen genutzt wird.

Das kontinuierliche Anpassen einer Modellinstanz an deren Concept ist wichtig, wenn sich

Concepts iiber mehrere Zyklen hinweg weiterentwickeln.

®Durch zu viele Trainingsdaten kann es unter anderen Umstéinden zu Overfitting [11] kommen. Dieses
Problem ist hier nicht relevant, da es aus den nachfolgend im Text genannten Griinden nétig ist das

Training zu beenden, deutlich bevor Overfitting ein Problem darstellt.
"Abhingig von den Daten brauchen Driftdetektoren mehr oder weniger Zeit um Drifts erkennen zu

konnen.
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Abbildung 4.3: Veranschaulichung der Trainingsmenge [23]: Nach dem Item X; wurde ein Drift
erkannt und der neu trainierte Lerner L; soll das Label von X;; vorhersagen. L; wurde auf einem
Fenster der Linge w trainiert; wie viele Items in diesem Fenster von welchem Concept stammen

lasst sich nicht feststellen.

4.4 'Wissen iiber Concepts aktualisieren

Es wire naiv anzunehmen, die Concepts seien von Zyklus zu Zyklus immer exakt gleich
oder traten immer in der genau gleichen Reihenfolge auf. Durch das Zusammenspiel vieler
unterschiedlicher (phasenverschiedener) Faktoren (siehe 3.4) und der sich stindig dndern-
den Umgebung ist es gut denkbar, dass sich Concepts dndern® oder im Zyklus die Position
tauschen (siehe z.B. Abb. 3.2). Daher ist es wichtig, dass die Modellverwaltung die beste
Modellinstanz jedes Concepts so aktuell wie mdglich hilt. Das kann durch Training mit
aktuellen Daten des Concepts erreicht werden.

Auch wahrscheinlich ist, dass iiber die Zeit neue, nie gesehene Concepts auftreten oder alte
verschwinden (siehe z.B. Abb. 3.3). Deshalb muss eine Modellverwaltung diese Verdnde-
rungen erkennen und mit entsprechenden neuen Modellen oder Modellinstanzen reagieren
bzw. unbrauchbare verwerfen. Das Wissen iiber die Conceptsabfolge (und darin enthaltene
Zyklen) muss immer aktuell gehalten werden um auf Verschiebungen in der Reihenfolge
reagieren zu kénnen.

Eine praktisch implementierte Modellverwaltung muss diese Flexibilitdt zuverldssig umset-

Zen.

¥Kleine Anderungen (< )) lisst die Definition der Gleichheit von Concepts zu (siehe 4.1). Auch langsame
inkrementelle Verinderungen eines Concepts an der Position j iiber mehrere Zyklen (... zi, zi+1, zi+2 .. .)
hinweg sind Zuléssig: (Ci,j = Ci+1,j) A (CiJrl,j = Ci+2,j) +* Ci,j = Ci+2,j



Kapitel 5

Implementierung

Es sind bereits niitzliche Mechanismen zur Datenstromanalyse vorhanden; Mit streams
existiert eine anpassbare Umgebung fiir Online-Lernverfahren und -Algorithmen. Auch
Modelle, Lerner und Evaluatoren sind zum Teil vorgefertigt und/oder anpassbar (5.2).

Das Hauptaugenmerk liegt im Folgenden auf den Anpassungen des Datengenerators (5.3)
und des streams Frameworks, sowie auf der Implementierung eines Zyklengenerators und

der Modellverwaltung.

Container A%| Data Sream |N

Process Process Service

(Processor) (Processor)
(Processor) (Processor} Service
(Processor) i

(Processor) -
V- Process

J| e

Queue

Abbildung 5.1: Schematischer Ablauf in einem streams-Container [5]
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<container>
<gstream id="stream"
class="stream.generator.ExampleStream"
limit="1000"/>

<process>
<stream.learner.Prediction learner="lernerl" />
<stream.learner.evaluation.PredictionError />
<stream.classifier.MyClassifier id="lernerl" alpha="0.01" />
</process>
</container>

Abbildung 5.2: XML Definition eines Containers [15]

5.1 Streams

Bei der Online Analyse von Datenstromen existieren viele Aufgabenbereiche nebenein-
ander: Daten miissen aufbereitet, auf unterschiedliche Arten verrechnet, zum Trainieren
verwandt, bewertet und visualisiert werden. Ergebnisse, Vorhersagen und Metadaten zu
all diesen Verfahren miissen erstellt und verarbeitet werden.
Das streams Framework [5] verwaltet solche Aufgaben und ermdglicht es dem Anwender
eine Vielzahl eigener hochkomplexer Analyseabldufe zu kontrollieren. Es ist eine Umge-
bung zur modularen Konkatenation mehrerer Einheiten, welche je eine der o.g. Aufgaben
bewiltigen. Zum Erstellen von Daten kann eine Quelle angegeben werden, aus der dann ein
Stream erzeugt wird, dieser durchlduft dann einen oder mehrere streams-Prozesse (siehe
Abb. 5.1). Prozesse enthalten zum einen Processors, die hintereinander Daten verarbei-
ten (siehe Abb. 5.3), und zum anderen Services, die als flexible Einheiten in Prozessoren
oder (ungebunden an lineare Ausfiihrung) im Prozess selbst verwandt werden kénnen. Je-
der Prozessor stellt eine Datenverarbeitungseinheit dar. Das kann Aufbereitung der Daten
sein, das Anwenden oder Trainieren von Modellinstanzen oder die Analyse und Bewertung
der Ergebnisse. Ein Service dient zur Verwaltung des Datenflusses; Entscheidungen, welche
Prozessoren in welcher Reihenfolge mit einem Datum ausgefiihrt werden, treffen Services.
Dies fiihrt zu einer klaren Trennung von Kontroll- und Datenfluss [5].
Um Daten zwischen Prozessen und Prozessoren zu puffern sind Queues vorhanden.
Fir die iibersichtliche Verwaltung so vieler Aufgaben lassen sich Container definieren, in
welchen die Parametrisierung und Abfolge von Streams, Prozessen, Prozessoren und Ser-
vices definiert wird (sieche Abb. 5.1). Praktisch ist ein Container ein XML Dokument, das
den gesamten Ablauf der Datenstromanalyse spezifiziert (Abb. 5.2).

Die Daten werden durch eine Map wie in 2.1.2 angedeutet reprasentiert [4]. Das ermog-
licht den Prozessoren Informationen in Datenflussrichtung auszutauschen, indem sie diese

an ein Data Item annotieren (sieche Abb. 5.3). Die Funktionen der Prozessoren kénnen frei
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‘ Data Stream ‘

Data Item
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Data Item

annotation

Data Item

~ (Stream Processor )

Abbildung 5.3: Verarbeitungsablauf eines Streams Prozesses nach [4, 15]

gewihlt werden: entweder definiert der Anwender eigene Funktionalitidt oder wihlt aus ei-
ner Menge flexibel einsetzbarer Funktionen. Ein Beispiel hierfiir kann ein Vorhersagemodell

aus dem MOA Framework sein.

5.2 MOA, WEKA

Das Massive Online Analysis (MOA) Framework ist eine Umgebung fiir Analyse- und Lern-
verfahren auf Datenstromen mit dem Fokus auf Klassifikation, Regression und Clustering.
MOA bietet vorgefertigte Modelle zur Vorhersage![15, 5]. Weiterhin existieren Mechanis-
men um Outlier zu erkennen. Concept Drift-Detektoren und Behandlungsmethoden sind
umgesetzt und erweiterbar. Es ist moglich (und vorgesehen) individuelle Lerner, Detekto-

ren und Behandler umzusetzen um die Analyse Bediirfnissen der Anwendung anzupassen.

Die Waikato Environment for Knowledge Analysis (WEKA)-Bibliothek ldsst Anwen-
der auf eine Vielzahl bewdhrter Datenfilter, Modelle fiir maschinelles Lernen und Da-
ta Mining zugreifen. Es sind vorgefertigte Programme zur Klassifikation und Regression

vorhanden|2, 10|, die mit einem Wrapper wie MOA-Verfahren konfiguriert und benutzt

17.B. Naives Bayes-Lernen, Entscheidungsbiume und verschiedene Ensemble dieser und anderer Mo-
delle.



26 KAPITEL 5. IMPLEMENTIERUNG

<<interface>>

AbstractMultiStream Stream

[ Stream - Framework l

Stream - ConceptDrift

PeriodicMultiStream ¢ = «'g:::::?» ] —— — —

<<interface>>

AttributeGenerator

|
UniformRandomStream

Abbildung 5.4: Vereinfachtes Klassendiagramm des Generator-Frameworks in [15]

werden konnen[15].

Diese Lernfervahren benétigen Daten zum Training und als Eingabe fiir eine Vorhersage.

5.3 Generator

Mit dem Conceptgenerator von Stefan Rotner ([15]) lassen sich Data Items verschiedener
Concepts von anpassbarer Linge erzeugen. Diese [tems werden durch den rotating Hyper-
plane- Algorithmus gelabelt, variabel mit Rauschen versetzt und als Stream ausgegeben
(siehe Abb. 5.4).

Um Abwandlungen zwischen wiederkehrenden Concepts umzusetzen wurde auf dieser
Basis ein Szenario Generator umgesetzt, der auf Aufforderung Gleichheiten zwischen Con-
cepts aufeinanderfolgender Perioden in definierter Weise verwischt. Aufferdem kann der
Generator, wenn gefordert, die Reihenfolge und das Ausbleiben von Concepts beeinflussen
(siehe 3.3 und Abb. 3.2 und 3.3). Mit dem Szenario Generator lassen sich die Concepts
g(p,1) (2.1) kontrolliert verdndern, indem die Gewichtung der Label Funktion (s.o.) mit
einer definierten Wahrscheinlichkeit und um einen einstellbaren Wert angepasst wird.
Auch die Reihenfolge der Concepts im Zyklus f(C) (2.2) kann veréinderlich gestaltet wer-
den: Zum einen durch Angeben von Distanz, um die ein Concept im Zyklus ,verschoben®
wird und die Wahrscheinlichkeit mit der dies eintritt, zum anderen durch Festlegen von
Wahrscheinlichkeiten fiir das Ausbleiben eines bekannten bzw. Vorkommen eines neuen
Concepts.

Auf diese Weise lassen sich reproduzierbare Datenséitze und Szenarien, in denen Lerner und



5.4. MODELLVERWALTUNG 27

Modellverwaltung mit verschiedenen (aber zyklisch auftretenden) Concepts und Driftarten

konfrontiert sind, erstellen.

5.4 Modellverwaltung

Der Vorgang, passende Modellinstanzen zu trainieren und {iber deren Anwendung zu ent-

scheiden ist in verschiedene streams- Prozessoren aufgeteilt (sieche Abb. 5.5).

Zuerst wird von einem Prediction-Prozessor nach dem Vorbild in [15] fiir jede trainierte
Modellinstanz? eine Vorhersage fiir das aktuelle Datum angefordert und an das Data Item

annotiert.

Ein weiterer Prozessor berechnet aus dem (vom Szenario Generator) annotierten Label
und der Vorhersage den Fehler jeder Modellinstanz und schreibt auch diesen als Annota-

tion in das Datum.

Der néchste Prozessor halt fiir jedes Modell die gemittelte Genauigkeit {iber ein gewisses
Fenster? vor, rechnet den aktuellen Fehler mit ein und fiigt dem Datum diese Genauigkeit

per Annotation an.

Jetzt folgt der Kern der Modellverwaltung, der Modellmanager, dieser setzt einen Pro-
zessor um, der die gesehene Conceptfolge speichert und in dem ein Driftdetektor fiir den
Datenstrom angewandt wird*. Bei jedem Item wird der Status des Driftdetektors iiberpriift
und dem weiteren Prozess per Annotation mitgeteilt, welche Modellinstanz zu verwenden

und welche zu trainieren ist:

e Kein Drift: Die aktuelle Modellinstanz wird beibehalten und weiter trainiert. Zu-
sitzlich wird deren Genauigkeit (abhingig von erwdhntem Fenster) im Modellmana-

ger gespeichert.

e Warnung: Die aktuelle Instanz wird weiter verwendet. Zusétzlich wird eine neue
auf den aktuellen Daten trainiert. Wenn fiir das vorliegende Concept ein Nachfolger

bekannt ist, wird die Modellinstanz fiir diesen Nachfolger trainiert. Die Performanz

*Im Unterschied zu [15], dort wird nur eine Instanz benutzt. Hier handelt es sich beim Start des
Experiments um eine einzelne Instanz, es kommen mit aktualisieren der Conceptliste nach 4.4 mehr Mo-

dellinstanzen dazu.
®Die Fenstergrofe spielt hier eine entscheidende Rolle. siehe 4.1.1
“In dieser ITmplementierung wird EDDM (Early Drift Detection Method) [3, 1] als Detektor gewihlt.

Diese Methode hat sich im Laufe der Arbeit empirisch als die beste erwiesen.



28 KAPITEL 5. IMPLEMENTIERUNG
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Abbildung 5.5: Verarbeitungsablauf der Modellverwaltung. Um die Lesbarkeit zu verbessern

wurden einige Lesezugriffe nicht beriicksichtigt.

der Instanzen wird nicht gespeichert, da beide in der Driftphase unterdurchschnittlich

gute Performanzen aufweisen.

e Drift erkannt: Der Ubergang zwischen beiden Concepts ist abgeschlossen, jetzt
kann iiberpriift werden, ob es sich bei dem neuen um das vermutete Concept handelt
(siehe 4.1). Die Modellinstanz fiir entsprechend erkanntes Concept wird angewandt

und weiter trainiert. Die Drifterkennung wird zuriickgesetzt.

Der folgende Prozessor trainiert die Modellinstanz, welche vom Modellmanager zum Trai-
ning ausgewahlt ist.

Zuletzt ist ein Prozessor als Evaluator eingereiht, der die Entscheidung der Modellverwal-
tung umsetzt und die ID der zur Verwendung ausgewihlten Modellinstanz fiir eine mogliche
spétere Visualisierung annotiert®. Aukerdem berechnet dieser Prozessor die durchschnitt-

liche Performanz aller Modellinstanzen iiber den gesamten Datenstrom.

Nach der Implementierung des Generators und der Modellverwaltung kénnen nun Ex-

perimente mit zyklischen Daten durchgefiithrt werden.

®Streams bietet Schnittstellen zum Speichern von Ergebnissen und Plotter zur Visualisierung an.
Solche Aufgaben kdnnen einfach als Prozessor in den Kontrollfluss integriert werden, sind aber in Abb. 5.5

nicht aufgefiihrt.



Kapitel 6

Experimente

Bei den Experimenten gilt es nun zu iiberpriifen, ob sich die Vorhersagequalitdt der Mo-

dellverwaltung von der herkémmlicher Concept Drift Behandlungen unterscheidet.

Verglichen werden:

Der naive Ansatz (naiv): in regelmifigen Abstidnden (1000 Ttems) wird die ange-

wandte Modellinstanz neu trainiert (die Trainingsmenge umfasst 120 Items).

Drifterkennung (DDM): Die Drift Detection Method wird auf den Stream ange-
wandt; ist ein Drift erkannt, wird die Modellinstanz auf den aktuellen Daten trainiert
(mit 50 Items ab Drift).

Die Modellverwaltung (M'VStrategie) funktioniert wie in Kapitel 4 beschrieben.

(MVBest): Die Conceptliste der Modellverwaltung wird zum Erkennen eines Con-
cepts nicht verwendet, zum Driftzeitpunkt wird die Instanz mit der besten Perfor-
manz angewandt, bis erneut ein Concept Drift stattfindet. Allerdings wird das be-
schriebene Vorgehen (inklusive Conceptliste) zur Auswahl der zu trainierenden In-

stanzen benutzt.

(MVEnsemble): Wieder wird die Liste der Conceptabfolge zur Auswahl der zu trai-
nierenden Modellinstanzen genutzt, auch wird nur bei Warnung des Driftdetektors
trainiert. Im Unterschied zu MVBest allerdings wird zu jeder Zeit (nicht nur bei

Drifterkennung) die Instanz mit bester Performanz zur Vorhersage genutzt.

Damit die Modellverwaltung die bestmdéglichen Ergebnisse liefert miissen zunéchst wichtige

Einstellungen bekannt sein.

6.1

Finden geeigneter Parameter

Um die Konfiguration der Modellverwaltung (4) zu verbessern wurden vorab empirische

Tests durchgefiihrt, in denen optimal zyklische Daten mit unterschiedlichen Einstellungen

29
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verarbeitet wurden. Auf diese Weise konnte ein guter Bereich fiir das Genauigkeitsfenster
(4.1.1) festgelegt werden', die bendtigte Wartezeit bis das neue Modell identifiziert wird?
und einige interne Schwellwerte, die zur Identifikation von Concepts unabdingbar sind?3.

Nach der Feinabstimmung der Modellverwaltung kénnen verschiedene Szenarien getestet
werden. Da unbekannt ist, in welcher Weise Zyklen in Datenstromen auftreten (siehe 3.4),
werden alle folgenden Experimente zusétzlich zum einen mit verédnderten Conceptreihen-

folgen f (C’), zum anderen mit evolvierenden Concepts g(p, ) durchgefiihrt.

6.2 Szenarien

Um die Experimente vergleichbar zu machen, werden immer zehn Concepts der Lange 200
in sechs Zyklen getestet. Als Lerner wird der naive Bayes- Klassifikator genutzt. Dabei
werden systematisch Kombinationen der folgenden Unterscheidungen fiir f, p, und [ fiir

den Stream benutzt:
e Ideal: Keine Verdnderungen werden vorgenommen.

e Vertauschung: Pro Zyklus werden Concepts bzgl. ihrer Position vertauscht. Dabei
variiert die Tauschdistanz von nah (2 Concepts iiberspringen) bis weit (7 iibersprin-
gen) und die Anzahl der Vertauschungen von wenig (1 mal tauschen) bis viel (4

Vertauschungen).

e Ausbleiben/Erscheinen: In jedem Zyklus kommen neue Concepts mit vorher spezifi-
zierter Wahrscheinlichkeit vor oder bekannte Concepts bleiben aus. Es wird in zwei
Szenarien unterschieden: wenig Wechsel (0,1 Wahrscheinlichkeit fiir das Ausbleiben,
0,2 Wahrscheinlichkeit fiir das Auftreten) und viele Wechsel (0,3 Wahrscheinlichkeit
fiir das Ausbleiben, 0,5 Wahrscheinlichkeit fiir das Auftreten).

e gednderte Conceptlinge: Mit einer festgelegten Wahrscheinlichkeit dndert sich von
einem Zyklus zum né#chsten die Linge eines Concepts um maximal die Hilfte. Es

wird langer oder kiirzer.

e gednderte Labelverteilung im Concept: Die Gewichte der Label Funktion (siehe 5.3)
um Maximal 0,01 ; 0,1 ; 0,3 oder 0,6.

'ca. 80-110 Items
2ca. 5-10 Ttems (auch abhingig von der Fenstergrofie)
%2.B. X aus 4.1
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6.3 Ergebnisse

Fiir jedes Experiment wurde beobachtet, wie gut der Driftdetektor funktioniert hat: 60
Concepts ergeben 59 tatsichliche Drifts, weicht die Zahl der Detektionen weit ab, wird
die Erkennung einer Struktur in diesem Experiment nicht optimal funktioniert haben. Eine
Ausnahme bilden Experimente, in denen der Zyklus so verindert wurde, dass die Anzahl
der Concepts variabel ist.

Im direkten Zusammenhang dazu steht die Anzahl der Modelle, in diesem Fall gleich-
bedeutend mit der Anzahl der Modellinstanzen, welche Auskunft dariiber gibt, wie viele
Concepts ein erkannter Zyklus enthilt, sprich, wie exakt die Concepterkennung funktio-
niert hat. Wird kein Zyklus entdeckt, nutzt die Modellverwaltung bei jedem Drift eine neue
Modellinstanz, die Anzahl ist aus praktischen und Performanz-Griinden auf zehn limitiert
worden.

Zu jedem Zeitpunkt wird eine dieser Instanzen zur Vorhersage verwendet; Wie gut die
Vorhersage der angewandten Instanzen ist, driickt die Accuracy aus?.

Der Durchschnitt der Accuracies aller verfiigharen Modellinstanzen gibt einen Uberblick
iiber deren Spezialisierung: Ist der gemessene Wert nah der Accuracy der verwendeten
Instanz, sind sich die Instanzen entweder sehr dhnlich oder Auswahl der Instanz war sub-
optimal.

Nicht aufgefithrt aber gemessen wurde die Dauer jedes Experimentes (siehe 6.4).

6.3.1 Exakt gleiche Concepts

Um die genannten Werte in Relation setzen zu konnen, wurde zunéchst eine Experiment-

reihe mit unverdnderten Concepts durchgefiihrt.

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7684700135 | 0.7684700135
DDM 6 1 0.8485614602 | 0.8485614602
MVStrategie 60 10 0.8835620734 | 0.8678067344
MVBest 59 10 0.8620293929 | 0.8515467847
MVEnsemble 22 5 0.8728772495 | 0.8509859219

Tabelle 6.1: Ideal zyklische Conceptfolge, keine Anderungen der Labelverteilung oder Concept-
léange

“Das Fenster ist die Linge des gesamten Streams.



32

KAPITEL 6. EXPERIMENTE

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7631878103 | 0.7631878103
DDM 103 1 0.8480217413 | 0.8480217413
MVStrategie 60 10 0.8715345043 | 0.8596405324
MVBest 60 10 0.8514973446 | 0.8405215357
MVEnsemble 60 10 0.8684244125 | 0.8516164592

Tabelle 6.2: Vertauschte Concepts (Distanz 2, Anzahl 1), keine Anderungen der Labelverteilung

oder Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7574648368 | 0.7574648368
DDM 10 1 0.8465906306 | 0.8465906306
MVStrategie 60 10 0.8856142833 | 0.8627474739
MVBest 60 10 0.8595285116 | 0.8484042886
MVEnsemble 33 8 0.8717231162 | 0.8523444684

Tabelle 6.3: Vertauschte Concepts (Distanz 7, Anzahl 1), keine Anderungen der Labelverteilung

oder Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7643048467 | 0.7643048467
DDM 34 1 0.8481444687 | 0.8481444687
MVStrategie 26 5 0.8856529113 | 0.8644592749
MVBest 60 10 0.8565319564 | 0.8526004927
MVEnsemble 38 9 0.8683131298 | 0.8497113995

Tabelle 6.4: Vertauschte Concepts (Distanz 2, Anzahl 4), keine Anderungen der Labelverteilung

oder Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7643205016 | 0.7643205016
DDM 5 1 0.788906548 | 0.788906548

MVStrategie 48 10 0.8779744438 | 0.8647216671
MVBest 44 10 0.860712222 | 0.8452700126
MVEnsemble 60 10 0.8635393444 | 0.8573729021

Tabelle 6.5: Vertauschte Concepts (Distanz 7, Anzahl 4), keine Anderungen der Labelverteilung

oder Conceptlinge
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Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.758480428 | 0.758480428
DDM 11 1 0.8479169123 | 0.8479169123
MVStrategie 42 10 0.8748312123 | 0.8623931541
MVBest 49 10 0.850752481 | 0.8390630634
MVEnsemble 4 2 0.8719697859 | 0.8673044092
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Tabelle 6.6: Ausbleibende-/Erscheinende Concepts (Wahrscheinlichkeiten 0,1 ; 0,2), keine Ande-

rungen der Labelverteilung oder Conceptlénge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7679783696 | 0.7678719979
DDM 32 1 0.8552608513 | 0.8552608513
MVStrategie 52 10 0.8764981265 | 0.8662385511
MVBest 38 10 0.8644456572 | 0.851285045

MVEnsemble 44 2 0.8662966519 | 0.8696019792

Tabelle 6.7: Ausbleibende-/Erscheinende Concepts (Wahrscheinlichkeiten 0,3 ; 0,5), keine Ande-
rungen der Labelverteilung oder Conceptlinge

6.3.2 Concepts variabler Linge

In den folgenden Experimenten éndert sich zwischen den Zyklen die Lénge eines Concepts

mit der Wahrscheinlichkeit 0,5. Dabei variiert sie (gaufsverteilt) zwischen 100 und 300 Data

Items.
Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7254506166 | 0.7254506166
DDM 4 1 0.8037589185 | 0.8037589185
MVStrategie 19 2 0.8769647917 | 0.8410820595
MVBest 2 2 0.8309337878 | 0.8426522853
MVEnsemble 29 8 0.8693065629 | 0.8459801375

Tabelle 6.8: Ideal zyklische Conceptfolge, keine Anderungen der Labelverteilung, Conceptlinge

variabel
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Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7716871561 | 0.7716871561
DDM 9 1 0.8316242877 | 0.8316242877
MVStrategie 14 6 0.8707890669 | 0.8643904707
MVBest 16 7 0.8478434549 | 0.8311771176
MVEnsemble 14 8 0.8569196697 | 0.8558181438

Conceptlénge variabel

Tabelle 6.9: Vertauschte Concepts (Distanz 2, Anzahl 1), keine Anderungen der Labelverteilung,

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7620336131 | 0.7620336131
DDM 5 1 0.822897884 | 0.822897884
MVStrategie 25 8 0.8610434631 | 0.8551911584
MVBest 25 8 0.8492123488 | 0.8301934
MVEnsemble 35 9 0.8689180457 | 0.8572096492

Conceptlénge variabel

Tabelle 6.10: Vertauschte Concepts (Distanz 7, Anzahl 1), keine Anderungen der Labelverteilung,

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7502419797 | 0.7502419797
DDM 4 1 0.8415387084 | 0.8415387084
MVStrategie 34 5 0.8796036629 | 0.8660652616
MVBest 15 7 0.8589108386 | 0.8450989825
MVEnsemble 31 5 0.8659443748 | 0.861436216

Conceptlénge variabel

Tabelle 6.11: Vertauschte Concepts (Distanz 2, Anzahl 4), keine Anderungen der Labelverteilung,

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7680206832 | 0.7680206832
DDM 8 1 0.8366300943 | 0.8366300943
MVStrategie 32 6 0.8717807664 | 0.8253462937
MVBest 47 8 0.8575135083 | 0.8475507855
MVEnsemble 25 6 0.8670234214 | 0.8509388397

Conceptlénge variabel

Tabelle 6.12: Vertauschte Concepts (Distanz 7, Anzahl 4), keine Anderungen der Labelverteilung,
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Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7793896688 | 0.7793896688
DDM 21 1 0.8133976824 | 0.8133976824
MVStrategie 27 7 0.8775450681 | 0.8585679352
MVBest 23 6 0.8578587697 | 0.8471794832
MVEnsemble 52 7 0.8503044584 | 0.8421267604
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Tabelle 6.13: Ausbleibende-/Erscheinende Concepts (Wahrscheinlichkeiten 0,1 ; 0,2), keine An-

derungen der Labelverteilung, Conceptlinge variabel

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7474747927 | 0.7474747927
DDM 4 1 0.8652524506 | 0.8652524506
MVStrategie 14 7 0.873104039 | 0.8558965414
MVBest 11 3 0.8614318578 | 0.8571280215
MVEnsemble 13 9 0.8519889981 | 0.8542847268

Tabelle 6.14: Ausbleibende-/Erscheinende Concepts (Wahrscheinlichkeiten 0,3 ; 0,5), keine An-
derungen der Labelverteilung, Conceptlinge variabel

6.3.3 Verinderte Concepts (1)

Um langsam abwandelnde Concepts zu erstellen, wurde wie in 6.2 beschrieben die Label-
verteilung angepasst. Die Gewichtung zur Bestimmung des Labels dndert sich fiir jedes
Merkmal der Daten um 0,01. Diese Anderung erfolgt nicht withrend das Concept auftritt

(exakt das wére ein Concept Drift), sondern ausschlieflich von einem Zyklus zum ndchsten.

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7578878451 | 0.7578878451
DDM 10 1 0.8486660681 | 0.8486660681
MVStrategie 37 10 0.8760494856 | 0.8594394814
MVBest 60 10 0.8597831026 | 0.850162384

MVEnsemble 60 10 0.8629089629 | 0.8523000191

Tabelle 6.15: Ideal zyklische Conceptfolge, Anderungen der Labelverteilung durch anders-

Gewichtung der Merkmale um maximal 0,01; konstante Conceptlinge
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Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7648390705 | 0.7648390705
DDM 107 1 0.8508085324 | 0.8508085324
MVStrategie 60 10 0.8801552144 | 0.8657175495
MVBest 60 10 0.8595237055 | 0.8398465383
MVEnsemble 60 10 0.8754056102 | 0.8587105236

Tabelle 6.16: Vertauschte Concepts (Distanz 2, Anzahl 1), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,01; konstante Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7612334485 | 0.7612334485
DDM 10 1 0.8480428144 | 0.8480428144
MVStrategie 60 10 0.8721528871 | 0.8628801684
MVBest 59 10 0.855933425 | 0.84577798

MVEnsemble 24 8 0.87748877 0.8657964271

Tabelle 6.17: Vertauschte Concepts (Distanz 7, Anzahl 1), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,01; konstante Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7569133335 | 0.7569133335
DDM 46 1 0.8494538833 | 0.8494538833
MVStrategie 16 4 0.8777254373 | 0.863547095

MVBest 23 10 0.8691663785 | 0.8505671593
MVEnsemble 0 1 0.8724678298 | 0.8696672696

Tabelle 6.18: Vertauschte Concepts (Distanz 2, Anzahl 4), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,01; konstante Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7534968585 | 0.7534968585
DDM 4 1 0.8441880152 | 0.8441880152
MVStrategie 25 9 0.8843120109 | 0.86404995

MVBest 60 4 0.8574713905 | 0.8606011693
MVEnsemble 12 6 0.8748918998 | 0.8645209046

Tabelle 6.19: Vertauschte Concepts (Distanz 7, Anzahl 4), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,01; konstante Conceptlinge
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Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7542401567 | 0.7542401567
DDM 97 1 0.848277225 | 0.848277225
MVStrategie 50 10 0.870650065 | 0.8626367503
MVBest 3 3 0.8411738705 | 0.8379843409
MVEnsemble 42 10 0.8599611854 | 0.8433568035
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Tabelle 6.20: Ausbleibende-/Erscheinende Concepts (Wahrscheinlichkeiten 0,1 ; 0,2), Anderungen

der Labelverteilung durch anders-Gewichtung der Merkmale um maximal 0,01; konstante Concept-

lange
Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7608524127 | 0.7608524127
DDM 5 1 0.7859405403 | 0.7859405403
MVStrategie 33 10 0.8898987368 | 0.8673419073
MVBest 15 4 0.8691782552 | 0.8442507271
MVEnsemble 47 10 0.8746364232 | 0.8625509348

Tabelle 6.21: Ausbleibende-/Erscheinende Concepts (Wahrscheinlichkeiten 0,3 ; 0,5), Anderungen

der Labelverteilung durch anders-Gewichtung der Merkmale um maximal 0,01; konstante Concept-

lange

6.3.4 Verinderte Concepts (2)

Wie die vorherige Testreihe, aber mit einer Anderung der Gewichtung um 0,1.

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7596429573 | 0.7596429573
DDM 5 1 0.8446662387 | 0.8446662387
MVStrategie 60 10 0.8762150666 | 0.8656462346
MVBest 12 4 0.8310895708 | 0.8366915246
MVEnsemble 24 0.8731934727 | 0.849801502

Tabelle 6.22: Ideal zyklische Conceptfolge, Anderungen der Labelverteilung durch anders-

Gewichtung der Merkmale um maximal 0,1; konstante Conceptlinge



38

KAPITEL 6. EXPERIMENTE

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7484816143 | 0.7484816143
DDM 4 1 0.8370400288 | 0.8370400288
MVStrategie 63 5 0.8859914062 | 0.8634416187
MVBest 60 10 0.8554953647 | 0.8368453028
MVEnsemble 39 7 0.8713059519 | 0.8621287433

Tabelle 6.23: Vertauschte Concepts (Distanz 2, Anzahl 1), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,1; konstante Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7578079689 | 0.7578079689
DDM 112 1 0.845808949 | 0.845808949

MVStrategie 61 3 0.8726915507 | 0.8491562104
MVBest 60 10 0.8570928506 | 0.8386779143
MVEnsemble 65 9 0.8631304427 | 0.8404558687

Tabelle 6.24: Vertauschte Concepts (Distanz 7, Anzahl 1), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,1; konstante Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7569374395 | 0.7568541131
DDM 30 1 0.8446140248 | 0.8446140248
MVStrategie 60 10 0.8759661593 | 0.8623780931
MVBest 60 10 0.8687037878 | 0.8408957032
MVEnsemble 60 10 0.8733638792 | 0.8594146722

Tabelle 6.25: Vertauschte Concepts (Distanz 2, Anzahl 4), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,1; konstante Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.737028164 | 0.7369448376
DDM 71 1 0.8494157913 | 0.8494157913
MVStrategie 20 3 0.8764793303 | 0.8571419735
MVBest 60 10 0.8545636628 | 0.8531461843
MVEnsemble 5 4 0.8488127379 | 0.8502130577

Tabelle 6.26: Vertauschte Concepts (Distanz 7, Anzahl 4), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,1; konstante Conceptlinge
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Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7566923366 | 0.7566923366
DDM 6 1 0.8337307013 | 0.8337307013
MVStrategie 41 10 0.8746006428 | 0.8608996472
MVBest 18 10 0.8407334445 | 0.843258398
MVEnsemble 21 6 0.8742392771 | 0.8596251815

39

Tabelle 6.27: Ausbleibende-/Erscheinende Concepts (Wahrscheinlichkeiten 0,1 ; 0,2), Anderungen

der Labelverteilung durch anders-Gewichtung der Merkmale um maximal 0,1; konstante Concept-

lange
Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.75353126 0.75353126
DDM 4 1 0.83489486 0.83489486
MVStrategie 51 10 0.8680890295 | 0.8587910334
MVBest 8 2 0.8617097865 | 0.8321290385
MVEnsemble 43 10 0.8631008168 | 0.8541264218

Tabelle 6.28: Ausbleibende-/Erscheinende Concepts (Wahrscheinlichkeiten 0,3 ; 0,5), Anderungen

der Labelverteilung durch anders-Gewichtung der Merkmale um maximal 0,1; konstante Concept-

lange

6.3.5 Verédnderte Concepts (3)

Wie die vorherigen Experimente, aber mit einer Anderung der Gewichtung um 0,3. Man

kann nun nicht mehr von einer Gleichheit der Concepts C; ; und Cjy1 ; sprechen. Ob die

Modellverwaltung trotzdem Zyklen erkennt, soll dieser Durchlauf zeigen.

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7345825643 | 0.7345825643
DDM 26 1 0.8284640328 | 0.8283807064
MVStrategie 46 10 0.8845358018 | 0.8720117968
MVBest 36 10 0.8571023736 | 0.8381549344
MVEnsemble 14 4 0.8673933229 | 0.8537649745

Tabelle 6.29: Ideal zyklische Conceptfolge, Anderungen der Labelverteilung durch anders-

Gewichtung der Merkmale um maximal 0,3; konstante Conceptlinge
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Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7502478277 | 0.7502478277
DDM 4 1 0.8523845915 | 0.8523845915
MVStrategie 51 10 0.887359376 | 0.87181653

MVBest 24 8 0.8479522751 | 0.8475149523
MVEnsemble 59 10 0.8510976745 | 0.8443811509

Tabelle 6.30: Vertauschte Concepts (Distanz 2, Anzahl 1), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,3; konstante Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.738458651 | 0.738458651
DDM 9 1 0.84593553 0.84593553
MVStrategie 60 10 0.8810153911 | 0.8636337253
MVBest 60 10 0.859604546 | 0.8465607281
MVEnsemble 60 10 0.8656183306 | 0.8508216343

Tabelle 6.31: Vertauschte Concepts (Distanz 7, Anzahl 1), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,3; konstante Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7501958522 | 0.7501958522
DDM 8 1 0.8553255724 | 0.8553255724
MVStrategie 43 7 0.8626169447 | 0.8601164444
MVBest 6 2 0.8644065268 | 0.8155060384
MVEnsemble 59 10 0.8503545827 | 0.8406612835

Tabelle 6.32: Vertauschte Concepts (Distanz 2, Anzahl 4), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,3; konstante Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7584861106 | 0.7584861106
DDM 114 1 0.8476778409 | 0.8476778409
MVStrategie 59 10 0.8562000678 | 0.8545049616
MVBest 24 8 0.8685401482 | 0.8576947859
MVEnsemble 33 7 0.8719082826 | 0.8532824878

Tabelle 6.33: Vertauschte Concepts (Distanz 7, Anzahl 4), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,3; konstante Conceptlinge




6.3.

ERGEBNISSE

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7853923547 | 0.7852859831
DDM 15 1 0.8465512115 | 0.8465512115
MVStrategie 45 10 0.8848481028 | 0.8635338082
MVBest 6 5 0.8202264941 | 0.8263902402
MVEnsemble 42 10 0.863421006 | 0.8553228281
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Tabelle 6.34: Ausbleibende-/Erscheinende Concepts (Wahrscheinlichkeiten 0,1 ; 0,2), Anderungen

der Labelverteilung durch anders-Gewichtung der Merkmale um maximal 0,3; konstante Concept-

lange
Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7267741141 | 0.7267741141
DDM 29 1 0.8456889087 | 0.8456889087
MVStrategie 14 3 0.8816018719 | 0.8794991954
MVBest 48 10 0.8484175621 | 0.8515593305
MVEnsemble 40 10 0.8483772059 | 0.8402378629

Tabelle 6.35: Ausbleibende-/Erscheinende Concepts (Wahrscheinlichkeiten 0,3 ; 0,5), Anderungen

der Labelverteilung durch anders-Gewichtung der Merkmale um maximal 0,3; konstante Concept-

lange

6.3.6 Verinderte Concepts (4)

Wie die vorherige Testreihe, aber mit einer Anderung der Gewichtung um 0,6. Concepts

gleichen sich nicht mehr. Durch Zufall kann eine Ahnlichkeit der Concepts entstehen, zy-

klisches Auftreten ist jedoch extrem unwahrscheinlich.

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7362311782 | 0.7362311782
DDM 111 1 0.8370596781 | 0.8370596781
MVStrategie 59 9 0.8545122648 | 0.8506753339
MVBest 21 7 0.8329394887 | 0.8064014111
MVEnsemble 61 10 0.7987505402 | 0.7793705395

Tabelle 6.36: Ideal zyklische Conceptfolge, Anderungen der Labelverteilung durch anders-

Gewichtung der Merkmale um maximal 0,6; konstante Conceptlinge
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Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7502478277 | 0.7502478277
DDM 4 1 0.8523845915 | 0.8523845915
MVStrategie 51 10 0.887359376 | 0.87181653

MVBest 24 8 0.8479522751 | 0.8475149523
MVEnsemble 59 10 0.8510976745 | 0.8443811509

Tabelle 6.37: Vertauschte Concepts (Distanz 2, Anzahl 1), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,6; konstante Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7454505392 | 0.7454505392
DDM 11 1 0.8191235151 | 0.8191235151
MVStrategie 60 10 0.8590498304 | 0.8465375787
MVBest 56 10 0.8319654625 | 0.8196844374
MVEnsemble 60 10 0.838363459 | 0.8140633741

Tabelle 6.38: Vertauschte Concepts (Distanz 7, Anzahl 1), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,6; konstante Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.729700649 | 0.729700649
DDM 49 1 0.8227806624 | 0.8227806624
MVStrategie 61 10 0.8586093909 | 0.8343189685
MVBest 36 8 0.8464212688 | 0.831879921
MVEnsemble 37 10 0.8460056793 | 0.8369311307

Tabelle 6.39: Vertauschte Concepts (Distanz 2, Anzahl 4), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,6; konstante Conceptlinge

Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7854434436 | 0.7854434436
DDM 5 1 0.8056009811 | 0.8056009811
MVStrategie 36 8 0.8600963214 | 0.8410479957
MVBest 32 10 0.8166486019 | 0.7894420581
MVEnsemble 60 10 0.8439413061 | 0.8244882189

Tabelle 6.40: Vertauschte Concepts (Distanz 7, Anzahl 4), Anderungen der Labelverteilung durch

anders-Gewichtung der Merkmale um maximal 0,6; konstante Conceptlinge
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Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7668409754 | 0.7667190391
DDM 12 1 0.8645629801 | 0.8645629801
MVStrategie 47 10 0.8905569356 | 0.8707440864
MVBest 47 10 0.8610238916 | 0.8524623419
MVEnsemble 40 10 0.8801863892 | 0.8596061042

Tabelle 6.41: Ausbleibende-/Erscheinende Concepts (Wahrscheinlichkeiten 0,1 ; 0,2), Anderungen

der Labelverteilung durch anders-Gewichtung der Merkmale um maximal 0,6; konstante Concept-

lange
Vorgehen Detektionen | Anzahl Modelle | Accuracy Durchschnitt
naiv 0 1 0.7514224339 | 0.7514224339
DDM 10 1 0.8350226543 | 0.8350226543
MVStrategie 36 10 0.8874176917 | 0.8613397275
MVBest 21 0.8600704922 | 0.8462187314
MVEnsemble 45 0.8620637343 | 0.8433137977

Tabelle 6.42: Ausbleibende-/Erscheinende Concepts (Wahrscheinlichkeiten 0,3 ; 0,5), Anderungen
der Labelverteilung durch anders-Gewichtung der Merkmale um maximal 0,6; konstante Concept-

ldnge

MVStrategie ist mit einer iber alle Szenarien gemittelten Accuracy von 87,46% in den
meisten Féllen den anderen Verfahren iiberlegen. Dabei ist die Accuracy durchschnittlich
11,89% besser als der naive Ansatz, 3,64% als DDM, 2,26% als MVBest und 1,23% als
MVEnsemble. MV Strategie trainiert die Modellinstanzen im Durchschnitt zu einer Accu-
racy von 85,84% (MVBest erreicht 83,96% und MVEnsemble 84,97%).

6.4 Analyse und Bewertung

Die Modellverwaltung bietet einen deutlichen Genauigkeitsvorteil gegeniiber DDM und
dem naiven Verfahren. Die Modellverwaltung als Ensemble oder nur zum Training mehrerer
Modelle zu verwenden macht keinen signifikant grofen Unterschied und kann aber aus
Griinden der (minimalen®) Zeitersparnis trotzdem fiir eine Anwendung in Frage kommen.

Der Durchschnitt aller Modellinstanzen lasst Riickschliisse darauf zu, wie die dhnlich

die Instanzen trainiert wurden: ein geringer Wert spricht fiir einen hohen Grad der Spezia-

SMVStrategie benstigte im Durchschnitt 1,552 s fiir ein Szenario, MVBest war in diesen Tests 0,014 s
schneller, MVEnsemble 0,028 s. Ein deutlicher Unterschied zu MVStrategie bzgl. der Laufzeit lief sich bei
den Verfahren naiv und DDM beobachten: der naive Ansatz war mit 0,647 s mehr als doppelt so schnell,
wie die Modellverwaltung. Die DDM benétigte 0,755 s.
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lisierung. Der Unterschied zwischen der Performanz der benutzten Instanz und der Durch-
schnittsperformanz ist bei MVStrategie 1,61%; bei MVBest 1,22% und bei MVEnsemble
1,25%.



Kapitel 7

Fazit und Ausblick

Als erste Arbeit, die sich praktisch und in diesem Umfang mit zyklischem Concept Drift
befasst!, schafft sie eine Grundlage fiir weitere Erforschung von Lernverfahren auf zyklisch
strukturierten Daten. Als Bachelorarbeit war die Annéherung an diese Aufgabenstellung
nur auf Basis der umfangreichen theoretischen und praktischen Vorarbeit in [15] méglich.
Sie stellt ein weitgehend automatisiertes Verfahren vor, Zyklizitdt in Datenstréomen zu be-
gegnen. Dabei ist die Qualitdt der Vorhersagen gegeniiber herkémmlichen Concept Drift
Behandlungen erkennbar besser.

Selbst basierend auf anpassbarer und flexibler Software zur Datenstromanalyse ist die Me-
thodik der Modellverwaltung erweiterbar und Ausgangspunkt fiir die Beantwortung offener

Fragen an die zukiinftige Forschung.

7.1 Offene Fragen

Welche anderen Verfahren zur Verwaltung von Modellinstanzen méglich, effizienter oder
performanter sind bleibt offen und ist eine interessante Fragestellung fiir weitere Forschung.
Dafiir beschreibt 6.4 bereits eine Methode, indirekt auf die Spezialisierung der verwende-
ten Instanzen zu schliefsen. Die hier gesammelte Erfahrung zeigt, dass sich wahrscheinlich
durch andere Verfahren noch weiter angepasste Modellinstanzen trainieren lassen. Auch
die Erfassung von Zyklen kann noch weiter verbessert werden um flexibel auf unterschied-
liche Gegebenheiten zu reagieren.

Ob und inwieweit die getesteten Szenarien eine gute Représentation der Wirklichkeit sind,

miissen Daten von echten Anwendungen zeigen.

'Tn [18] und anderen Papieren wird erwihnt, dass Concepts wiederholt vorkommen kénnen, eine spezielle
Behandlung fiir Zyklen findet nicht statt.

45
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7.2 Kritik

Auch wenn viele Aspekte der Modellverwaltung eine Vereinfachung und moglicherweise
nicht fiir einige reale Daten geeignet sind?, konnten die Experimente zeigen, dass sich die
Vorhersagequalitéit von Modellen verbessern liefl, wenn eine Auswahl der Instanzen auf der
Struktur der Conceptfolge basierte. Dabei ist die gute Auswahl der Trainingsdaten eine

der wichtigsten Voraussetzungen fiir die spitere Bewertung der Modellinstanzen.

Die wertvollste Erkenntnis dieser Arbeit ist, dass vorhandene, speziell angepasste Mo-
dellinstanzen wiederverwendet und weiter trainiert werden sollten. Sie funktionieren besser
im Laufe eines wiederkehrenden Concepts als neue Instanzen. Das gilt auch fiir leicht ver-

andert wiederkehrende Concepts und deren Abfolgen.

2Kommt ein Concept im Zyklus mehrmals vor, funktioniert die vorgestellte Methodik nicht und trainiert

die falsche Modellinstanz.
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