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Abstract

GuteErgebnissebei der Klassifikationvon Au-
diodatendurchmaschinelleLernverfahrensetzen
die Extraktion aussagekr̈aftiger Merkmale vor-
aus.EswerdenAnsätzevorgestellt,mittelsTech-
niken der Zeitreihenanalyseeinen Satz solcher
Merkmale zu erzeugen.Insbesonderedie An-
wendungeinerPhasenraumtransformationstellt
die Basis zur Extraktion neuerMerkmale dar.
Dieser Satz von Merkmalen ist invariant ge-
gen̈uber einer zeitlichenVerschiebung der Mu-
siksẗucke und robust bez̈uglich ihrer Qualiẗat.
Zudemerlaubendie generiertenMerkmalenicht
nur eine musikalischeInterpretation,sondern
erhöhendar̈uberhinausauchdie Performanzbei
derKlassifikationnachGenres.

1 Einleitung
Die EingabeeinesLernverfahrensist in einer Repr̈asen-
tationssprache

���
dargestellt.

���
beschreibtim Folgen-

deneine Instanzmenge� , wobei jede Instanz ����� ein
Vektor von Auspr̈agungeneiner Anzahl Merkmale dar-
stellt. Ein Lernverfahrenversuchtfür solcheInstanzenei-
ne Hypotheseaus einer Hypothesensprache

��	
zu fin-

den,die Rückschl̈usseüberdie NaturderDatensowie die
Anwendungauf neueInstanzenerlaubt [Mitchell, 1996;
WittenandFrank,2000].

Audiodatenkönnenals univariateZeitreihenaufgefaßt
werden.Zu jedemZeitpunkt 
 ist dieElongation�� datiert.
Sei

���
von der Gestalt,dasseine Instanz ����� für je-

dender � ZeitpunkteeinerZeitreiheein Merkmal besitzt.
Damit ist jedesMusiksẗuckeineInstanzaus� .

Ein Lernverfahrenliefert auch in diesemFall für eine
Mengevon InstanzeneineHypothese.Jedochverschenkt
manaufdieseWeiseInformation,daeineinhärenteEigen-
schaftvon Reihennicht beachtetwird: Die Werte liegen
geordnetvor [Pyle,1999]. Sei

���� eineSprache,derenEle-
mentedieseInformationber̈ucksichtigen.Gesuchtist dann
eine Transformationvon

���
zu

���� [Morik, 2000]. Die-
serVorgangstellt die Extraktionaussagekr̈aftiger und ro-
busterMerkmaledar. Siemüsseninvariantseingegen̈uber
Translationenin derZeit undverschiedeneVersionenoder
QualiẗatendesselbenMusiksẗuckessolltenzumindestnicht
qualitativ zu unterschiedlichenAuspr̈agungender Merk-
maleführen.

Im Folgendenwerdenin Abschnitt2 Ansätzeerläutert,
ErkenntnisseausdemBereichderMididateienundderdi-
gitalenSprachverarbeitungaufdieMerkmalsextraktionaus
Audiodatenzu übertragen.In Abschnitt3 werdenMusik-

datenalsZeitreiheneingef̈uhrtunddieDatenmengedisku-
tiert. In dennächstenAbschnittenwird die Extraktionro-
busterMerkmaleausAudiodatenbeschriebenund in Ab-
schnitt7 Ergebnisseder Anwendungauf realeDatenauf-
gezeigt.

2 Merkmalsextraktion ausAudiodaten
Bisherige Ansätze zur Merkmalsextraktion aus Audi-
odaten behandeltenaufgrund technischerRestriktionen
haupts̈achlich Mididateien.Bei diesensind alle hörbaren
Notennachdem12-Ton-Systemnumeriert.JedeNotein ei-
nemMusiksẗuck umfaßtdie Tonhöhennummer, denStart-
zeitpunkt,die Dauerund die Lautsẗarke [Loy, 1989]. Der
ersteSchritt war der Übergangvon einstimmigenzu po-
lyphonenStücken [Pickens,1996]. Erst in jüngsterZeit
konnte man auch Audiodatenin Form von akustischen
Wellenverarbeiten.Eshatsichallerdingsgezeigt,dassdie
direkte Übertragungvon Erkenntnissenausdem Bereich
derMididateienaufAudiodatennichtzugutenPerforman-
zergebnissenführte.WeitereUrspr̈ungeder Merkmalsex-
traktion ausAudiodatenliegenin der Repr̈asentationund
Verarbeitungvon Sprachsignalen[Brillinger and Irizarry,
1998]. Man beschr̈anktesich zun̈achstauf die Klassifika-
tion einzelnerTöne,die Zuordnungzu Instrumentenoder
auf die Unterscheidungzwischenmännlicherund weibli-
cherStimme[Irizarry, 2001]. Die jüngstenErgebnissebei
derBehandlungvon Audiodatenliefern eineVielzahl von
Merkmale,die historischausdeneinzelnenAnsätzenzu-
sammengewachsensind [Tzanetakis,2002; Tzanetakiset
al., 2001]. Viele der bisherextrahiertenMerkmaleleiden
jedochuntereinerhohenAnfälligkeit gegen̈uberZeittrans-
lationenoder verminderterQualiẗat desAusgangsmateri-
als.

3 Musikstücke alsZeitr eihen
MusiksẗuckesindakustischeWellenunddamitreellwertige
FunktionenderZeit. Um einLied zudigitalisierenwird die
Welle in viele kleineAbschnittezersẗuckelt. Diesapproxi-
miertdiekontinuierlicheFunktion,wobeidieGütederAp-
proximationundsomitdieQualiẗatderDigitalisierungvon
der Anzahl der Abschnitteabḧangt (sampling rate [Hz]).
JedemdieserZeitpunkte(sample points) einesLiedeswird
die ElongationderWelle andiesemZeitpunktzugeordnet.
DieseDiskretisierungderakustischenWelleerlaubtdieBe-
trachtungeinesMusiksẗuckesalsunivariateZeitreihe.Ab-
bildung1 zeigteinesolcheWellenform.Auf derX-Achse
ist der Zeitverlauf desLiedesdargestelltund auf der Y-
Achsedie jeweiligeElongation.

Angenommen,wir wollen Lieder mit einer Längevon
drei Minuten klassifizieren.Wie viele Merkmalehat jede



-0.4

-0.3

-0.2

-0.1

0

0.1

0.2

0.3

0.4

0 0.002 0.004 0.006 0.008 0.01

Abbildung 1: BeispielhafteWellenform eines Liedaus-
schnittes.Die äquidistantenSamplessind deutlich zu er-
kennen.

Instanzaus � ? Die sampling rate der Wellenformin Ab-
bildung1 ist 44100kHz, jedersamplepointentḧalt dieDa-
tenfür diebeidenStereokan̈ale[Roads,1996]. Für einLied
von dreiMinutenergebensich������������������ !����"��$#&%'�)(!������*
Werte.DurcheineTransformationzu

����
, derSprachemit

wenigenextrahiertenMerkmalenpro Instanz,ist eineVer-
besserungderVorhersageergebnisse[Ritthoff et al., 2002;
Liu andMotoda,1998] sowie einestarke Kompressionder
Datenzuerwarten.

4 Merkmale in der Zeitdimension
Zunächst werden Merkmale vorgestellt, die sich ohne
Basistransformationin einen anderenRaum extrahieren
lassen.Die InterpretationendieserMerkmalebeziehensich
stetsaufdasTempounddieLautsẗarkeeinesLiedes,dadie
X-Achse den Zeitverlauf widerspiegelt und die Y-Achse
die Elongation.Im Folgendenbezeichnenwir Zeitreihen
der Länge � mit +�, �.- �0/$13234656565 4 7�8 . Außerdemdefinierenwir
dieAbbildung 
9�;:$�), , welchefür jedes,�� derZeitreihedie
Stelleauf derX-Achseliefert.

4.1 Mittler e Lautstärke
DiedurchschnittlicheAuslenkungeinerLautsprechermem-
branist einGradfür diemittlereLautsẗarke.DadieElonga-
tion jedochum denWert 0 schwanktundwir einenegative
Auslenkungalsgenausostarkempfindenwie einepositive,
berechnenwir stattdesarithmetischenMittels dasabsolute
arithmetischeMittel:�=<?> +), �@- �A/$132B4656565 4 7�8DCFE �� 7G �IHJ2 K , � K
Dies ist ein Maßfür die Lautsẗarke, gemitteltüberdie ge-
samteLängedesMusiksẗuckes.EineInvarianzgegenVer-
schiebungender Zeit erreicht man durch Auslassender
nicht von 0 verschiedenenWerte,insbesonderezu Beginn
undamEndeeinesLiedes.

4.2 Extremadifferenz
Die DifferenzenzwischendenExtremaeinesLiedesliefern
einenerstenHinweis auf die Geschwindigkeit. Ein einfa-
cher Algorithmus zur Findungvon Extremwerten[Ribb-
rockandKurth,2002] liefert wiederholtangewandtbeson-
dersherausstechendeWerte,die übrigenWerteseiennach
derAnwendung0. Sei �&L E +),�� K ,M�ONE � - die Mengeder
ExtremaderZeitreihe +�, �P- �A/$132B4656565 4 7$8 , alsoderjenigenWer-
te , � , die nachAnwendungdesAlgorithmusnicht 0 sind.
O.B.d.A. seiendiesein der Reihenfolgeihrer urspr̈ungli-
chenIndizesmit �Q2QRDS�SDSTRU�)V benannt.Derdurchschnittliche
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Abbildung 2: Die Werte der gemitteltenabsolutenDiffe-
renzenfür Geschwindigkeitenzwischen90 und 170 bpm.
Die minimaleDifferenzbei111bpmist deutlichzusehen.

AbstandderExtremaist dannW�XZY\[ �^])] > �_L C�E �K � L K `
�ba `G �IH;c > 
d�;:$�), > �)� Cfe 
9�;:��), > �g�Ah;2 C.C

Die VarianzderDifferenzenerrechnetsichkanonisch:X\W_ij[ �^])] > �_L CFE�K �&L K `
� a `G �IH;c >.> 
9�;:$�), > � � CBe 
9�;:$��, > � �0hb2 CkCBe W!XOY [ �^]g] > � L CkC c

Die PositionenderExtremaselbersindnicht invariantge-
gen̈uberTranslationen,wohl aberdie Differenzenundda-
mit auchderDurchschnittsowie die VarianzderDifferen-
zen.

4.3 Autokorrelation durch Phasenverschiebung
Esgibt verschiedeneAnsätzedasTempoeinesLiedesund
denRhythmuszu bestimmen[Dixon, 2001;Cemgilet al.,
2000]. Sie alle sind in der Lage,die genauePositiondes
erstenSchlageseinesTaktesvorherzusagen.DieseInfor-
mationist ohnehinnicht invariantgegen̈uberder Zeit und
daherstelleich ein einfacheresVerfahrenvor, welchesdie
Geschwindigkeit alleinebestimmt.

DasVorgehenbasiertauf einerPhasenverschiebungder
Musiksẗucke. Sei l die erwarteteZahl von Schl̈agenpro
Takt und

< i
die sample rate desStückes,alsodie Anzahl

von Werten pro Sekunde.Iterativ wird nun dasgesamte
Stück um l Schl̈agenachrechtsverschoben.Diesbedeu-
tet für eineGeschwindigkeit von m Schl̈agenpro Minute
(bpm:beatsperminute)eineVerschiebungumn E l �)< i � (��m
Werte.Für jedeVerschiebung berechnetmannun die ge-
mittelte quadratischeDifferenz

W�o
zum Original und

erḧalt soein Maß,wie gut dasverschobeneStück autokor-
reliert. IteriertmandiesesVorgehenfür mp�rq #�s �$t s Rk�)�;:���u ,
soerḧalt manfür jedemöglicheGeschwindigkeit zwischen#�s �$t s und �)�;:�� einenWert der Autokorrelation.Die ge-
suchteGeschwindigkeit entsprichtderStellemit dermini-
malenDifferenz,d.h. maximalerKorrelation:W_o Vv�w7 > +�,M� - �A/$132B4656565 4 7�8�CFExzyI{}| �� e n 7hM~G �IHJ2 > ,�� e ,M�w�;~ C c\���������� mp��q #�s �$t s Rk�)�;:�u3�
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Abbildung3: Die Abbildungen(a)und(b) zeigendasErgebniseinergefenstertenFouriertransformation.Zu jedemFenster
wird diesẗarksteFrequenzbestimmtundaufgetragen,diehorizontaleLinie gibt diedurchschnittlicheFrequenzan.Bei dem
klassischenStückausAbbildung(b) ist deutlichdiehöhereDurchschnittsfrequenzunddiegrößereVarianzzubeobachten.

undschließlichl > +), �@- �A/$132B4656565 4 7�8DCFE 
9�;:��), > W_o Vv�I7 > +), �@- �A/$132B4656565 4 7�8DCkC
Testsergeben,dassdiesesVerfahrenfür 85% aller Lieder
die richtigeGeschwindigkeit liefert undzudemmit Pausen
innerhalbderLiederumgehenkann.

Abbildung 2 zeigt die Werteder absolutenDifferenzen
für Geschwindigkeitenzwischen90 und170bpm.Die Va-
rianzdieserKorrelationstransformationgibt die Sicherheit
an,mit derdasTempobestimmtwurde.

5 Merkmale in der Frequenzdimension
Eine Basistransformationin denRaumder harmonischen
Schwingungennenntman Fouriertransformation.Sie lie-
fert für jedederBasisschwingungenunterschiedlicherFre-
quenzund PhasedenAnteil der Basisschwingungan der
Gesamtfunktion[SchlittgenandStreitberg, 1997]. DasEr-
gebnisist alsoein Graph(Frequenzspektrum),derfür jede
Frequenzdie Intensiẗat der entsprechendenGrundschwin-
gung an der Gesamtfunktionangibt [Tipler, 1991]. Die
TransformierteeinerFunktion � ist gegebendurch� l > � C�E � Q����h �

� � � �^�TL :�,
für eine festeFrequenz� . Merkmale desFrequenzspek-
trumsbeziehensichauf Melodien,HarmonienoderInstru-
mentierungen.

5.1 Peaksim Frequenzspektrum
Die höchstenPeakseinesFrequenzspektrumsentsprechen
densẗarkstenFrequenzeneinesLiedes.Diesekönnendurch
besondershäufigeTöneoderauchbesondershäufigeOber-
schwingungender Instrumenteentstandensein. Sie sind
charakteristischfür die Klangfarbe eines Musiksẗuckes.
Die

�
höchstenPeakseinesFrequenzspektrumskönnenmit

einemDivide-and-ConquerAnsatzgefundenwerden.Die-
sersuchtzun̈achstdasMaximumundbestimmtdamitden
höchstenPeak.Sodannwerdenrekursiv die Peakslinks
und rechtsbestimmt.Die WertedesaktuellenPeakswer-
dendabeiausgeschlossen.Die Intensiẗat,dieFrequenzund

dieBreiteder
�

sẗarkstenPeakswerdendannalsMerkmale
bereitgestellt.

5.2 Stärkste Frequenzin Zeitfenstern
Wendetman eine Fouriertransformationauf dasgesamte
Musiksẗuck an, erḧalt man lediglich die Information,wie
intensiv jede Frequenzinsgesamtauftritt, nicht aber, an
welchenStellendesLiedesdiesesgeschieht.Daherist die
BerechnungderhöchstenPeaksderFouriertransformierten
naturgem̈aßunabḧangigvon zeitlichenVerschiebungen.

Mit diesemVorgehenverschenktmanjedochdie Infor-
mationderzeitlichenOrdnung.Wir verschiebendaherein
Zeitfenstermit Schrittweite

#
undBreite � überdiegesam-

te Zeitreiheundberechnenin jedemFenster�g� E 
9�;:$�), > x}��� >�� l > +),�� - �0/$1 �T� � 4656565 4 �T� � �;��8)C.C.C
Diese �g� bilden erneuteine Zeitreihe + �Q� - � /$13234656565 4 7�� � h;2k8 ,
wobeiderWerteinesjeden�Q� diein dembetreffendenZeit-
fenstersẗarksteFrequenzbezeichnet.Abbildung3 zeigtdas
ErgebnisdieserTransformationfür ein Klassik- und für
ein Popsẗuck. Man sieht deutlich die höherenFrequenz-
werte und die größereVarianzvon Frequenzenbei dem
klassischenStück. Als Merkmalebildet manfolglich den
Durchschnittvon + �Q� - � /$13234656565 4 7�� � h;2k8 sowie dieVarianzder
Reihe.Die gefensterteFouriertransformationist alsoeine
Rücktransformationin den Zeit-Raum.Die Varianz gibt
zwar diezeitlicheVeränderlichkeit an,jedochsinddie bei-
denMerkmaleDurchschnittundVarianzunabḧangigvom
genauenZeitpunktderauftretendenEreignisse.

6 Merkmale im Phasenraum
WeitereMerkmalekönnendurcheineTransformationder
Musiksẗucke in den Phasenraumgewonnenwerden.Die-
seTransformationerfolgt durchBilden von Vektoren,de-
ren Komponentenzeitlich verz̈ogerteAusschnitteder ur-
spr̈unglichenReihe +�,M� - �A/$132B4656565 4 7�8 sind[Takens,1981]:� � E > ,��UR.,M�w� [ Rk,��I�;c [ R�SDS�STR., �w�f�IV_h;2P� [ C
Dabeistellt : die zeitlicheVerz̈ogerung(delay)und � die
DimensiondesentstehendenPhasenraumsdar. Die Menge
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Abbildung4: Die Abbildungen(a) und (b) zeigendasErgebniseinerPhasenraumtransformationmit : E �
und � E  

.
Bei demklassischenStück ausAbbildung(b) ist deutlichdiehöhereZirkularität zubeobachten.� [ 4 V E + � � K 
 E � RDS�SDSDRk� e > � e � C : - bildet die Trans-
formierte der Serie +�,M� - �A/$132B4656565 4 7�8 im Phasenraum.Man
verläßtmit dieserTransformationdenRaumder Zeit und
betrachtetdie Abhängigkeit der Wertezu denverschiede-
nenZeitpunktenuntereinander. Experimentezeigen,dass
eineTransformationohneVerz̈ogerung,alsomit : E �

, in
einen2-dimensionalenRaumeineguteAusgangsbasisfür
dieExtraktionweitererMerkmaleausMusikdatensind.

6.1 Grad der Zirkularit ät

Abbildung 4 zeigt das Ergebnisder Transformationei-
nes typischenPopmusiksẗuckes sowie eines klassischen
Stückesin den2-dimensionalenPhasenraum.Auf dener-
stenBlick fällt auf, dassdasklassischeStück wesentlich
rundere,harmonischereKurvenim Phasenraumbeschreibt,
währenddaspopul̈areLiedzackigereBahnenaufweist.Wir
wollen diesenUnterschieddurchzwei Merkmalemessen,
diedenGradderZirkularitätwiedergebensollen.

Zunächstsoll derdurchschnittlicheWinkelzwischenden
Teilstücken bestimmtwerden.Für jedenPunkt � � existie-
renzweiVerbindungenzuanderenKnoten:� �I~ E � �Ah;2 e � �� �I7 E � �w�J2 e � �
Die Kante � �w~ verläuftvon � � zuseinemVorgängerunddie
Kante � �I7 zu demNachfolger. Der zwischen � �I~ und � �I7
eingeschlosseneWinkel sei � . Abbildung 5 zeigt die ver-
wendetenVektoren.Mittels der geometrischenInterpreta-
tion desSkalarproduktesläßtsich � bestimmendurch� E ���3�D�D �¡£¢ � �I~R � �w7¥¤K � �I~ K � K � �w7 K
Der Durchschnitt über die Winkel zwischen allen
Teilstückenbildet somiteinweiteresMerkmal:W�XOY§¦;¨ hª© E �K � [ 4 V K e  `

¦�«U¬  ` h;2G �IH;c ���3�D�D �¡£¢ � �I~R � �w7¥¤K � �I~ K � K � �w7 K
Wie auchzuvor wird die Varianzder Winkel im Phasen-
raumebenfallsalsMerkmalermittelt.
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Abbildung 5: � �0hb2 , � � und � �I�J2 sind drei aufeinan-
derfolgendeVektorenim Phasenraum.Sie definierendie
Teilstücke � �w~ und � �I7 , welchedenWinkel � einschließen.

6.2 DurchschnittlicheLänge
Bei der Betrachtungder Phasenraumdiagrammefällt au-
ßerdemauf, dassdie Längender Teilstücke zwischenden
Vektoren unterschiedlichstark schwanken. Es ist daher
sinnvoll, diedurchschnittlicheLängederTeilstückeW!X\Y§¦;¨ hª® E �K � [ 4 V K e � ` ¦ «U¬  `G �IH;c K � �w~ K
undihre VarianzebenfallsalsMerkmalaufzunehmen.

7 Anwendungauf realeMusikdaten
In denvorherigenAbschnittenwurdendiefolgendenMerk-
malevorgestelltundbeschrieben,wie sie ausMusikdaten+�, �P- �A/$132B4656565 4 7$8 extrahiertwerden:¯ Mittlere Lautsẗarke,¯ durchschnittlicheExtremadifferenzundVarianz,¯ Temposowie dieVarianzderAutokorrelation,¯ �

höchstePeaksnachFouriertransformation,¯ DurchschnittundVarianzdersẗarkstenFrequenzenim
Zeitverlauf,



¯ Durchschnittund Varianz der Winkel nach Phasen-
raumtransformation,¯ DurchschnittundVarianzderAbsẗandenachPhasen-
raumtransformation.

Da jeder PeakdesFrequenzspektrumsdie drei Merkma-
le Höhe,Frequenzund Breite desPeakserzeugt,ergeben
sich insgesamt11 + ° � MerkmaleausjedemMusiksẗuck.
In den folgendenExperimentenhat sich

� E²± bewährt,
sodassinsgesamt26Merkmaleextrahiertwurden.Gemes-
senandenüber16Milliarden Wertenfür einLied vondrei
Minuten ist somit ein großerKompressionsfaktorerreicht
worden.

7.1 Experimente
Die Implementierungder dargestelltenMethodenerfolg-
te in einemgenerischenFramework zur Behandlungvon
Wertereihenwie in [Morik andLiedtke, 2000] gefordert.
Die Experimentewurdenmit Hilfe der Experimentierum-
gebung YALE [Fischeret al., 2002] durchgef̈uhrt. Vor je-
demDifferenzfilterwurdendie Datenmit einemTiefpass
gefiltert, vor jeder Fouriertransformationeine Hanning-
Fensterfunktionangewendet.Vor derExtraktionderMerk-
male wurde aus jedem Lied ein zufälliges Sampleder
Länge60Sekundengewählt,dieExtraktiondauerteaufei-
nemAthlon 1600+dannca.20 Sekunden.

Es wurdenzwei Datens̈atzeverwendet.Der Datensatz
KLASSIK/POP bestehtaus jeweils 100 Liedern ausden
GenresKlassikundPop.DerDatensatzPOP/TECHNObe-
stehtausinsgesamt160Musiksẗucken,jeweils 80 ausden
GenresPopundTechno.BeideDatens̈atzelagenalsMP3-
Dateienmit 128 kbits/s vor. Die TrennungdesDatensat-
zesKLASSIK/POPwird als relativ einfacheKlassifikati-
onsaufgabeangesehen.Ungleichschwererist dieTrennung
von POP/TECHNO,da sichdiesebeidenMusikgattungen
in vielenPunktenähnlichsind.

7.2 Merkmalsselektion
Mittels eines genetischenAlgorithmus [Ritthoff et al.,
2002] wurden die bestenMerkmale selektiert.Bei dem
DatensatzKLASSIK/POP wurden die durchschnittliche
Extremadifferenz, die drei niedrigstender Peakssowie
die Breite der beidenübrigenPeaksentfernt.Bei TECH-
NO/POPwurdestattdessendasMerkmal Tempodeselek-
tiert sowie dieHöhedervier niedrigstenPeaksentfernt.

Die Anwendungeines einfachen1-R-Lerners[Holte,
1993] lieferte für die beidenDatens̈atzeunterschiedliche
Merkmale.Im Fall KLASSIK/POPwurdedie Varianzder
AbsẗandenacheinerPhasenraumtransformationalsdasbe-
stetrennendeMerkmalbestimmt.Die Anwendungderein-
fachenRegel klassifiziertebereits184 der 200 Instanzen
korrekt. In der DomänePOP/TECHNOwurde hingegen
die Varianz der Extremadifferenz als Merkmal gewählt,
wasbereits121der160Instanzenkorrektklassifizierte.

Esexistiert alsokeinMerkmal,dasfür beideDatens̈atze
entfernt wurde. Insgesamtwird deutlich, dassfür beide
KlassifikationsaufgabendieMerkmaleeinenunterschiedli-
chenStellenwerthaben.DahersollteeineMerkmalsselek-
tion ausdemSatzaller Merkmalevor der Hypothesenbil-
dungerfolgen.

7.3 Ergebnisse
Als Lernverfahren kamen k-nearest-neighbors(k-NN),
Naive Bayes,C4.5 [Quinlan, 1993] sowie eine Support
Vector Machine (SVM) [Joachims,1999; Rüping, 2000]

KLASSIK/POP POP/TECHNO

acc ³ " Rk°�°´£µ¶°·R ��" "�( R "$¸ ´¹µ ¸ R  ��
C4.5 pre ³ ¸ R ± � ´£µ ± R ��¸ " ± R  ± ´¹µ¶³·R (·�

rec ³ " R ��( ´£µ � R  ³ ³�°¥RU°  ´¹µ ( R ¸��
acc ³ ± Rk° " ´£µ ± R �)� "�� R ¸Q" ´¹µ¶³·Rk³ �

SVM pre ³�³·R ±�± ´£µ  R ¸ ± "� R (¥� ´¹µ ��� R � °
rec ³  R � ³´£µ " R � ± ¸Q" RU³ ± ´¹µ �g R ¸g�
acc ³ ( R "�( ´£µ ± R �)( "¥� R " ³´¹µ ± R "�(

k-NN pre ³ " Rk°�³´£µ ± R ��� " °¥RU³ � ´¹µ¶³·R � 
rec ³ � Rk° � ´£µ �)� R � ° "¥� R ± ¸ ´¹µ �)� RU° "
acc ³ ( Rk³  ´£µ ± R �)� ¸ ± R " ³´¹µ �)� RU° �

Bayes pre ³ ¸ R ± ¸ ´£µ � R  ³ ¸ °¥R ($¸ ´¹µ¶³·Rk³�³
rec ³ ± Rk° � ´£µ¶³·Rk³ � "�� R ± � ´¹µ �)� R " ³

Tabelle1: Ergebnisse.

zumEinsatz.Die PerformanzmaßeAccuracy (acc),Preci-
sion(pre)undRecall(rec)wurdenanhandeiner10-fachen
Kreuzvalidierungevaluiert.

Tabelle 1 zeigt die Ergebnisse der verschiedenen
Lernläufe.Auffällig ist, dassdie Wahl desLernverfahrens
kaum Einfluß auf die Güte desErgebnishat. Offensicht-
lich ist esfür alleVerfahrenetwa gleichschwierig,die Da-
tens̈atzeanhanddergegebenenMerkmalezu trennen.

Bei der KlassifikationdesDatensatzesKLASSIK/POP
wurden für Accuracy und Recall Werte von über ³ " ´
(C4.5) erreicht, die bestePrecisionvon ³�³¥R ±�± ´ brach-
te eine SupportVector Machinemit linearemKernel.Es
stellte sich heraus,dasseine Erhöhung der Qualiẗat auf
CD-NiveaukeineweitereVerbesserungderErgebnissemit
sichbringt, einekleineVerschlechterungist erstmit einer
schlechterenKodierungals96 kbits/szu messen.Einege-
naueUntersuchungder Lernergebnissebei verschiedenen
sample rates undKompressionstechnikenstehtnochaus.

8 Zusammenfassungund Ausblick
Ein Satzvon MerkmalenausAudiodatenwurdebeschrie-
benundihreExtraktionerläutert.DabeiwurdenTechniken
der Zeitreihenanalysebenutzt,insbesonderedie Transfor-
mationin denPhasenraumerlaubtdie Generierungneuar-
tiger Merkmale.Diesesindinvariantgegen̈ubereinerzeit-
lichen Verschiebungder Musiksẗucke. Es hat sich heraus-
gestellt,dassdieMerkmalerobustgenugsind,umauchmit
Rauschenim für denmenschlichenHörervertretbarenMa-
ßeumzugehen.In einemzweitenSchritt wurdefür jeden
DatensatzgetrennteineMerkmalsselektiondurchgef̈uhrt.

Die Extraktion der vorgestelltenMerkmale erhöht die
Performanzfür die jeweiligen Klassifikationsaufgaben.
Accuracy, Precisionund Recall liegen für den Datensatz
KLASSIK/POPnahbei

�)��� ´ , für POP/TECHNObei
" ± ´

bis ³�°$´ .
Die bestenMerkmalefür die beidenKlassifikationsauf-

gabensindVarianzenvonGrößenin verschiedenenDimen-
sionen.Im Fall KLASSIK/POPhandelteessichumdieVa-
rianz der AbsẗandenacheinerPhasenraumtransformation
undfür POP/TECHNOwurdedieVarianzderExtremadif-
ferenzals herausragendesMerkmal gewählt. Die Varianz
spiegeltdieVeränderlichkeit derDatenüberdieZeit wider,



ohneselbsteineAbhängigkeit zu demgenauenZeitpunkt
desAuftretens

º
derÄnderungenzubesitzen.

In Zukunft soll anhandvon Playlistsdie Präferenzeines
Benutzersgelerntwerden.Das Systemkann dem Benut-
zer dannVorschl̈agefür ihm unbekannteMusik machen.
Der EinsatzeinerspeziellenSVM Variantefür Rankings
[Joachims,2002] könntedie Performanzweiter steigern.
Desweiterenist eineautomatisierteAuswahlderoptimalen
Vorverarbeitungsschrittedenkbar, je nachbisherigerVor-
verarbeitungwird dienächsteMethodeausgewählt.Zu gu-
ter Letzt gibt esersteAnsätze,Intervalle in denverschie-
denenDimensionenzu bestimmenundausdenIntervallen
weitereMerkmalezugenerieren.
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