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1 Einleitung

Die Entwicklung der Computertechnik ist soweit fortgeschritten, dass es fast keine Be-
schrinkung der Speicherkapazitit mehr gibt. Festplatten mit mehreren 100 Gigabyte
Kapazitit sind zum Standard geworden. Betrachtet man das Verhéltnis von Kosten der
Archivierung zu dem potenziellen Nutzen der Informationen in den Daten wird klar,
warum Unternehmen verstiarkt dazu iibergehen, alle Daten zu speichern, die wihrend
ihres Geschiftsbetriebes entstehen. Als ein Beispiel betrachte man das Internet. Hier
bekommen Online Versandhéndler Daten iiber das Kaufverhalten der Nutzer kostenlos
mitgeliefert. Das Wissen in diesen Daten wird auch genutzt, was beim Betrachten ei-
nes Produktes offensichtlich wird durch den Hinweis "Kunden, die sich dieses Produkt
angesehen haben, interessierten sich auch fiir jene Produkte". Eine weitere nahezu uner-
schopfliche Quelle von Daten sind die mittlerweile iiberall eingerichteten Scannerkassen.
Einkdufe in jedem groferen Geschéft werden erfasst und erméglichen z.B. das Gewinnen
von Informationen {iber populdre Produktkombinationen. Informationen iiber das Kauf-
verhalten der Kunden ermoglichen eine optimale Planung des Produktsortimentes. Ein
letztes Beispiel sind die Datenbesténde, die bei Telekommunikationsanbietern entstehen.
Jede Mobilfunk- oder Festnetzverbindung wird aufgezeichnet. Gerade in Industrieldndern
entsteht jeden Tag eine Unmenge an Daten. Die darin enthaltenen Informationen konnen
z.B. zur Kapazititsplanung oder Erstellung von speziellen Angeboten (Wochenendtarif,
Sondertarife fiir hdufig gewdhlte Rufnummern) fiir bestimmte Kundengruppen genutzt
werden.

Damit diese niitzlichen Informationen von den Unternehmen genutzt werden kdnnen,
bedarf es einer Moglichkeit, die Informationen in den Datenbestdnden aufzufinden. Ins-
besondere muss dieses fiir grofe Datenbesténde effizient moglich sein. Fiir die in den
Daten enthaltenen Informationen wird in der hier verwendeten Terminologie der Begriff
Muster benutzt. Der Vorgang der automatischen Mustererkennung in grofen Datenbe-
stdnden wird als Data Mining bezeichnet. Die Suche nach neuen Data Mining-Methoden
ist ein aktives Forschungsgebiet. Die Methoden setzen u. a. Techniken aus dem Maschi-
nellen Lernen und der Statistik ein. Sie fiihren die Mustererkennung durch und werden
wegen der grofen Datenmengen von Computern ausgefiihrt.

Im Rahmen dieser Diplomarbeit wird ein neues Data Mining-Verfahren vorgestellt und
untersucht. Bevor in Kapitel 3 das weitere Vorgehen und die Zielsetzungen beschrieben
werden, ist es zunéchst notig, die grundlegende Terminologie aus den Bereichen des Data
Mining und des Machinellen Lernens einzufiihren.
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In diesem Kapitel wird zunéchst beschrieben, wie man den Begriff des Lernens durch
die Definition von Lernaufgaben naher spezifizieren kann. Anhand eines einfachen Bei-
spiels erfolgt die Beschreibung der grundlegenden Terminologie des Maschinellen Lernens
und es werden zwei wichtige Lernaufgaben vorgestellt. Hierbei handelt es sich um das
Funktionslernen aus Beispielen und die Subgruppenentdeckung.

2.1 Lernaufgaben

Data Mining setzt viele Techniken aus dem Bereich des Maschinellen Lernens ein. Gene-
rell ist im Maschinellen Lernen die Frage interessant, was es bedeutet etwas zu verstehen
oder zu lernen und inwieweit ein Computer dieses kann. Diese Frage kann vermieden
werden, indem die Aufgabe der Mustererkennung in Datenbestinden nicht als Lernen
im allgemeinen Sinne bezeichnet wird. Vielmehr wird die Aufgabe viel spezieller anhand
der vorhandenen Eingabedaten und der gewiinschten Ausgaben definiert. Als typisches
Beispiel fiir die Form von Eingabedaten betrachte man die in Tabelle 2.1 dargestellten
Wetterdaten |22].

Sie beschreiben, bei welchen Wetterbedingungen ein nicht néher spezifiziertes Spiel be-
trieben werden kann. Die Wetterbedingungen heifien Merkmale oder Attribute. Attribute
kénnen nominal sein, wie Himmel, Wind und Spielen oder numerisch, wie Tempera-
tur und Luftfeuchtigkeit. Ein konkreter Wert eines Attributes heifst Auspragung und
jede Zeile ist eine bestimmte Kombination der verschiedenen Ausprigungen der Attri-
bute und wird Beispiel oder Instanz genannt. Eine besondere Rolle spielt das Attribut
"Spielen’, da man daran interessiert ist, zu beschreiben wie dessen Wert von den Aus-
priagungen der anderen Attribute abhéngt. Es wird daher Zielattribut oder abhdingiges
Merkmal genannt. Es sollen die in den Daten enthaltene Muster beziiglich des Zielat-
tributes strukturiert und moglichst komprimiert dargestellt werden. In der Terminologie
des Maschinellen Lernens spricht man von einem Konzept, genauer dem Zielkonzept, das
von den Daten beschrieben wird; die gefundene Darstellung heifst Konzeptbeschreibung
oder Modell. Eine Moglichkeit der Konzeptbeschreibung ist die Darstellung durch Regeln
der Form

WENN (Aussicht—sonnig) DANN (Spielen—Ja) oder
WENN (Aussicht=bew6lkt) UND (Temperatur=warm) DANN (Spielen=Ja).

Ein Data Mining Verfahren lernt, wenn es eventuell unter Einhaltung von Nebenbedin-
gungen aus dem gegebenen Eingabedatensatz eine Konzeptbeschreibung der gewiinsch-
ten Form ableitet. Man spricht in diesem Zusammenhang von einer Lernaufgabe [16].
Die beiden Lernaufgaben Konzeptlernen aus Beispielen und Subgruppenentdeckung, die
fiir diese Diplomarbeit im Vordergrund stehen, sollen im folgenden zusammen mit der
bendtigten Terminologie genauer beschrieben werden.
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Himmel Temperatur Luftfeuchtigkeit Wind Spielen

Sonne 85 85 Nein Nein
Wolken 83 78 Nein Ja
Regen 70 96 Nein Ja
Regen 68 80 Nein Ja
Regen 65 70 Ja Nein
Wolken 64 65 Ja Ja
Sonne 72 95 Nein Nein
Sonne 69 70 Nein Ja
Regen 75 80 Nein Ja
Sonne 75 70 Ja Ja
Wolken 72 90 Ja Ja
Wolken 81 75 Nein Ja
Regen 71 80 Ja Nein

Tabelle 2.1: Die Wetterdaten

2.2 Konzeptlernen aus Beispielen

Fiir das Beispiel der Wetterdaten ist das Zielkonzept durch die Werte des Attributes
Spielen beschrieben. Definiert ist das Zielkonzept {iber der Instanzenmenge X, die aus al-
len moglichen Kombinationen der gegebenen Attribute besteht. Obwohl Zielattribute mit
mehr als zwei Ausprigungen iiblich sind, wird hier nur der boolesche Fall betrachtet. Man
spricht bei den beiden Ausprigungen des Zielattributes auch von positiver und negativer
Klasse bzw. analog von positiven und negativen Beispielen. Formal ist das Zielkonzept
eine Funktion f : X — {0, 1}. Ein Lernverfahren erhilt nun Trainingsbeispiele x € X mit
bekanntem Zielattribut. Daraus soll das Verfahren eine Beschreibung des Zielkonzeptes
ableiten. Wie diese Beschreibung genau aussieht muss durch Wahl einer geeigneten Menge
von Konzeptbeschreibungen, dem sogenannten Hypothesenraum H, festgelegt werden. Es
gibt eine Fiille von Lernverfahren mit zugehorigen Hypothesenrdumen, die die Lernauf-
gabe Konzeptlernen aus Beispielen 16sen, wie z.B. regelbasierte Lernverfahren([3, 4, 7]),
Entscheidungsbdume und Neuronale Netze [22] oder Support Vector Machines [32]. Die
Aufgabe des Lernverfahrens besteht darin eine Hypothese h € H auszuwéhlen, so dass
fiir die Trainingsbeispiele moglichst immer f(x)=h(x) gilt. Der Anteil an Beispielen, fiir
den f(z) # h(z) gilt, nennt man Trainingsfehler.

Definition 1. (Trainingsfehler)

Sei T eine Trainingsmenge der Gréfie n von Instanzen aus X, f die zugehorige Zielfunk-
tion und H der gegebene Hypothesenraum. Der Trainingsfehler einer Hypothese h € H
beziiglich T und f ist definiert als der durchschnittliche Fehler diber alle Instanzen der
Trainingsmenge:

1 n
h) == h .
errory(h) - i:E 1er7‘0r(f(:17), (x))
Hierbei ist der Fehler fiir eine einzelne Instanz definiert als:

error(f(x),h(z)) =0, falls h(xz) = f(z), sonst 0 (0 — 1 — loss).



2 Grundlagen

Da die gefundene Hypothese Instanzen in negative und positive Beispiele klassifizieren

soll, bezeichnet man sie im Rahmen dieser Lernaufgabe auch als Klassifikator. Fiir die
Art der Vorhersage, die der gelernte Klassifikator machen soll, gibt es zwei Moglichkei-
ten: harte (crisp) und weiche (soft) Vorhersagen. Beispielsweise kann es sein, dass eine
bestimmte Regel fiir acht positive und zwei negative Beispiele anwendbar ist. Bei harter
Klassifizierung wiirde in diesem Fall die positive Klasse vorhergesagt, da diese die Mehr-
heitsklasse ist. Bei weicher Klassifizierung wiirde eine Wahrscheinlichkeit von 0.8 fiir die
positive und 0.2 fiir die negative Klasse vorhergesagt.
Fiir den Fall einer weichen Klassifizierung existiert eine Alternative zur Messung des
Trainingsfehler. Der Root Mean Squared Error (RMSE) misst die durchschnittliche Ab-
weichung der Vorhersagen einer Hypothese von den tatséichlichen Ausprigungen des Zie-
lattributes.

Definition 2. (Root Mean Squared Error)
Seien T, X, f und H wie in obiger Definition. Der Root Mean Squared Error (RMSE)
einer Hypothese h ist definiert als Quadratwurzel aus dem mittleren quadrierten Fehler:

RMSE7r(h) = J = (f(x) — h(x))2.

1=1

Die alleinige Minimierung des Trainingsfehlers ist aber i.d.R. nicht ausreichend. Als
Beispiel betrachte man eine Bank, die aus ihren Kundendaten das Konzept 'Kreditwiir-
digkeit’ ableiten mochte. Es soll eine Hypothese gefunden werden, die fiir jeden Kunden
aus seinen spezifischen Daten bestimmt, ob er einen Kredit erhélt. Dazu werden als Trai-
ningsbeispiele solche Kunden verwendet, die schon einen Kredit haben, deren Kreditwiir-
digkeit also schon bekannt ist. Diese Trainingsmenge von Kunden kann als Stichprobe
aus der Menge aller potentiellen Kunden angesehen werden, fiir die der Trainingsfehler
bestimmt werden kann. Der wirkliche Nutzen der Bank ergibt sich erst, wenn sie fiir
Neukunden bei denen die Kreditwiirdigkeit unbekannt, ist eine zuverlédssige Vorhersage
iiber deren Kreditwiirdigkeit machen kann. Damit es iiberhaupt mdglich ist mit der aus
den Trainingsinstanzen gelernten Hypothese eine Aussage iiber zukiinftige Instanzen zu
machen ist die Annahme notig, dass eine gute Approximation der Zielfunktion f fiir die
Trainingsmenge auch eine gute Approximation von f fiir ungesehene Instanzen ist. Formal
nimmt man an, dass alle Instanzen geméfl einer Wahrscheinlichkeitsverteilung D gezogen
werden. Den erwarteten Fehler, den die gefundene Hypothese fiir Instanzen macht, die
geméfs D gezogen wurden, bezeichnet man als wahren Fehler.

Definition 3. (Wahrer Fehler)

Sei D : X — IR™T eine Wahrscheinlichkeitsverteilung diber dem Instanzenraum X, f die
zugehdrige Zielfunktion und H der gegebene Hypothesenraum. Der wahre Fehler einer
Hypothese h € H beziiglich Instanzen, die gemdf§ D zufillig gezogen werden und f ist
definiert als

errorp(h) = /wEX error(f(z),h(x)) D(x) dx,

falls der Fehler fiir eine einzelne Instanz mit dem 0-1-loss gemessen wird bzw.

errorp(h) = \/ / _ (@) = h@)? D(z) do.
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falls der Fehler fiir eine einzelne Instanz der quadratische Fehler ist.

Den Vorgang bei dem eine Hypothese ungesehene Instanzen (richtig) klassifiziert, be-
zeichnet man auch als Generalisierung.
Nun lésst sich die Lernaufgabe Funktionslernen aus Beispielen definieren.

Definition 4. (Funktionlernen aus Beispielen)
Die Aufgabe beim Funktionslernen aus Beispielen besteht darin, fir eine gemdf$ der Ver-
teilung D : X — IRT gezogene Trainingsmenge von Instanzen und einen gegebenen Hy-
pothesenraum H, eine Hypothese h* zu finden, die den wahren Fehler beziiglich H und D
minimaiert:

h* = argminpey {errorp(h)}.

Der wahre Fehler kann nicht direkt bestimmt werden, da Zielfunktion f und die Ver-
teilung D unbekannt sind. Der Trainingsfehler ist im allgemeinen eine schlechte Abschit-
zung des wahren Fehlers; er unterschitzt ihn meistens. Dieses kann mehrere Ursachen
haben. Zum einen kann die Trainingsmenge fehlerhafte Beispiele enthalten, die der wah-
ren Funktion f widersprechen. Dann klassifiziert eine Hypothese, die auf der Trainings-
menge fehlerfrei ist, neue Beispiele schlecht. Gleiches gilt, wenn der Hypothesenraum zu
komplex gewdhlt wurde, so dass einfach nur die Trainingsmenge auswendig gelernt wur-
de anstatt die darin ,versteckte‘ Zielfunktion f zu approximieren. Man bezeichnet dieses
mit Uberanpassung (Overfitting) an die Trainingsmenge. Verfahren, die die Lernaufgabe
Konzeptlernen aus Beispielen 16sen, beinhalten daher Mechanismen, die versuchen eine
Uberanpassung zu verhindern.

Da der Trainingsfehler hdufig keine gute Schitzung fiir den wahren Fehler ist, wird
in der Regel ein Teil der Trainingsmenge als Testdatensatz benutzt. Der auf den iibri-
gen Beispielen der Trainingsmenge gelernte Klassifikator wird benutzt, um Vorhersagen
fiir die ungesehenen Testbeispiele zu treffen. Den Fehler auf diesen Testdaten benutzt
man zur Schitzung des wahren Fehlers. Eine wichtige Variation dieses Verfahrens ist
die Kreuzvalidierung. Hierbei wird die Trainingsmenge in mehrere disjunkte Teilmengen
zerlegt; eine iibliche Wahl sind zehn Teilmengen. Eine Teilmenge wird als Testdatensatz
zuriickgehalten, mit dem Rest wird gelernt. Dieses wird wiederholt bis alle Teilmengen
einmal Testdatensatz waren. Bei der 10-fachen Kreuzvalidierung wird beispielsweise zehn
mal mit 90% der Daten gelernt und auf einer immer anderen Teilmenge von 10% der Da-
ten getestet. Zur Schitzung des wahren Fehlers wird der Trainingsfehler {iber alle zehn
Testmengen gemittelt. In der Praxis wird die 10-fache Kreuzvalidierung hiufig eingesetzt,
da sie meist eine gute Schétzung fiir den wahren Fehler liefert.

2.3 Subgruppenentdeckung

Beim Konzeptlernen aus Beispielen handelt es sich um eine pradiktive Lernaufgabe, d.h.
man ist daran interessiert ein globales Modell zu finden, das fiir jede zukiinftige Instanz
eine Vorhersage machen kann. Bei der Subgruppenentdeckung handelt es sich dagegen
um eine deskriptive Lernaufgabe. Die gefundenen Konzepte sind lokale Aussagen iiber
interessante Teilbereiche der Trainingsmenge. Als ein Beispiel betrachte man wieder die
Kundendaten einer Bank und einen Investmentfond, den die Bank anbietet. Aus Mar-
ketinggesichtspunkten ist die Bank an Kundengruppen interessiert, bei denen der Fond
unterreprisentiert ist. Aus den Daten der Bank lésst sich leicht ein bindres Merkmal
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konstruieren, das fiir jeden Kunde angibt, ob er in den Fond investiert hat. Die Aussage,
dass Rentner wesentlich seltener in den Investmentfond anlegen als die gesamte Kund-
schaft, kann fiir die Bank wertvoll sein und das Management zu dem Versuch bewegen,
die gefundene Subgruppe der Rentner durch besondere Mafnahmen von den Vorteilen
des Investmentsfond zu iiberzeugen. Wie man an diesem Beispiel sieht, ist auf diese Weise
keine globale Vorhersage mdoglich: Man kann zwar aussagen, dass die Verteilung des inter-
essierenden Merkmals bei Instanzen in der gefundenen Subgruppe von der Verteilung in
der gesamtem Trainingsmenge abweicht, aber keine Aussage iiber Instanzen aufterhalb der
Subgruppe machen. Die Lernaufgabe Subgruppenentdeckung bedarf der Festlegung des
interessierenden Merkmals des Hypothesenraumes H und einer Nutzenfunktion q, die das
Mak fiir die Interessantheit einer Subgruppe ist. Fasst man das Zielattribut als interessie-
rendes Merkmal auf, so benotigt man wie schon beim Konzeptlernen aus Beispielen zur
Subgruppenentdeckung ebenfalls eine Trainingsmenge von bereits klassifizierten Instan-
zen. Desweiteren muss fiir jede durch ein Hypothese definierte Subgruppe bestimmbar
sein, welche Instanzen zu ihr gehoren. Damit ldsst sich die Lernaufgabe Subgruppenent-
deckung definieren.

Definition 5. (Subgruppenentdeckung)

Es sei T eine Trainingsmenge von Instanzen aus dem Instanzenraum X und P(X) die
Potenzmenge von X. Weiterhin sei H ein Hypothesenraum, in dem jede Hypothese mit
einer Teilmenge des Instanzenraumes identifiziert werden kann.

Gegeben eine Nutzenfunktion q: H x P(X) — IR besteht die Lernaufgabe Subgruppenent-
deckung darin, die Menge von Hypothesen h € H mit dem hochsten Nutzen beziiglich ¢
zu finden.

Die Anzahl der gefundenen Hypothesen kann entweder durch einen minimalen Wert
fiir den Nutzen einer Hypothese h beschrinkt werden oder es wird festgelegt, dass nur
die k besten Hypothesen zur Lésung gehdren sollen.

Obwohl die Lernaufgabe Subgruppentdeckung oft als deskriptiv angesehen wird, ist auch
eine Definition als pridiktive Lernaufgabe denkbar. Dazu muss angenommen werden,
dass die Trainingsmenge T eine Stichprobe aus dem Instanzenraum X ist, die gemaf ei-
ner Wahrscheinlichkeitsverteilung D iiber X gezogen wurde. Desweiteren bedarf es einer
Veranderung der Nutzenfunktion g. Es werden nicht mehr die Subgruppen gesucht, die
beziiglich q auf den Trainingsdaten optimal sind. Stattdessen sucht man nach Subgrup-
pen, die optimal sind fiir Beispielmengen die unter der Verteilung D gezogen wurden. Die
gefundenen Subgruppen treffen dann Aussagen iiber den gesamten Instanzenraum und
nicht nur iiber die Trainingsmenge.

Der wichtigste Parameter der Lernaufgabe Subgruppenentdeckung ist die Nutzenfunkti-
on ¢. Unterschiedliche Arten von Nutzenfunktionen erlauben eine Verinderung dessen,
was als interessante Subgruppen angesehen wird. Den verschiedenen gebréuchlichen Nut-
zenfunktionen und ihren Eigenschaften ist das folgende Kapitel gewidmet.

2.4 Nutzenfunktionen

Fiir die Subgruppenentdeckung und dem Konzeptlernen aus Beispielen gibt es eine Reihe
von Nutzenfunktionen. Sie sind komplementédr zu den im vorherigen Kapitel definierten
Verlustfunktionen. Daher werden Verlustfunktionen auch minimiert, wihrend Nutzen-
funktionen maximiert werden. Fiir eine ausfiihrliche Diskussion von Nutzenfunktionen
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verweise ich auf [14] und [19]. Analog zu wahrem Fehler und Trainingsfehler gibt es fiir
Nutzenfunktionen einen auf den Trainingsdaten geschitzten Nutzen und einen wahren
Nutzen. Auch hier kann die Kreuzvalidierung zur Schiatzung des wahren Wertes benutzt
werden. Wenn im Folgenden der Unterschied zwischen wahrem und geschitztem Nutzen
wichtig ist, wird besonders darauf hingewiesen, welcher Wert gemeint ist. Damit eine pra-
zise Definition von Nutzenfunktionen méglich ist bedarf es einer genaueren Festlegung des
Hypothesenraumes. In dieser Arbeit werden als Hypothesen nur Regeln, genauer Horn-
klauseln, verwendet. Hornklauseln sind eine Teilmenge der Formeln der Prédikatenlogik,
wobei es hier geniigt, sich auf den aussagenlogischen Fall zu beschrénken. Sie bestehen
aus einer Disjunktion von Literalen, von denen maximal eines positiv ist:

“PLV-aPyV---V=PyVK.
Dieses lasst sich zu einer Implikation umformen:
PiAPyA--- APy = K.

Bei den benutzten Literalen handelt es sich um Attribut-Wert-Paare, die wahr werden,
wenn das Attribut im Literal und das entsprechende im Beispiel die gleiche Auspriagung
haben.

Definition 6. (Hornklauseln)

Eine Hornklausel besteht aus einer Pramisse A und einer Konklusion B, dargestellt als
A — B. Die Pramisse A besteht aus einer Konjunktion von Literalen tber den Attributen
des Instanzenraumes, wihrend die Konklusion B einen Wert fiir das Zielattribut vorher-
sagt. Eine Hornklausel ist anwendbar, falls die Pramisse wahr ist. Ist die Konklusion
ebenfalls wahr, d.h. hat das Zielattribut in der Konklusion und im betrachteten Beispiel
die gleiche Ausprdgung, ist die Hornklausel korrekt.

Im Folgenden wird statt Hornklausel der kiirzere und tibliche Begriff Regel verwendet.

Eine Regel R erzeugt eine Partitionierung aller Beispiele in zwei Teilmengen:
r={r € X | Rist auf x anwendbar}, ¥ = X\h.

Die Beispiele in der Menge r werden auch als die von der Regel R abgedeckten Beispiele
bezeichnet Da sich diese Diplomarbeit auf den Fall eines booleschen Zielattributes be-
schrinkt, werden folgende Abkiirzungen fiir die Menge aller positiven bzw. negativen
Beispiele verwendet:

Yy ={x € X | x ist ein positives Beispiel} bzw. Y_ = X\Y,.

Damit ergeben sich die Schreibweisen r — Y, bzw. r — Y_ fiir eine Regel, die die
positive bzw. negative Klasse vorhersagt. Eine Regel kann identifiziert werden mit der
Menge der Beispiele, fiir die sie anwendbar ist und der Klasse, die sie vorhersagt. Somit
beschreibt eine Regel eindeutig eine Subgruppe: Das interessierende Merkmal wird durch
die Vorhersage bestimmt und die Subgruppe besteht aus allen Instanzen, auf die sie
anwendbar ist. Da es fiir alle Nutzenfunktionen Sinn macht, sowohl nach dem Nutzen
bezogen auf die positive als auch bezogen auf die negative Klasse zu fragen und die Wahl
der positiven Klasse relativ willkiirlich ist, wird in den Definitionen der Nutzenfunktionen
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die interessierende Klasse mit Y, bezeichnet. Desweiteren werden Regeln oft um die
Angabe der Wahrscheinlichkeit der vorhergesagten Klasse in der Menge r der abgedeckten
Beispiele erweitert, so dass sie genauer als probabilistische Regeln bezeichnet werden
konnen. Die Regel

r— Y, [90%).

besagt, dass die Wahrscheinlichkeit fiir ein positives Beispiel 90% betrégt, falls die Regel
anwendbar ist.

2.4.1 Coverage, Precision, Bias und Lift

Die grundlegenden Konzepte zur Bewertung von Hypothesen und im speziellen von Re-
geln sind Generalitdt und Konfidenz. Die Generalitiat ist ein Maf dafiir wie allgemein
eine Regel ist bzw. fiir wieviele Instanzen sie anwendbar ist, wihrend man mit Konfidenz
misst, wie prézise eine anwendbare Regel ist. Bezeichnet man mit Prp[WW] die Wahr-
scheinlichkeit, ein Beispiel aus der Teilmenge W € X von Instanzen unter der Verteilung
D zu ziehen, lassen sich konkrete Mafe fiir Generalitdt und Konfidenz definieren, wobei
der Index D weggelassen wird, falls die Verteilung eindeutig ist.

Definition 7. (Coverage)
Die Coverage einer Regel r — Y, gibt die Wahrscheinlichkeit an, dass eine Regel anwend-
bar ist.

COV(r —Y,) = Pr[r].

Definition 8. (Precision)
Die Precison einer Regel r — Y, gibt die Wahrscheinlichkeit an, dass eine Regel korrekt
ist, falls sie anwendbar ist.

PREC(r — Yi) := PriYi|r].

Betrachtet man die Teilmenge der Instanzen, fiir die eine Regel anwendbar ist, so wird
dort im Allgemeinen die Verteilung des Zielattributes (der Anteil von Beispielen mit der
interessierenden Klasse) anders sein als im gesamten Instanzenraum. Ansonsten ist die
von der Regel beschriebene Subgruppe uninteressant. Der Bias ist ein Maf fiir diese
Abweichung.

Definition 9. (Bias)
Der Bias einer Regel r — Y, ist definiert als

BIAS(r —Y,) = PrYy|r] — Pr[Y.| = PREC(r — Y,) — Pr[Y.].
Das multiplikative Gegenstiick zum Bias ist der Lift.

Definition 10. (Lift)
Der Lift einer Regel r — Y, st definiert als

_ PrrnY,]  PrlYilr] PREC(r—Y,)
- PrlrlPr[y.]  Pr[y.] Pr[Yi] ’

LIFT(r —»Y,):
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Hierbei wurden die Definitionen von bedingten Wahrscheinlichkeiten und Precision
eingesetzt.
Sofern sich die Wahrscheinlichkeit, ein Beispiel mit der interessierenden Klasse zu sehen,
in der durch r bestimmten Subgruppe nicht von der Wahrscheinlichkeit fiir die interessie-
rende Klasse im gesamten Instanzenraum, der aprior: Wahrscheinlichkeit, unterscheidet,
ergibt sich entsprechend dem multiplikativen bzw. additiven Charakter von Lift bzw.
Bias, dass LIFT(r — Y,) = 1 und BIAS(r — Y,) = 0. Ist die Wahrscheinlichkeit der
interessierenden Klasse grofer als im gesamten Instanzenraum, gilt LIFT(r — Y,) > 1
und BIAS(r — Y,) > 0, wiahrend 0 < LIFT(r — Y,) < 1 und BIAS(r — Yi) < 0, falls
die Wahrscheinlichkeit der interessierende Klasse in der Subgruppe unterdurchschnittlich
ist.

2.4.2 Accuracy und Weighted Relative Accuracy

Eine beim Konzeptlernen aus Beispielen hiufig verwendete Nutzenfunktion ist die Accu-
racy.

Definition 11. (Accuracy)
Die Accuracy einer Regel r — Y, st definiert als

ACC(r = Y,) := PrirnY.] + PrirnY.].

Eine Regel hat eine hohe Accuracy, wenn sie fiir viele Beispiele der interessierenden
Klasse anwendbar und fiir alle anderen Beispiele moglichst nicht anwendbar ist. Das ge-
bréuchlichste Maf fiir die Lernaufgabe Subgruppenentdeckung ist die Weighted Relative
Accuracy |19]. Interessantheit wird als Produkt von Coverage und Bias definiert. In der
einfachsten Version werden beide Grofen gleich stark gewichtet.

Definition 12. (Weighted Relative Accuracy)
Die Weighted Relative Accuracy einer Regel ist das Produkt aus deren Coverage und Bias:

WRACC(r —Y,) :=COV(r —Yi) - BIAS(r — Y.).

Eine alternative Definition von Interessantheit einer Subgruppe erhélt man durch qua-
drieren der Coverage [19].

Definition 13. (Squared)
SQUARED(r — Y,) :=COV(r — Y*)2 -BIAS(r —Y,)

2.4.3 Nutzenfunktion auf Basis des Binomialtests

Bei der Lernaufgabe Subgruppenentdeckung sind solche Subgruppen interessant, bei de-
nen die Precision der korrespondierenden Regel r — Y, von der apriori Wahrscheinlich-
keit Pr[Y,] abweicht. Ob die empirisch beobachtete Differenz signifikant oder zufillig ist,
lasst sich mit Hilfe des Binomialtests[9] iiberpriifen. Um festzustellen, ob die Subgruppe
wirklich interessant ist, formuliert man eine Nullhypothese Hy und eine Alternative Hy
iiber den wahren Bias der Subgruppe:

Hy: BIAS(r —Y,) =0und Hy : BIAS(r — Y,) #0.
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Als Priifgréfe zur Entscheidung {iber das Ablehnen der Nullhypothese zugunsten der
Alternative dient die in der Subgruppe beobachtete Anzahl von Beispiele der interessie-
renden Klasse. Dazu wird zunéchst eine dichotome Zufallsvariable X; definiert.

Y, { 1, falls x ein Beispiel fir die interessierende Klasse in der Subgruppe ist
.=
0, sonst

Dann ergibt sich die Priifgrofe fiir m Beispiele als X = >, X;. Man nimmt an, dass
die Nullhypothese Hy gilt und {iiberpriift, wie grofs die Werte fiir X werden miissen,
damit es extrem unwahrscheinlich ist, dass sie unter Hy zustande gekommen sind. Dazu
muss festgelegt werden, was unter extrem unwahrscheinlich zu verstehen ist. Ubliche
Werte sind Wahrscheinlichkeiten von 0.1, 0.05 oder 0.01, die auch als Signifikanzniveau
bezeichnet werden. Da die Beispiele unabhéngig und gleichverteilt gezogen werden ist X
unter Annahme von Hy binomialverteilt mit den Parametern P[Y,] und m. Nun kann man
anhand einer Tabelle der Binomialverteilung bestimmen, welche Werte fiir die Priifgrofe
X unwahrscheinlicher als das gewéhlte Signifikanzniveau sind und erhélt die Werte fiir
X, bei denen die Nullhypothese zugunsten der Alternative zu verwerfen ist. Fiir groffe m
ist X anndhernd normalverteilt mit Erwartungswert m - Pr[Y,] und Standardabweichung
vm - Pr[Y,](1 — Pr[Y.]). Damit erhiilt man folgende standardnormalverteilte Priifgrofe:

X —m- Pr[Y,]

SV Te ATy )

Analog zur Binomialverteilung wird mit der Tabelle der Standardnormalverteilung be-
stimmt, fiir welche Werte der Priifgrofle Z die Nullhypothese bei gegebenem Signifikanz-
niveau zu verwerfen ist. Bei Vernachlédssigung des Signifikanzniveaus ist es umso wahr-
scheinlicher, dass die Alternative gilt, je groker der Z-Wert ist. Der Z-Wert lésst sich
folgendermafen umformen:

X —m - Pr[y,] m(LX — Pr[Y,]) _ V/m-BIAS(r —Y,)

L PV PrV]) v PV - Pr]) /PR - PrYi)

Da der Term /Pr[Y.](1 — Pr[Y,]) im Nenner fiir alle Regeln gleich ist, erzeugt /m -
BIAS(r — Y,) eine Ordnung der Regeln entsprechend der Signifikanz der Abweichung
ihres Bias von der apriori Wahrscheinlichkeit. Durch den Wechsel von der absoluten
Anzahl von Beispielen auf den relativen Anteil wird diese Ordnung nicht verdndert. Es
ergibt sich die folgende Definition.

Definition 14. (Binomial)
Die Nutzenfunktion auf Basis des Binomialtests ist definiert als

BINOMIAL(r — Y,) := \/COV(h — Y,) - BIAS(r — Y3).

10
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Beim Generic Sequential Sampling [25] Algorithmus handelt es sich um ein Verfahren
zur Loésung der Lernaufgabe Subgruppenentdeckung, das erlaubt als Kriterium der In-
teressantheit von Subgruppen, eine der in Kapitel 2.4 vorgestellten Nutzenfunktionen
Accuracy, Weighted Relative Accuracy, Squared oder Binomial auszuwéhlen. Zur Bestim-
mung der besten Subgruppen wird nicht der komplette Datensatz durchsucht, sondern
mit einer Stichprobe gearbeitet. Der Algorithmus gibt probabilistische Garantien fiir die
Qualitét der Losung. Der Vorteil dieses Ansatzes liegt in der guten Skalierbarkeit fiir
grofse Datenbanken. Allerdings muss auch eine Reihe von Nachteilen in Kauf genommen
werden, von denen zwei nachfolgend angesprochen werden sollen.

Das Verfahren bedarf der Aufzdhlung des kompletten Hypothesenraumes, wodurch es
unmoglich ist mit numerischen Attributen umzugehen. Vor der Anwendung ist zwingend
eine Diskretisierung numerischer Attribute notig. Auch nach einer Diskretisierung ist der
komplette Hypothesenraum meist so komplex, dass es nicht moglich ist, ihn effizient zu
handhaben. Ein weiterer Nachteil ergibt sich durch Korrelationen zwischen den Attribu-
ten eines Datensatzes. Hypothesen wie z.B. Regeln beschreiben Subgruppen mit Hilfe der
Attribute. Aufgrund der Korrelationen ergeben sich mehrere Hypothesen, die die gleiche
Subgruppe beschreiben. Dadurch ist die gefundene Lésung unnétig grof und uniiber-
sichtlich. Fiir den Nutzer ist sie schwer zu interpretieren, da die wichtigen Aussagen aus
der Vielzahl redundanter Losungen nicht klar hervorstechen.

Mit Knowledge-Based Sampling [26] steht eine Methode zur Verfiigung, um das Fin-
den von redundanten Hypothesen zu vermeiden. Eine Hypothese in Form einer Regel
reprasentiert durch ihre Vorhersagen Vorwissen iiber das Zielattribut. Knowledge-Based
Sampling entfernt dieses Vorwissen aus den Daten, indem es die Korrelation zwischen
Vorhersagen der Regel und den tatsdchlichen Werten des Zielattributes aus den Daten
entfernt. Danach sind weder diese noch andere Regeln, von denen die gleiche Subgruppe
beschrieben wird, in den Daten zu finden.

Vorrangiges Ziel dieser Diplomarbeit ist die Untersuchung der Kombination des Gene-
ric Sequential Sampling Algorithmus mit Knowledge-Based Sampling beziiglich der Eig-
nung fiir die Lernaufgaben Subgruppenentdeckung und Konzeptlernen aus Beispielen. Die
Kombination der beiden Verfahren verspricht eine prézise und kompakte Beschreibung
der Trainingsdaten. Insbesondere sollte ein effizienter Umgang mit sehr grofen Daten-
mengen moglich sein, da statt des gesamten Datensatzes nur eine Stichprobe verarbeitet
wird.

Zunichst werden in Kapitel 4.1 der Generic Sequential Sampling Algorithmus und in
Kapitel 4.2 das Knowledge-Based Sampling vorgestellt. Um fiir die Lernaufgabe Kon-
zeptlernen aus Beispielen Vorhersagen iiber das Zielattribut zu treffen, wird eine Kom-
bination mehrerer Regeln benutzt, die mit dem GSS Algorithmus unter Einsatz von
Knowledge-Based Sampling gefunden wurden. Ein Verfahren zur Kombination mehrerer
unter dem Einsatz von Knowledge-Based Sampling gefunderer Modelle ist in Kapitel 4.2.4
beschrieben. Um dem Generic Sequential Sampling Algorithmus zu erméglichen, mit nu-
merischen Attributen umzugehen, bedarf es einer Methode zur Diskretisierung, wie sie

11
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in Kapitel 4.3 vorgestellt ist. In Kapitel 5 wird mit dem Iterating Generic Sequential
Sampling Algorithmus ein Verfahren zur Kombination des Generic Sequential Sampling
Algorithmus mit Knowledge-Based Sampling vorgestellt. Insbesondere ist in diesem Ka-
pitel beschrieben, wie eine effiziente Suche in grofsen Hypothesenrdumen moglich ist. Es
werden mehrere Nachteile des Generic Sequential Sampling Algorithmus beschrieben und
mogliche Losungen aufgezeigt. Auferdem werden eine Reihe von Erweiterungen vorge-
stellt. In Kapitel 6 wurden mit dem Iterating Generic Sequential Sampling Algorithmus
Experimente mit synthetischen und echten Datensétzen durchgefiithrt. Zur Erzeugung
der synthetischen Datensétze bedurfte es der Erstellung eines geeigneten Werkzeuges.
Die Experimente dienten dabei dem Zweck, die folgenden Fragen zu klédren:

Wie eignet sich das Verfahren zur Subgruppenentdeckung?

Wie verdndern sich der Umfang und die Aussagekraft der Losung durch den Einsatz
von Knowledge-Based Sampling?

Wie ist die Vorhersagequalitdt der Kombination der einzelnen Regeln zu einem
Gesamtmodell?

Wie gut ist die Vorhersagequalitdt im Vergleich zu anderen Methoden fiir die Lo-
sung der Lernaufgabe Konzeptlernen aus Beispielen?

Wie ist die Laufzeit im Vergleich zu anderen Methoden?
Wie wirkt sich die Verdnderung der Nutzenfunktion auf Qualitdt und Laufzeit aus?

Welche Auswirkungen hat die Verwendung von Hypothesenrdumen unterschiedli-
cher Komplexitét auf Laufzeit und Qualitdt der Ergebnisse?

12
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Ziel der Diplomarbeit ist die Untersuchung der Eignung der Kombination des Generic
Sequential Sampling Algorithmus mit Knowledge-Based Sampling fiir Subgruppenent-
deckung und Konzeptlernen aus Beispielen. Im Folgenden werden die verwendeten Ver-
fahren ndher erldutert sowie auf deren Vor- und Nachteile eingegangen. Die Subgrup-
penentdeckung wird mit dem Generic Sequential Sampling Algorithmus [25] durchgefiihrt
(Kapitel 4.1). Knowledge-Based Sampling [26] stellt die Unabhéngigkeit der gefundenen
Subgruppen sicher und ermoglicht die Kombination der gefundenen Subgruppen, um
eine Vorhersage fiir das Zielattribut zu treffen (Kapitel 4.2). Um den Umgang mit nu-
merischen Attributen zu ermdglichen, bedarf es schliefslich noch einer Diskretisierung
numerischer Attribute. Ein geeignetes Verfahren ist das Recursive Minimal Entropy Par-
titioning [10], das in Kapitel 4.3 vorgestellt wird. Fiir eine Ubersicht der verwendeten
Notationen verweise ich auf Anhang A.

4.1 Der Generic Sequential Sampling Algorithmus

Wird Data Mining auf sehr groffen Datenbanken betrieben, ist neben der Maximierung
der Nutzenfunktion auch die Skalierbarkeit von Bedeutung. Fiir viele Anwendungen ist
es nicht moglich, in akzetabler Zeit alle Daten zu verarbeiten. Eine mdogliche Strate-
gie, um mit diesem Problem umzugehen, ist mit einer zufillig gezogenen Stichprobe der
Daten zu arbeiten. Natiirlich bedeutet dieses neben der Laufzeitverkiirzung und Verklei-
nerung des bendtigten Speicherplatzes auch, dass nicht mehr garantiert werden kann,
dass die gewonnenen Resultate identisch sind mit denen fiir die gesamten Daten. Von
Bedeutung ist hierbei der Unterschied im Nutzen. Es ist wichtig, dass ein Lernverfahren,
das nur auf einer Stichprobe der Daten arbeitet, dem Nutzer Garantien gibt, wie stark
sich die Resultate beziiglich des Nutzens unterscheiden. Es gibt zwei Mdoglichkeiten, wie
diese Garantien aussehen konnen. Zum einen kann fiir eine feste Stichprobengréfse be-
rechnet werden, wie gut die Garantie fiir den Nutzen auf den gesamten Daten ist [12],
zum anderen kann vom Benutzer eine feste Qualitéit der Losung vorgegeben werden. Das
Ziel ist, mit minimal moéglicher Stichprobengréfie die geforderte Qualitét zu garantieren.
Letztgenannter Ansatz wird beim sequentiellen Sampling verfolgt, das im Bereich des
Maschinellen Lernens erstmals im Rahmen des Hoeffding Race Algorithmus [18] benutzt
wurde. Hierbei werden die Instanzen bzw. die Stichprobe inkrementell gezogen und der
Nutzen aller Hypothesen des betrachteten Hypothesenraumes gleichzeitig aktualisiert.
Wenn sicher ist, dass eine Hypothese sehr gut bzw. schlecht ist, gibt der Algorithmus
diese Hypothese als Losung aus bzw. verwirft sie. Ein wichtiger Vorteil ist, dass die Be-
schaffenheit der Daten beriicksichtigt wird: Erlauben die Daten die Hypothesen schnell in
Gut und Schlecht zu separieren, werden nur wenige Beispiele in der Stichprobe benétigt,
ansonsten wird die Stichprobe grofer. Der Generic Sequential Sampling (GSS) Algorith-
mus [25] benutzt ebenfalls den Ansatz des sequentiellen Samplings. Der Nutzer gibt dabei
vor, wie gut die gefundene Losung sein soll und wie groft die Irrtumswahrscheinlichkeit
sein darf. Aufserdem kann unter verschiedenen Nutzenfunktionen gewéhlt werden, so dass
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sich der Algorithmus prinzipiell sowohl fiir die Lernaufgabe Konzeptlernen aus Beispielen
als auch fiir die Subgruppenentdeckung eignet und fiir Letztere unterschiedliche Defini-
tionen von Interessantheit zuldisst. In den néchsten Abschnitten werden die formalen
Grundlagen und der GSS Algorithmus erldutert sowie Schranken fiir die Qualitdt und
bendtigte Beispielanzahl einiger populdrer Nutzenfunktionen angegeben.

4.1.1 Grundlagen

Das Hauptanwendungsgebiet des GSS Algorithmus besteht in der Subgruppenentde-
ckung. Der Hypothesenraum kann beliebig sein, solange es moglich ist, ihn geordnet
aufzuzihlen. Ein Beispiel fiir einen geordneten Hypothesenraum sind die bereits ange-
sprochenen Regeln aus konjunktiv verkniipften Literalen. Die Menge der gefundenen
Hypothesen in der Ausgabe des Algorithmus wird durch einen vom Nutzer festgelegten
Parameter k bestimmt. In der benutzten Terminologie spricht man vom k-beste Hypo-
thesen Problem. Da die k besten Hypothesen bzw. ihr Nutzen auf Basis einer Stichprobe
bestimmt werden, ist nicht garantiert, dass sie auch fiir die gesamten Trainingsmenge T
optimal sind. Man definiert fiir diesen Fall das approximativ k-beste Hypothesen Pro-
blem.

Definition 15. (Das approzimativ k-beste Hypothesen Problem)

Gegeben sind eine Trainingsmenge T wvon Instanzen aus dem Instanzenraum X, eine
Nutzenfunktion q und ein Hypothesenraum H. Desweiteren seien k die gesuchte Anzahl
an Losungen, € € RT der mazimal zulidssige Fehler und 6, 0 < § < 1 die gewiinschte
Irrtumswahrscheinlichkeit. Das approximativ k-beste Hypothesen Problem besteht darin
eine Menge G C H der Grifie k zu finden, so dass es mit Konfidenz 1—9 keine Hypothese
n e H gibt, fir die gilt:

' & G und q(h',T) > qumin + €.

Hierbei bezeichnet qnin den Nutzen der beziiglich q schlechtesten der k Hypothesen in der
Menge G:

Qmin ‘= minhEGQ(h7 T)

Zu beachten ist, dass das Problem beziiglich der Trainingsmenge T und nicht beziig-
lich des Instanzenraumes X definiert ist. Da immer mit einem statistischen Verfahren ein
unbekannter wahrer Nutzen einer Hypothese aufgrund einer Stichprobe geschitzt wird,
macht es keinen Unterschied, ob es sich um den Nutzen der Hypothese beziiglich der
wesentlich groferen gesamten Trainingsmenge oder des Instanzenraumes handelt. Die
Aussage ist in beiden Féllen giiltig, so dass auch statt der Trainingsmenge T der Instan-
zenraum X verwendet werden kann.

Es kann leicht passieren, dass eine der Hypothesen nach wenigen gezogenen Beispielen
schon einen sehr guten Nutzen hat. Dieses kann bei geringer Beispielanzahl zufillig be-
dingt sein. Man betrachte als Beispiel fiir ein Zufallsexperiment das wiederholte Werfen
einer fairen Miinze, bei der die mit p bezeichnete Wahrscheinlichkeit fiir Kopf 0.5 be-
tragt. Geméaf der Tabelle der Binomialverteilung betrdgt die Wahrscheinlichkeit, dass
nach drei Miinzwiirfen dreimal Kopf geworfen wurde, 0.125. Damit ist dieser Fall nicht
unrealistisch; es wére aber nicht gerechtfertigt p=1, als Schitzung fiir die Wahrschein-
lichkeit fiir Kopf anzugeben. Daher wird zusétzlich eine Konfidenzschranke angegeben,
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welche fiir die durchgefithrte Anzahl von Zufallsexperimenten m und die gegebene Irr-
tumswahrscheinlichkeit § ein Intervall um den geschitzten Wert fiir p festlegt. Der wahre
Wert fiir p liegt mit Wahrscheinlichkeit bzw. Konfidenz 1 — § innerhalb dieses Intervalls.
Das Beispiel des wiederholten Miinzwurfes 1dsst sich analog auf den Fall {ibertragen, bei
dem der Wert einer Nutzenfunktion nach wiederholter Durchfithrung des Zufallsexperi-
mentes Ziehen eines Beispiels x aus der Trainingsmenge T° geschitzt wird. Abhéingig
von der gewiinschten Konfidenz und der bisher gezogenen Anzahl von Beispielen wird ei-
ne Konfidenzschranke angegeben, so dass der wahre Nutzen der betrachteten Hypothese
mit Konfidenz 1 — § im durch diese Schranke bestimmten Intervall um den geschétzten
Nutzen liegt.

Definition 16. (Konfidenzintervall fiir den Nutzen)

Seien Trainingsmenge T, Nutzenfunktion q und Hypothesenraum H gegeben. Fir eine
Hypothese h € H bezeichnet q(h,T) den Nutzen von h fir die gesamte Trainingsmenge
T und G(h, Q) den Nutzen von h auf einer Stichprobe Q., C T der Grifie m. Dann ist
E : IN xR — IR eine Konfidenzschranke fiir den Nutzen q, falls fiir jede Fehlerwahr-
scheinlichkeit 6, 0 < § <1 gilt:

Pr{lg(h,Qm) — q(h,T)| < E(m,5)] > 1—0.

Wie durch die Betragsstriche deutlich wird, handelt es sich um ein zweiseitiges Kon-
fidenzintervall. E(m,d) liefert einen Wert €, so dass fiir die gegebene Stichprobengrofe
m mit Konfidenz 1 — ¢ der wahre Wert der Nutzenfunktion in dem durch e bestimmten
Intervall um den geschétzten Nutzen liegt. Fiir kleine Fehlerwahrscheinlichkeiten 9 liegt
die Konfidenz nahe bei eins. In diesem Fall wird das Konfidenzintervall um g(h, Q)
grofs. Ein Unterschied zum Zufallsexperiment des wiederholten Miinzwurfes besteht dar-
in, dass die Nutzenfunktion nicht auf eine einfache Wahrscheinlichkeit beschrinkt ist; es
muss nur moglich sein, ein Konfidenzintervall fiir sie anzugeben. Eine wichtige Eigen-
schaft des Konfidenzintervalles ist, dass es mit steigender Beispielanzahl immer kleiner
wird und schliefllich ganz verschwindet. D.h. fiir alle méglichen Werte von € und §, gibt
es eine Stichprobengrofe m, so dass F(m,d) < e ist. Der GSS Algorithmus erlaubt, dass
ein Konfidenzintervall von den Eigenschaften einer Hypothese h, wie z.B. der Standard-
abweichung des Nutzens von h, abhéngt. Verdeutlicht wird dieses durch den Index h bei
der Konfidenzschranke Ej,(m,0).

4.1.2 Algorithmus

In Tabelle 4.1 ist der GSS Algorithmus angegeben. Es kann bewiesen werden, dass der
Algorithmus terminiert und das approximativ k-beste Hypothesen Problem 16st [25]. An
drei Stellen werden die im vorangegangenen Abschnitt eingefiihrten Konfidenzintervalle
berechnet, die ebenso wie die Aufteilung von § und € einer ndheren Erlduterung bediirfen.
In Schritt 2 des Algorithmus wird die maximale Beispielanzahl M berechnet, nach der
sicher ist, dass die Abweichung des geschitzten empirischen Nutzens jeder Hypothese
h € H in beide Richtungen hochstens § betrégt. M bezeichnet zugleich die maximale An-
zahl von Schleifendurchldufen in Schritt 3. Wird die maximale Beispielanzahl M erreicht,
steht mit gewiinschter Konfidenz fest, dass der wahre Nutzen der Hypothesen maximal
§ um den geschitzten Nutzen schwankt. Es konnen dann in Schritt 4 die k-besten Hypo-
thesen ausgegeben werden, da selbst im schlechtesten Fall der maximal zuléssige Fehler
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Eingabe: X, T, k,q,0,¢
Ausgabe: Die approximativ k-besten Hypothesen mit Maximalfehler ¢ und Konfidenz
1-96

1. Initialisierung.

a) Erzeuge H, die Menge aller Hypothesen fiir den Instanzenraum X.
b) Setze i=1 (Schleifenzéhler).
c) Sei Qo = 0.

2. Berechne die kleinste Zahl M, so dass F(M, ﬁ) < § ist.

3. do

a) Ziehe zuféllig mit Zuriicklegen eine Instanz x; aus T und fiige sie @; hinzu:
Qi =Qi-1Uz;.
b) Aktualisiere den empirischen Nutzen ¢(h,Q;) aller verbliebenen Hypothesen
h e H.
¢) Bestimme die Menge H* der Hypothesen h € H, die den groften empirischen
Nutzen §(h,Q;) haben.
d) for (h € H) do
i (0, Qi) = Bn(iy spiy) > maxy g {00, Q) + By (i, i) } —
und h € H¥)
e Ausgabe h.
e Entferne h aus H.
e Setze k=k-1.
e Berechne H* neu.
ii. if (qA(ha QZ) + Eh(z’ ﬁuﬂ) < minh’eH* {qA(h/7 Qz) - Eh’ (Za ﬁ‘m)})
e Entferne h aus H.
e) Setze i—i+1.

while (k # 0 und [H| # k und E(i, 37) > §)

H
4. Gib die verbliebenen k Hypothesen in H* aus.

Abbildung 4.1: Der Generic Sequential Sampling Algorithmus
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Abbildung 4.2: Funktionsweise des GSS Algorithmus in Schritt 3d
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€ nicht iiberschritten wird. Dieser Fall tritt ein, wenn der wahre Nutzen der schlechtes-
ten ausgegebenen Hypothese um § nach unten abweicht, wihrend der wahre Nutzen der
besten Hypothese, die nicht ausgegeben wurde, um § nach oben abweicht.

Von der zur Verfiigung stehenden Irrtumswahrscheinlichkeit ¢ wird jeweils % fiir die Be-
rechnung der Konfidenzintervalle in der Abbruchbedingung der Schleife in Schritt 3 und
innerhalb der Schleife (Schritt 3d) benutzt. Trifft die Abbruchbedingung der Schleife
zu, wurde fiir jede verbliebene Hypothese ein Konfidenzintervall berechnet. Daher ist es
notig, die Irrtumswahrscheinlichkeit auf alle verbliebenen Hypothesen zu verteilen. Der
wahre Nutzen einer Hypothese liegt dann nur mit einer Wahrscheinlichkeit von 2LH\ au-
ferhalb des Konfidenzintervalles um ihren geschétzten Nutzen. Es bleibt zu klaren, ob
dadurch die Irrtumswahrscheinlichkeit von g eingehalten wird. Der Fall, dass der wahre
Nutzen einer Hypothese aufterhalb des Konfidenzintervalles liegt, wird als negatives Er-
eignis bezeichnet. Das negative Ereignis tritt fiir jede Hypothese mit Wahrscheinlichkeit
ﬁ ein. Es ergibt sich eine Menge von Ereignissen, die alle die gleiche Wahrscheinlich-
keit haben. Die Boolesche Ungleichung (Union Bound) besagt, dass fiir eine Menge von
Ereignissen die Wahrscheinlichkeit, dass mindestens eines dieser Ereignis eintritt, nicht
grofker ist als die Summe der Wahrscheinlichkeiten aller Ereignisse. Damit wird insge-
samt die Irrtumswahrscheinlichkeit von % eingehalten. In Schritt 3d des GSS Algorithmus
wird mit der anderen Hélfte der Irrtumswahrscheinlichkeit in jedem Schleifendurchlauf
ein Konfidenzintervall fiir alle verbliebenen Hypothesen berechnet. Da die Schleife im
schlechtesten Fall M-mal durchlaufen wird, muss diese Hélfte der Irrtumswahrscheinlich-
keit zusdtzlich durch M geteilt werden. Die Einhaltung der Irrtumswahrscheinlichkeit
folgt wieder aus der booleschen Ungleichung. Das Vorgehen des Algorithmus in Schritt
3d wird in Abbildung 4.2 verdeutlicht. Exemplarisch sind Nutzen und die Konfidenzin-
tervalle von vier Hypothesen dargestellt. Grofe Konfidenzintervalle bedeuten, dass nicht
viel tiber die Qualitdt der Hypothese bekannt ist und der wahre Nutzen stark von der
Schitzung abweichen kann. Wichtig ist zum einen die durch die schlechteste der k besten
Hypothesen und deren Konfidenzintervall festgelegte untere Schranke. Jede Hypothese,
die fiir den Fall, dass ihr wahrer Nutzen am oberen Ende der durch ihren geschétzten
Nutzen und Konfidenzintervall festgelegten Reichweite liegt, schlechter ist als die untere
Schranke, kann verworfen werden. Es ist fiir die gewiinschte Konfidenz sicher, dass noch
k bessere Hypothesen vorhanden sind. Zum anderen ist die durch (k-+1)-beste Hypothe-
se, deren Konfidenzintervall und e festgelegte obere Schranke von Bedeutung. Gilt fiir
eine der k-besten Hypothesen, dass ihr Nutzen auch im schlechtesten Fall noch iiber der
Schranke liegt, kann sie ausgegeben werden. Es ist sicher, dass sie fiir die gegebene Kon-
fidenz 1 —9¢ und den maximalen Fehler € gut genug ist, um zu den approximativ k-besten
Hypothesen zu gehoren. Das frithzeitige Ausgeben bzw. Verwerfen von Hypothesen kann
dazu fiithren, dass der Algorithmus terminiert bevor die maximale nétige Anzahl von
Beispielen gezogen wurde, wenn vorher schon alle k Losungen gefunden wurden. In der
Praxis kommt dieses hdufig vor und ist essentiell fiir eine gute Laufzeit. Der Vorteil des
Tests in Schritt 3d beginnt sich auszuwirken, sobald die erste Hypothese aus H geldscht
wird. Mit jeder geloschten Hypothese wird |H| kleiner und § muss auf weniger Hypothe-
sen verteilt werden, wodurch die berechneten Konfidenzintervalle besser werden. Dieses
macht deutlich, dass komplexe (grofse) Hypothesenrdume fiir den Algorithmus problema-
tisch sind. In der Praxis muss die Komplexitét beschrinkt werden. Insbesondere miissen
numerische Attribute diskretisiert werden, da es sonst nicht moglich ist, den Hypothesen-
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raum komplett aufzuzihlen. Ein weiteres Problem fiir die Laufzeit ist die Aufteilung der
[rrtumswahrscheinlichkeit auf alle M Schleifendurchldufe. Der Wert von M kann abhén-
gig vom betrachteten Hypothesenraum und gegebener Nutzenfunktion sehr grofs werden
(Kapitel 4.1.3). Es bietet sich an, Schritt 3d nicht in jedem Schleifendurchlauf durchzu-
fiihren und M entsprechend zu verkleinern. Dadurch werden kleinere Konfidenzintervalle
moglich und es miissen nicht in jedem Schleifendurchlauf alle Berechnungen durchgefiihrt
werden. Diese und andere Verbesserungen des GSS Algorithmus werden in Kapitel 5.1
beschrieben. Fiir verschiedene Nutzenfunktionen ergeben sich verschiedene Konfidenzin-
tervalle und stark unterschiedliche Werte fiir M.

4.1.3 Konfidenzintervalle fiir verschiedene Nutzenfunktionen

In [25] werden Konfidenzintervalle fiir populdre Nutzenfunktionen hergeleitet. Das wie-
derholte Ziehen eines Beispiels im GSS Algorithmus entspricht dem Zufallsexperiment des
Ziehens mit Zuriicklegen. Handelt es sich bei der betrachteten Nutzenfunktion um eine
Wahrscheinlichkeit wie es bei der Accuracy der Fall ist, unterliegt die nach m Versuchen
beobachtete relative Haufigkeit der Binomialverteilung. Mit der Hoeffding-Ungleichung
[17| ist moglich, fiir die absolute Summe X = 71", X; beschrénkter Zufallsvariablen X
eine Schranke fiir die Wahrscheinlichkeit anzugeben, mit der X weit vom erwarteten Wert
liegt. Nehmen die X; Werte zwischen 0 und A an, so gilt:

2

Pr|X — E(X)| < ¢ >1—2exp {—Zm%} .
Analog ist diese Abschitzung mdoglich, wenn X eine relative Haufigkeit und der Erwar-
tungswert E(X) die zugehorige Wahrscheinlichkeit ist. Fiir sehr grofe m kann die Bi-
nomialverteilung nach dem zentralen Grenzwertsatz|9] durch die Normalverteilung ap-
proximiert werden. Mit Hilfe der Normalverteilung konnen engere Schranken berechnet
werden als mit der Hoeffding-Ungleichung. Daher wird fiir grofse m angenommen, dass
die Abweichungen des geschéitzten vom wahren Nutzen der Normalverteilung unterliegen.
Das Konfidenzintervall wird mit Hilfe der Normalverteilung berechnet.

Als einfithrendes Beispiel fiir die Berechnung eines Konfidenzintervalles dienen Nut-
zenfunktionen, die berechnet werden, indem man den Durchschnitt iiber eine Instanz-
nutzenfunktion bildet (Instance-Averaging Funktionen). Bei der Accuracy handelt es sich
um eine solche Funktion. Fiir diesen Typ ist die Instanznutzenfunktion ;s (h,x;) fiir
eine Hypothese h und eine einzelne Instanz x; definiert als

mst(h, i) = 1, falls h eine korrekte Vorhersage fiir x; macht,
Binst\Mt Ti) = 0, falls h eine falsche Vorhersage fiir x; macht.

Fiir eine Trainingsmenge T der Grofe n und eine Hypothese h ergibt sich dann der
Nutzen q als

1 n
Q(h, T) = E Z qmst(hy xz)
i=1
Verwendet man in der Hoeffding-Ungleichung den nach m gezogenen Beispielen geschitz-

ten empirischen Nutzen ¢(Q,, h) als relative Frequenz und den wahren Wert q(T,h) als
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zugehorige Wahrscheinlichkeit, ist die Wahrscheinlichkeit, dass die Abweichung von wah-
rem und geschétztem Nutzen auferhalb des Konfidenzintervalles E(m,d) liegt durch

5 E(m,0)?
Pr{|g(Qm,h) —q(T,h)| > E(m,d)] < 2exp {—2mT
beschrinkt. Zu beachten ist, dass die Gegenwahrscheinlichkeit benutzt wird, da anders
als in der Definition der Hoeffding-Ungleichung hier die Wahrscheinlichkeit dafiir, dass
der beobachtete Wert aufserhalb des Konfidenzintervalles liegt, abgeschétzt wird. Wéhlt
man die Konfidenzschranke abhéngig von der Beispielanzahl m und der gewiinschten
[rrtumswahrscheinlichkeit § als

A2 2
E(m,d) =1/ —I
(m,8) =1/ 5 —log
und beriicksichtigt, dass fiir diesen Typ von Nutzenfunktionen A = 1 ist, wird die Irr-
tumswahrscheinlichkeit eingehalten:

2
A2 2
_ il < _log=\ =¢.
2exp 2m ( 5 logé) < Zezvp{ logé} )

Nun miissen die Konfidenzschranken fiir die Approximation durch die Normalvertei-
lung bestimmt werden. §(h, @,,) — q(h) ist eine Zufallsvariable mit Mittelwert 0, wobei
G(h, Q) Werte zwischen 0 und A annimmt. Um die Normalverteilung berechnen zu kon-
nen, wird die Standardabweichung bendtigt. In der Abbruchbedingung in Schritt 3 des
GSS Algorithmus wird das Konfidenzintervall ohne Bezug zu einer konkreten Hypothese
berechnet. Deshalb muss an dieser Stelle die grofitmogliche Standardabweichung verwen-
det werden. Das Konfidenzintervall, welches man auf diese Weise erhélt, ist aber immer
noch kleiner als das mit der Hoeffding-Ungleichung bestimmte Intervall. Die empirische
Standardabweichung

1 | X
S4(h,Qum)—q(h) = E\l > (Ginst (b, x:) — G(h, Qm))?
i=1
wird maximiert, wenn §(h, Q) = 5 1st und die Instanznutzenfunktlonen Qinst(h, ;) zur
Hailfte 0 und zur Halfte A betréigt In diesem Fall betrigt sie \—ﬁ Folglich unterliegt
2y/m - (w) der Standardnormalverteilung und
A
E(m, 5) = Zl—g . m

ist eine geeignete Konfidenzschranke.

Bei 2, _ s handelt es sich um das 1 — ——Quantll der Standardnormalverteilung. In Ab-

bildung 4. 3 ist die Dichtekurve der Standardnormalverteilung dargestellt. Fiir 6 = 0.1
bezeichnet z; s das durch den schraffierten Bereich dargestellte 0.95-Quantil. 2, s ist
2 2

der Punkt auf der x-Achse, so dass (1— g)% der Fléche unter der Kurve der Standardnor-
malverteilung links dieses Punktes liegen. Wiahlt man fiir eine standardnormalverteilte
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Abbildung 4.3: Das 0.95-Quantil der Standardnormalverteilung
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Abbildung 4.4: Normalverteilung(schwarz) und t-Verteilung fiir 5(rot), 10(blau) sowie
15(griin) Freiheitsgrade
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Zufallsvariable diesen Punkt als Grenze des Konfidenzintervalles ist gesichert, dass der
Wert der Zufallsvariablen mit Wahrscheinlichkeit z; s nicht groRer als dieser x-Wert ist.
2

Fiir die Standardnormalverteilung leistet dieser Punkt das Gewiinschte. Um die Konfi-
denzschranke fiir die tatsichliche Verteilung zu erhalten, geniigt es den z-Wert mit der
Standardabweichung zu multiplizieren. Die Halbierung von 0 resultiert daraus, dass ein
zweiseitiges Konfidenzintervall gesucht wird. Damit der Wert der Zufallsvariablen mit
Konfidenz 1 — § innerhalb des Intervalls liegt, werden die Intervallgrenzen so gewahlt,
dass er mit Wahrscheinlichkeit g nicht kleiner als die untere und mit g nicht grofer als
die obere Intervallgrenze ist.

In Schritt 3d wird das Konfidenzintervall fiir eine konkrete Hypothese gesucht. Anstatt
die grofsstmogliche Standardabweichung zu verwenden, kann die empirische Standardab-
weichung von f(h, Q) fiir die Hypothese h berechnet werden. Die spezifische Konfidenz-
schranke Ej,(m, ) lautet

m

Ep(m,0) = s %\l Z(Qinst(h,xz‘) —4(h, Qm))*.

i=1

Diese Vorgehensweise ist allerdings ungenau. Da die wahre Standardabweichung fiir die
gesamten Daten unbekannt ist, wird die empirische Standardabweichung der Stichprobe
zur Abschitzung verwendet. In diesem Fall liegt keine Standardnormalverteilung vor,
sondern eine t-Verteilung. Abhéngig von der Zahl der Freiheitsgrade besitzt die Dichte-
kurve einer t-Verteilung im Gegensatz zur Standardnormalverteilung breitere Enden, d.h.
die Wahrscheinlichkeit fiir grofe und kleine Werte von x sind grofer; dafiir liegt weniger
Wahrscheinlichkeitsmasse im Zentrum (Abbildung 4.4). Es ergeben sich grofere Konfi-
denzintervalle als fiir die Standardnormalverteilung, weshalb die t-Verteilung fiir robuste
statistische Verfahren eingesetzt wird. Die Anzahl der Freiheitsgrade einer statistischen
Kenngréfe ist die Anzahl der unabhéngigen Beobachtungswerte, die deren Berechnung
zugrunde liegt, reduziert um die Anzahl der in die Berechnung eingehenden zusétzli-
chen Parameter, die ebenfalls auf den Beobachtungswerten basieren. So stehen fiir die
Berechnung der empirischen Standardabweichung m Werte zur Verfiigung. Als weiterer
Parameter wird der Mittelwert bendtigt. Daher ist die Anzahl der Freiheitsgrade gleich
m-1. Fiir m — oo konvergiert die Dichtekurve der t-Verteilung gegen die Dichte der
Standardnormalverteilung und ab m=30 ist die Approximation bereits sehr gut. Da bei
Experimenten mit dem Algorithmus festgestellt wurde, dass keine Hypothesen ausgege-
ben werden bevor die Groke der Stichprobe einige hundert Beispiele erreicht, wird die
Normalverteilung verwendet. Da eine Kombination von Coverage und Precision hiufig
in die Berechnung komplexer Nutzenfunktion eingeht, bleibt dieses Vorgehen fiir Hypo-
thesen mit kleiner Coverage und einer Precision, deren Wert weit von 0.5 entfernt ist,
problematisch. Eine Stichprobe von einigen hundert Beispielen geniigt nicht, wenn die
Hypothese nur wenige dieser Beispiele abdeckt. Die Schéitzung der Coverage erfolgt auf
Basis aller Beispiele in der Stichprobe, die der Precision aber nur aufgrund der weni-
gen abgedeckten Beispiele. In diesem Fall ist die Approximation der binomialverteilten
Precision durch die Normalverteilung schlecht. Auf diese Problematik und eine mdgliche
Losung wird in Kapitel 5.1.2 eingegangen.

Abschliefsend wird die maximale Beispielanzahl hergeleitet, die der Algorithmus fiir die-
se Klasse von Funktionen bendétigt, bevor er terminiert. Die Schleife in Schritt 3 wird
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spitestens abgebrochen, wenn die Abbruchbedingung E (m, ﬁ) < 5 eintritt. Falls
m = %\;log@ ergibt sich mit Hilfe der Hoeffding-Schranke:
- <2A2l AH| 6 A2 N e2log 2
5 L0g ) = 0g—— = T = 5
€ § "2/H| 2 (%log@) 2[H] 4log% 2

In der Regel wird der Algorithmus weniger Beispiele brauchen als es die worst-case-
Schranke vermuten lésst. Zum einen werden statt der konservativen Hoeffding-Schranken
die mit Hilfe der Normalverteilung berechneten Schranken verwendet, was zu besseren
(kleineren) Konfidenzintervallen fithrt. Zum anderen wird die maximale Beispielanzahl
nur fiir den Fall bendtigt, dass der Nutzen aller Hypothesen dhnlich gut ist. Unterscheiden
sich gute und schlechte Hypothesen, fiihrt der Ansatz des sequentiellen Sampling schnel-
ler zur Terminierung. In den Tabellen 4.1 und 4.2 sind Konfidenzschranken und maximal
bendtigte Stichprobengrofe fiir alle betrachteten Nutzenfunktionen angegeben. Weigh-
ted Relative Accuracy, Squared und Binomial multiplizieren Coverage und Bias. Daher
werden bei diesen Konfidenzschranken die empirischen Standardabweichungen von Co-
verage s, und Precision in der Subgruppe s, benétigt. In der Tabelle sind sowohl die mit
der Hoeffding-Schranke als auch die beiden mit der Normalverteilung berechneten Konfi-
denzschranken angegeben. Eine Besonderheit besteht fiir die Weighted Relative Accuracy.
Falls die apriori Wahrscheinlichkeit 0.5 betrégt, sind die Nutzenfunktionen Accuracy und
Weighted Relative Accuracy proportional |26]. Fiir bekannte apriori Wahrscheinlichkeit
1Rt sich zeigen, dass die Weighted Relative Accuracy ebenfalls eine Instance-Averaging
Nutzenfunktion ist |28]. Daher kénnen statt der Schranken aus [25] die genaueren Schran-
ken fiir Instance-Averaging Funktionen verwendet werden.

4.2 Knowledge-Based Sampling

Ein Nachteil vieler Verfahren zur Subgruppenentdeckung - auch des GSS Algorithmus
- ist, dass kein Vorwissen {iber gefundene Subgruppen beriicksichtigt wird. Das Vorwis-
sen kann sowohl vor dem Data-Mining Schritt durch Experten des Problembereiches
geliefert als auch durch frithere Anwendung eines Lernverfahrens gefunden werden. Zur
Représentation des Vorwissens iiber Subgruppen werden die in Kapitel 2.4 eingefiihrten
probabilistischen Regeln verwendet. Beim Expertenwissen besteht die Gefahr, diese Re-
geln erneut in den Daten zu finden, wenn es sich dabei um solche Subgruppen handelt,
die beziiglich der gewédhlten Nutzenfunktion auffillig sind. Selbst bei Verfahren, die si-
cherstellen, dass jede gute Hypothese bzw. Regel nur einmal gefunden wird, indem sie bei
Ausgabe aus dem Hypothesenraum entfernt wird, werden oft redundante Informationen
gefunden. Der Grund sind korrelierte Attribute. Regeln beschreiben Subgruppen und be-
stehen aus der Menge von Beispielen fiir die sie anwendbar sind. Bei stark korrelierten
Attributen gibt es mehrere Regeln, die dhnliche Subgruppen beschreiben. Beim Beispiel
der Daten einer Bank sind fiir jeden Kunden Alter und Beruf gespeichert. Als interes-
sierendes Merkmal wurde das boolesche Attribut genannt, das angibt, ob der Kunde in
einen speziellen Investmentfond der Bank investiert hat. Wurde fiir die Subgruppe der
iiber 65-jahrigen Kunden festgestellt, dass dort Anlagen in den Investmentfond entgegen
den Rest der Kundschaft selten sind, gilt dieses mit Sicherheit auch fiir die Subgruppe
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Nutzenfunktion Konfidenzintervalle
Instance-Averaging E(m,d) = \/%log%
A
E(m 5) = Zl 6 . m

Eh(maé) = Zl_é \/Zz 1 %nst ) (h Qm))

WRACC E(m,0) = 3,/ 2log?

8 (21,%)2
N T
Ep(m,d) = zl_%(sg + sp + zl_%sgsp)

E(m,0) =

SQUARED E(m,6) = (5=1og3)? + 3(55logd) + 3/ 5 logd
E(m,8) = 5322 s + V(2 5) 4 gt (2 o)

Ep(m,6) = 25075 + sg(zl_%) +spz_s + 2sgsp(zl_%)2 + spsg(zl_%)?’

BINOMIAL E(m,é)zf/ log(;+\/ Llog} + (log)3

6 Z 6 17§ 3

0) = [8g71 8 + spzl_% + /sgzl_%spzl_%

Tabelle 4.1: Konfidenzintervalle fiir die verschiedenen Nutzenfunktionen

Nutzenfunktion maximale Beispielanzahl
Instance-Averaging %log@
WRACC 181098\H|
SQUARED %log@
BINOMIAL %109@

Tabelle 4.2: Maximal benétigte Beispielanzahlen
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aller Kunden, die Rentner sind. Es sollten dann nicht beide Subgruppen ausgegeben wer-
den. Aus diesem Grunde ist es notig, die durch bereits gefundene Regeln beschriebenen
Korrelationen aus den Daten zu entfernen und das Lernverfahren zu ’zwingen’, andere
Strukturen in den Daten zu finden. Ein weiterer Nachteil tritt im Zusammenhang mit
dem Hypothesenraum der probabilistischen Regeln auf. Klassische Verfahren koénnen kei-
ne Ausnahmen von gefunden Regeln entdecken, obwohl dieses zur genauen Beschreibung
des Datensatzes hilfreich sein kann. Gilt beispielsweise fiir eine Regel r — Y,

Pr[Yi|r] = PrlY —+]=0.5

ist diese zunéchst uninteressant, da BIAS(r — Yy) = 0 ist. Gibt es jedoch im Vorwissen
eine Regel
r — Y, [0.1] mit r C ¢’

ist diese als Ausnahme vom Vorwissen von Interesse. Fiir das Beispiel der Subgruppe der
Rentner mit geringem Anteil von Anlagen in einen speziellen Investmentfond (' — Y,),
entspricht » — Y, der kleineren Subgruppe der vermogenden Rentner. Fiir diesen spe-
ziellen Personenkreis bieten Banken meist eine intensivere Beratung an, wodurch eine
stiarkere Anlage in Investmentfond fokussiert wird.

Aus diesen Griinden bietet sich an, die Interessantheit von Subgruppen unter der Bedin-
gung der Unerwartetheit zu betrachten. Dazu wird ein iteratives Verfahren angewandt,
das in jedem Schritt eine Subgruppe findet und dieses Wissen aus den Daten entfernt.
Im folgenden Durchgang wird die Aufmerksamkeit auf solche Subgruppen gelenkt, die
einen hohen Nutzen haben, dabei aber unabhingig vom gesamten Vorwissen sind. Ziel
ist eine Menge von Subgruppen zu finden, die moglichst klein ist, da sie wenig Redun-
danzen enthélt und trotzdem die Informationen in den gegebenen Daten beziiglich des
interessierenden Merkmals aufgrund ihrer hohen Diversitédt gut beschreibt. In Anlehnung
an [26] wird dieses Verfahren in den néchsten Abschnitten formalisiert und beschrieben,
wie es sich operationalisieren l&sst.

4.2.1 Grundlagen

Zur Beantwortung der Frage, wie Vorwissen aus dem gegebenen Datensatz entfernt wer-
den soll, muss bestimmt werden wie Vorwissen aussieht. Sowohl Konzeptlernen aus Bei-
spielen als auch Subgruppenentdeckung bediirfen der Festlegung eines Zielattributes.
Durch in Form einer Regel bestimmtes Vorwissen wird eine Vorhersage fiir die Klasse
des Zielattributes getroffen, egal ob die Regel als Représentation einer Subgruppe oder
als Klassifikationsregel interpretiert wird. Vorwissen wird daher als Korrelation zwischen
den tatsichlichen Klassen der Instanzen und den Vorhersagen der Regel definiert. Beim
Knowledge-Based Sampling (KBS) [26] handelt es sich um ein iteratives Verfahren, das
diese Korrelation entfernt, indem es die Verteilung der Beispiele iiber dem Instanzenraum
verdndert. Fiir den Fall, dass zu Beginn kein Vorwissen bekannt ist, hat jedes Beispiel
die gleiche Wahrscheinlichkeit gezogen zu werden (Gleichverteilung). Ist die erste Regel
gefunden, wird eine neue Verteilung konstruiert, so dass die Korrelation zwischen den
Vorhersagen der Regel und dem Zielattribut nicht mehr vorhanden ist. Im folgenden
Durchgang wird eine Stichprobe von Beispielen geméf der verénderten Verteilung gezo-
gen und nach neuen Regeln gesucht. Dieses Vorgehen kann beliebig wiederholt werden,
wobel dem Vorwissen in jedem Durchgang eine Regel hinzugefiigt wird, die unkorreliert
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zu allen bisher gefundenen ist. Zur Bestimmung der Regeln kann ein beliebiges Lernver-
fahren als Basislerner eingesetzt werden.

4.2.2 Bedingungen an die neue Verteilung

Um das in Form von Regeln gegebene oder gefundene Vorwissen in mehreren KBS-
Iterationen aus den Daten zu entfernen, wurde eine Verteilung D konstruiert, nach der
die Beispiele in der folgenden Iteration gezogen werden miissen. Wird eine weitere zum
Vorwissen orthogonale Regel R : r — Y, gefunden, muss eine neue Verteilung D’ konstru-
iert werden, die auch dieses Wissen entfernt. Gleichzeitig sollte D’ moglichst dhnlich zur
alten Verteilung D sein, damit die verbleibenden Muster in den Daten nicht zerstort wer-
den. Die Eigenschaften, die dafiir erfiillt werden miissen, lassen sich anschaulich in Form
von drei Bedingungen an D’ formulieren. Zur Verdeutlichung werden die Bedingungen
anhand der bekannten Subgruppe der Rentner unter den Kunden einer Bank demons-
triert, in der der Anteil von Anlagen in einen speziellen Investmentfond gegeniiber dem
Rest der Kundschaft gering ist.

Da das durch die Regel (Subgruppe) R représentierte Wissen entfernt werden soll, miissen
r und Y, unter der neuen Verteilung unabhéngige Ereignisse sein: Die Wahrscheinlichkeit
fiir die interessierende Klasse in der Subgruppe muss gleich der apriori Wahrscheinlichkeit
sein.

Pros[Yilr] = Proy[Y.]

Dieses bedeutet iibertragen auf das Beispiel der Bankkunden, dass unter der neuen Ver-
teilung der Anteil der Kunden, die in den Fond investiert haben, in den gesamten Daten
gleich dem Anteil in der Subgruppe von Rentnern ist. Da nur das Wissen iiber R entfernt
werden und ansonsten die neue Verteilung moglichst unverdndert bleiben soll, miissen
die Wahrscheinlichkeit, dass R anwendbar ist und die apriori Wahrscheinlichkeit gleich
bleiben.

Prp/r] = Prp|r]

Prp[Y.] = Prp[Yi]

Fiir die Beispielregel diirfen sich der Anteil von Kunden, die in den Fond investiert haben
und die Wahrscheinlichkeit, zuféllig einen Rentner aus der Menge aller Kunden zu ziehen,
unter der neuen Verteilung nicht verdndern. Durch die Vorhersagen der Regel R und den
wahren Klassen der Instanzen wird auf der Menge der Daten eine Partition aus vier
Klassen induziert. Betrachtet man jede Klasse fiir sich, muss innerhalb dieser Klasse die
Wahrscheinlichkeit, eine bestimmte Instanz zu ziehen, gleich bleiben. Der Grund besteht
darin, dass alle Instanzen innerhalb einer Partition beziiglich des Vorwissens in Form der
Regel R nicht zu unterscheiden sind. Es verdndern sich nur die Randwahrscheinlichkeiten.

PrpzlrnYy] = Prplz|r N Y4]
Prp/z|rNY_] = Prplz|lrNY_]
PrpzlrNnYy] = Prplz|r N Y,
PrpzlrNnY_] = Prplz|r N Y_]

Fiir das Beispiel der Bankkunden wird die Partition bzw. werden die vier Klassen durch
die Attribute ,Rentner’ und ,Fond‘ festgelegt, die beide die Auspragungen ,ja‘ und nein‘
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haben. Wenn sich die Wahrscheinlichkeit einen Rentner zu sehen, der in den Fond in-
vestiert hat, unter der neuen Verteilung halbiert, passiert dasselbe auch fiir alle anderen
Kunden mit diesen zwei Eigenschaften. Es verédndert sich nur die Wahrscheinlichkeit
einen Rentner zu sehen, der in den Fond investiert hat, d.h. die Groke der Partition als
Ganzes wird verdndert.

Werden die Instanzen nach der neuen Verteilung D’ gezogen, ist die Regel R nicht mehr
in der Stichprobe zu finden. Andere interessante Regeln bleiben in der Stichprobe erhal-
ten, selbst wenn sie mit R iiberlappen. Fiir Subgruppen, die eine Teilmenge von R sind
wie z.B. die hiufiger in den Fond investierten vermogenden Rentner, wird nur die Grofse,
entsprechend der Partition in der sie liegen, angepasst.

4.2.3 Konstruktion der neuen Verteilung

Nach der Beschreibung der Anforderungen an die neue Verteilung im vorherigen Ab-
schnitt muss gezeigt werden, wie sie konstruiert werden kann. Desweiteren wird eine
Méglichkeit bendtigt, um Instanzen geméfs dieser neuen Verteilung zu ziehen. Zunéchst
wird der Lift einer Instanz x fiir eine Regel R : r — Y, definiert.

LIFT(r —Y,), fallszerny,

o LIFT(r —Y.), fallsz €rnY,

LIFT(r = Yo2) =4 [1pp(s - Y,), falls 3 € FOY,
LIFT(F —Y.), falls x € FNY,

Prp(x) steht fiir die Wahrscheinlichkeit, eine Instanz x aus dem Instanzenraum X unter
einer Verteilung D zu ziehen. LIFTp(R, x) bezeichnet den Lift einer Instanz x fiir eine
Regel R unter der Verteilung D. Es ldsst sich fiir jede Anfangsverteilung D zeigen, dass
die Bedingungen an die neue Verteilung D’ genau dann eingehalten werden, wenn

Prpi(x) = Prp(x) - (LIFTp(R, x))~*

ist |26].

Auf diese Weise ist es mdglich, die Wahrscheinlichkeit fiir jede Instanz unter der neu-
en Verteilung zu berechnen. Wiahrend bei Normal- oder Gleichverteilung moglich ist
Instanzen direkt zu ziehen, funktioniert dieses bei vielen anderen Wahrscheinlichkeits-
verteilungen nicht. In diesem Fall kann die Verwerfungsmethode(Rejection Sampling)
[20] eingesetzt werden. Zufallszahlen fiir eine Zielverteilungsfunktion F werden mit ei-
ner Hilfsverteilungsfunktion G erzeugt, fiir die sich leicht Zufallszahlen erzeugen lassen.
Sind f und g die zugehorigen Dichtefunktionen, miissen fiir ein konstantes k£ > 0 folgende
zwei Bedingungen gelten:

f(z) <k-g(z),Yz € R und
fz)=0= g(z) =0,Vx € R.

Anschaulich muss die Kurve der Dichtefunktion von F komplett unter der mit k multi-
plizierten Kurve der Dichtefunktion von G liegen. Ist u die Realisierung einer auf dem
Intervall [0,1] gleichverteilten Zufallsvariablen und v eine unter der Hilfsverteilungsfunk-
tion G erzeugte Zufallszahl, geniigt v der Zielverteilung, falls die Bedingung

u <
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eingehalten wird. Da k - g(v) immer grofer ist als f(v), ist das Verhéltnis beider Werte
ebenfalls eine Zahl aus dem Intervall [0,1]. Falls u kleiner ist als das Verhiltnis, geniigt
v der Zielverteilung, ansonsten wird v verworfen. Dieses wird solange wiederholt bis die
Zufallszahl u zum ersten Mal die Bedingung einhilt. Mit anderen Worten wartet man
solange bis u zum ersten Mal unter der Kurve der Dichtefunktion der Zielverteilung liegt.
Dabei wird auch deutlich, dass die Hilfsverteilung die Zielverteilung gut approximieren
sollte, da sonst viele Zufallszahlen benotigt werden. Beim Knowledge-Based Sampling
wird die Verwerfungsmethode genutzt, um Beispiele unter der neu erzeugten Verteilung
zu ziehen. Als Hilfverteilung wird die Gleichverteilung iiber dem Instanzenraum X be-
nutzt. Das Verhéltnis von Hilfs- und Zielverteilung wird fiir jede Instanz durch ein Ge-
wichtsattribut représentiert. Da zu Beginn die Beispiele gleichverteilt gezogen werden,
erfolgt die Initialisierung der Gewichte mit Eins. Nach einer KBS-Iteration werden die
Gewichte durch Multiplikation mit dem passenden Lift aktualisiert. Durch Lifts kleiner
als eins kann es passieren, dass das durch die Gewichte reprisentierte Verhéltnis gro-
fser als eins wird. Daher erfolgt nach jeder Iteration eine Normierung auf [0,1], indem
jedes Beispielgewicht durch das Maximum aller Gewichte dividiert wird. In Abbildung
4.5 wird anhand von zwei Beispielen verdeutlicht, wie die Verwerfungsmethode einge-
setzt wird, um Beispiele unter der Zielverteilung zu ziehen. Da durch die Normierung
der Gewichte die Fliche unter der Kurve nicht mehr eins betrigt, ist der Begriff Ver-
teilung nicht korrekt. Daher wird in Abbildung 4.5 der Begriff Zielfunktion verwendet!.
Wird beispielsweise Instanz Nummer 3 gezogen, besteht eine Wahrscheinlichkeit von 0.8,
dass diese Instanz in die Stichprobe aufgenommen wird, was durch das Gewicht von 0.8
ausgedriickt wird.

4.2.4 Anwendung zur Klassifikation

Da fiir per Knowledge-Based Sampling gefundene Regeln die Hoffnung besteht, dass sie
eine gute Charakterisierung des Zielattributes mit hoher Diversitdt liefern, kdnnen die
Ergebnisse auch zur Klassifikation verwendet werden. Ein Ensemble kombiniert mehrere
Einzelmodelle zu einem Gesamtmodell, um die Vorhersagequalitéit fiir das Zielattribut
zu erh6hen. Aus mehreren prézisen Modellen, die eine hohe Diversitit aufweisen, lassen
sich gute Ensembles konstruieren [5, 31]. Die Giite der Vorhersage des Ensembles kann
daher als Qualitdtsmafs fiir die gefundenen Subgruppen verwendet werden. Die Kombi-
nation der Kinzelmodelle im Ensemble kann auf mehrere Arten erfolgen. Gebréuchlich
sind ,und‘-Verkniipfungen der einzelnen Vorhersagen oder Mehrheitsentscheide. Im Fall
des Knowledge-Based Sampling bietet sich eine andere Vorgehensweise an.

Ein probabilistischer Bayes-Klassifikator benutzt den Satz von Bayes zur Vorhersage der
Klasse einer Instanz. Dazu werden die Merkmalsvariablen (Features) F1, ..., F,, bendtigt,
die origindre Attribute des Instanzenraumes oder konstruierte Merkmale beschreiben.
Das Zielattribut wird in diesem Zusammenhang als abhéngiges Merkmal bezeichnet. Fiir
eine durch die Auspriagungen fl, e fn der Merkmalsvariablen beschriebene Instanz lasst
sich die bedingte Wahrscheinlichkeit fiir eine Klasse Y, des abhéngigen Merkmals mit

'Fiir die anfinglichen Beispielgewichte von eins kann nur von einer Verteilung gesprochen werden, wenn
man die einzelnen Gewichte durch das Gesamtgewicht teilt.

28



4 Verwendete Techniken und Algorithmen
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Abbildung 4.5: Anwendung der Verwerfungsmethode beim Knowledge-Based Sampling
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Bayes Theorem berechnen:

R .. PrlY.]-PriFy = fi,...,Fy = fo|Ys
PrY.FL = fi, o By = fo] = DY PriF = = Jul V]
PT[Fl = fl, ...,Fn = fn]

Als Vorhersage wird die Klasse gewihlt, die die grofite Wahrscheinlichkeit hat. Im folgen-
den werden fiir eine bessere Ubersichtlichkeit die Ausprigungen der Merkmalsvariablen
weggelassen; es wird aber immer von einer konkreten Instanz ausgegangen. Fiir die Ent-
scheidung welche Klasse vorhergesagt wird, ist nur der Zdhler von Bedeutung, da im
Nenner nur Merkmalsvariablen vorkommen. Der Nenner ist fiir alle Klassen gleich und
muss nicht berechnet werden. Trotzdem bendtigt dieses Verfahren eine grofte Zahl von
geschitzten Wahrscheinlichkeiten, was durch wiederholte Anwendung der Definition von
bedingten Wahrscheinlichkeiten auf den Z&hler deutlich wird.

PrlY,]- PrlFy, ..., F,|Yy] =

PrY,] - Prify|Yy] - Pr(Fy, .. Fy|Ys, F1| =
PrlY.] - Pr[Fi|Yy] - Pr[Fs|Fy, Yy - Pr(Fs, ..., F,|Ys, F1, Fl, usw.

Um die benotigte Anzahl von Wahrscheinlichkeiten zu verkleinern wird die jnaive’ An-
nahme gemacht, dass die Merkmalvariablen voneinander unabhingig sind. Damit wird
obige Berechnung erheblich vereinfacht:

qummmy,mmmpﬂmmﬁmwm.
i=1

Dieses mit Naive Bayes bezeichnete Verfahren funktioniert in der Praxis oft gut, auch
wenn die Annahme der Unabhéngigkeit der Merkmalsvariablen verletzt wird.
Betrachtet man vor diesem Hintergrund Regeln, die iterativ mit Knowledge-Based Samp-
ling gefunden wurden, ist klar, dass sich Naive Bayes zur Kombination der Vorhersagen
der Regel anbietet. Korrelationen zwischen der gefundenen Regel und dem Zielattri-
but werden aus den Daten entfernt, bevor eine neue Regel gesucht wird. Man kann
daher annehmen, dass die Vorhersagen unabhingig voneinander sind. Fiir die Regeln
r; — Yy, 1 <i < n bzw. deren Vorhersagen r;(x) = y; mit y;, Y, € {Y,,Y_} ergibt sich
zusammen mit dem Satz von Bayes und der Annahme der Unabhéngigkeit

) Pr[rl =Yiy--yTn = yn|y;<]
PT’[?"l =Yts-sTn = yn]

I Prri = yilYi]
Priri = yi, .o, "'n = Yn)

PriYilri =yi1,....;mn = yn| = Pr[Yi]

~ Pr[Yi]

[1iq Prir = yi ﬁ Pr{Yi|r; = yi

— Prly)] -
riY:] Priri=y1,...tn =ynl =7 PrYi]

Wendet man die Definition des Lift an, betrdgt die bedingte Wahrscheinlichkeit fiir
eine Klasse Y,

o Ity Priri = yil
PT’[?"l =Yt,-sTp = yn]

1] LIFT (i = ) — Y2

i=1

Priy]
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Daraus kann die wahrscheinlichste Klasse ¢ bestimmt werden:

[T, Priri=w] 1
LIFT((r; =v;) — Ys)| -
Pr{ri =yi, .., ' = Yn) Zzl_[1 (( vi) )

U = argmazy,ciy, v,y | PriYe -

Sind die apriori Wahrscheinlichkeiten und die Lifts der gefundenen Regeln bekannt,
ist es moglich aus ihnen ein Ensemble zu konstruieren. Damit steht eine Mdglichkeit zur
Verfiigung, um die per Knowledge-Based Sampling gefundenen Subgruppen zu einem
Ensemble zu kombinieren.
Obwohl die Kombination der einzelnen Regeln zu einem Ensemble {iber Naive Bayes
motiviert ist, sind die Vorhersagen der Regeln nicht unabhéngig, da der Lift einer Regel
r; — Y, unter Annahme der Verteilung D; geschétzt wird, wobei sich D; aus den Lifts
der schon gefundenen Regeln ergibt. Das in [28] vorgeschlagene Verfahren #hnelt der
Logistischen Regression.

4.3 Verfahren zur Diskretisierung

4.3.1 Uberblick

Es gibt zahlreiche Verfahren, um eine Diskretisierung numerischer Attribute vorzuneh-
men. Gemeinsam ist allen Verfahren, dass sie den Wertebereich des numerischen Attribu-
tes in mehrere Teilintervalle aufteilen. Diese Teilintervalle entsprechen den Ausprigungen
des neu erstellten nominalen Attributes. Jede Instanz erhélt ihre Ausprigung entspre-
chend dem Teilintervall, in dem ihr Wert fiir das numerische Attribut liegt. Die Hiufigkeit,
mit der eine bestimmte Auspriigung des nominalen Attributes auftritt, ergibt sich aus
der Anzahl von Instanzen, deren Wert fiir das numerischen Attribut im entsprechenden
Teilintervall liegt.

Eine Einteilung der Verfahren zur Diskretisierung kann entlang dreier Dimensionen vor-
genommen werden: global und lokal, iiberwacht und uniiberwacht sowie statisch und
dynamisch |8|. Lokale Verfahren kénnen Diskretisierungen speziell fiir Teilbereiche des
Instanzenraumes vornehmen. Ein Beispiel hierfiir ist das Entscheidungsbaumverfahren
C4.5 [23|. Ein Pfad im Entscheidungsbaum beschreibt einen Teilbereich des Instanzen-
raumes; die Diskretisierung erfolgt nur anhand der Beispiele in der Trainingsmenge, die in
diesem Teilbereich liegen. Bei globalen Verfahren erfolgt die Diskretisierung jedes numeri-
schen Attributes unabhéngig von allen anderen Attributen. So bildet man im einfachsten
Fall eine Einteilung des Wertebereiches des numerischen Attributes in k gleich grofie
Teilintervalle fiir einen gegebenen Parameter k (Equal Interval Binning). Hierbei kann
passieren, dass einige Intervalle viele Instanzen enthalten, wéihrend in anderen wenige
liegen. Dieses héngt von der urspriinglichen Verteilung im Wertebereich des numerischen
Attributes ab. Wenn es einen Ausreifler gibt, dessen Wert sehr weit entfernt von allen an-
deren Werten liegt, kann es durchaus passieren, dass manche Intervalle iberhaupt keine
Instanzen enthalten. Alternativ kann daher die Einteilung so gewihlt werden, dass alle k
Intervalle gleich viele benachbarte Instanzen enthalten (Equal Frequency Binning). Die
Grofse der Intervalle muss nicht gleich sein.

Ein Nachteil dieser uniiberwachten Verfahren ist, dass die Partitionierung ohne Bertick-
sichtigung des Zielattributes vorgenommen wird. Die fiir die Klassifikation von Beispielen
wichtigen Infomationen kénnen verloren gehen, indem Instanzen mit Werten, die stark
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mit unterschiedlichen Klassen des Zielattributes korreliert sind, demselben Intervall des
neu erzeugten nominalen Attributes zugeordnet werden. Die Werte fiinf und sechs eines
ganzzahligen numerischen Attributes liegen nah zusammen. Ist fiinf stark mit der positi-
ven Klasse und sechs stark mit der negativen Klasse des Zielattributes korreliert, sollten
die beiden Werte nicht zur selben Ausprigung gehoren. Es wurde eine Reihe von Ver-
fahren zur iiberwachten Diskretisierung entworfen, die versuchen solche Information zu
bewahren. Die Verfahren benutzen u.a. den y2-Test und die Entropie, um die Intervall-
grenzen so zu wihlen, dass die in dem numerischen Attribut enthaltenen Informationen
iiber das Zielattribut nicht verloren gehen. Eine Ubersicht findet man in [8]. Das im
Rahmen dieser Diplomarbeit benutzte iiberwachte entropiebasierte Verfahren wird im
néchsten Abschnitt erldutert.

Alle vorgestellten Verfahren sind statisch, d.h. sie legen die Intervallgrenzen fiir jedes
Attribut unabhéngig von den anderen fest. Dynamische Verfahren hingegen versuchen,
Abhéngigkeiten zwischen den Attributen beim Festlegen der Intervallgrenzen zu beriick-
sichtigen [15].

Ein wichtiger Aspekt der Diskretisierung ist die mogliche Verkiirzung der Laufzeit ge-
geniiber dem Lernen mit unverénderten Datensétzen, da nominale Attribute (mit nur
wenigen Auspriagungen) fiir viele Lernverfahren einfacher zu handhaben sind als nume-
rische Attribute.

4.4 Recursive Minimal Entropy Partitioning

4.4.1 Entropie und Informationsgewinn

Die Entropie ist ein Maf aus der Informationstheorie, das von Shannon [30] eingefiihrt
wurde. Sie gibt an, wieviel ,Zufilligkeit’ in einem Signal oder einer Informationsfolge
steckt. Haufig spricht man in diesem Zusammenhang auch von Unsicherheit. Die Entropie
Ent(I) einer gegebenen Information I {iber einem Alphabet A ist definiert als

4|

Ent(I) == p; - logapi,
i=1

wobei mit p; die Wahrscheinlichkeit bezeichnet wird, mit der das i-te Symbol des Al-
phabets A in der Information I auftritt. Multipliziert man Ent(I) mit der Anzahl der
Symbole in der Information I, erhdlt man die erwartete minimal benotigte Anzahl von
Bits, um die Information darzustellen. Als Beispiel stelle man sich einen deutschen Text
vor. Die Information ist in diesem Fall eine Folge von Buchstaben. Einige dieser Buchsta-
ben kommen haufiger vor als andere. Z.B ist der Buchstabe ’e’ viel hdufiger als das ’y’.
Die Zeichenfolge ist nicht vollig zuféllig. Andererseits ist nie sicher, welcher Buchstabe
der nédchste ist. Mit der Entropie misst man den Grad dieser Zufilligkeit. Ein weiteres
Beispiel ist der wiederholte Wurf einer Miinze. Ist die Miinze fair, d.h. Kopf und Zahl
sind gleich wahrscheinlich, ist der Ausgang des Zufallsexperimentes vollig ungewiss. Die
Entropie nimmt dann den maximalen Wert an, ndmlich eins. Ist die Miinze gezinkt, also
z.B. die Wahrscheinlichkeit fiir Kopf wesentlich hoher als die fiir Zahl, wird die Unsicher-
heit iiber den Ausgang geringer. Die Entropie wird kleiner und n#hert sich immer mehr
null, je sicherer der Ausgang des Zufallsexperimentes ist. Fiir eine Menge von Beispie-
len lasst sich die Entropie beziiglich des Zielattributes bestimmen. Die Ausprigungen
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des Zielattributes bilden das Alphabet A. Nach Ermittlung der relativen H&ufigkeiten
fiir jede Ausprigung lésst sich die Entropie berechnen. Analog zum Miinzwurf wird die
Entropie maximal, wenn alle Klassen in der Beispielmenge gleich hiufig sind und betragt
null, wenn es nur eine Klasse gibt.

Der Informationsgewinn ist ein Kriterium, das von Entscheidungsbaumlernverfahren ein-
gesetzt wird. Die Beispielmenge wird dabei anhand der Ausprigungen eines Attributes
in mehrere Teilmengen aufgespaltet. Fiir jede dieser Teilmengen ldsst sich nun wieder
die Entropie berechnen. Die Summe dieser Entropien, jeweils gewichtet mit der Anzahl
der Beispiele in der Teilmenge, ergibt einen neuen Entropiewert fiir die gesamte Bei-
spielmenge. Die Differenz zwischen altem und neuem Entropiewert bezeichnet man als
Informationsgewinn.

4.4.2 Algorithmus

Das Grundprinzip dieses globalen iiberwachten Verfahrens [10] zur Diskretisierung ist, fiir
das betrachtete numerische Attribut einen Teilungspunkt zu finden, anhand dessen Wert
die Beispielmenge in zwei Teilmengen aufgeteilt wird: Jede Instanz, deren Attributwert
kleiner ist als der Wert des Teilungspunktes gehort zum ersten, der Rest zum zweiten
Teilintervall. Zur Bestimmung des Teilungspunktes testet der Algorithmus alle méglichen
Werte des Attributes und wéhlt den aus, fiir den der Informationsgewinn am grofiten ist.
Fiir eine Menge T von Instanzen bezeichnet Ent(T) die Entropie in den Ausprigungen
des Zielattributes. Mit K wird ein Kandidat fiir einen Teilungspunkt bezeichnet, der die
Instanzenmenge in die Teilmengen 77 und 75 aufteilt. Fiir einen Teilungspunktkandidaten
K, ein Attribut A und einer Menge T von Instanzen berechnet der Algorithmus
E(A;K;T) = @Ent(Tl) + @E’I’Lt(Tg).
T T

Anhand des besten Teilungspunktes K,,;, erfolgt die Aufteilung in zwei Teilintervalle,
auf die das Verfahren rekursiv angewendet wird, bis die auf dem Prinzip der minimalen
Beschreibungslidnge basierende Abbruchbedingung zutrifft. Diese ist definiert als

log2(IT] — 1) n A(A; K;T)
T T

Gain(A; K;T) <

Hierbei steht T fiir die gerade betrachtete Beispielmenge und
Gain(A; K;T) = Ent(T) — E(A; K;T), sowie

A(A; K;T) = loga(3F — 2) — [k - Ent(T) — ky - Ent(Ty) — ko - Ent(T3)).

Die Anzahl der verschiedenen Klassen in der Instanzenmenge S; wird mit k; bezeichnet.
Die Rekursion wird abgebrochen, wenn die Verkleinerung der Unsicherheit nicht mehr
grofs genug ist. Damit werden die Bereiche des numerischen Attributes, die eine hohe
Entropie haben, wo also alle Ausprigungen des Zielattributes moglichst gleich haufig
vertreten sind, sehr fein partitioniert, wihrend Bereiche mit geringer Entropie nur grob
partitioniert werden.

Das Verfahren wurde fiir die Lernumgebung YALE [21] implementiert. Der erste Test
erfolgte mit einem synthetisch erzeugten Datensatz bestehend aus 200.000 Beispielen. Der
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Adult Quantenphysik
J48 (ohne) | 67.89 86.17
J48 (RMEP) | 69.53 86.22
J48 (EFB5) | 67.62 82.99
J48 (EFB10) | 68.28 82.81

Tabelle 4.3: Accuracy von J48 auf Datensétzen ohne Diskretisierung (ohne), mit Recursi-
ve Minimal Entropy Partitioning (RMEP), Equal Frequency Binning mit 5 Bins (EFB5)
und Equal Frequency Binning mit 10 Bins (EFB10).

Instanzenraum bestand dabei aus 20 numerischen Attributen mit ganzzahligem Werte-
bereich von 0 bis 19 und einen nominalen Zielattribut mit zwei Klassen. Hierbei wurde
nur fiir das erste Attribut eine Korrelation der Werte 0 und 1 mit dem Zielattribut er-
zeugt. Als Ergebnis lieferte das Recursive Minimal Entropy Partitioning nur 0 und 1
als Teilungspunkte fiir das erste Attribut. Aus allen anderen numerischen Attributen
wurden nominale Attribute mit einer Ausprigung erzeugt; sie wurden korrekt als unin-
teressant erkannt. Danach wurden die Verfahren auf die spédter noch verwendeten Adult-
und Quantenphysik-Datensédtze angewandt und fiir die diskretisierten Daten mit dem
J48-Verfahren ein Entscheidungsbaum erzeugt. Die Ergebnisse sind in Tabelle 4.4.2 zu-
sammengefasst. Kine nidhere Beschreibung der Datensétze befindet sich in Kapitel 6.2.
Das Minimal Entropy Partitioning schneidet in allen Fillen gut ab. Zusammen mit der
Eigenschaft keinen Parameter zu brauchen, gab dieses den Ausschlag bei allen weiteren
Experimenten nur noch dieses Verfahren zur Diskretisierung zu verwenden. Ein erwéh-
nenswerter Nachteil des Verfahrens ist die Laufzeit. Das Equal Frequency Binning war
in allen Experimenten schneller.
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In diesem Kapitel ist der Iterating GSS Algorithmus beschrieben. Er kombiniert den Ge-
neric Sequential Sampling Ansatz mit Knowledge-Based Sampling um méglichst schnell
eine kompakte und aussagekriftige Menge von Subgruppen bzw. Regeln zu finden. Aufer-
dem nimmt er viele Verbesserungen am GSS Algorithmus vor. Um Knowledge-Based
Sampling einsetzen zu kdnnen, bedurfte der GSS Algorithmus einer Erweiterung, um mit
Gewichten umgehen zu kénnen. Es musste das Ziehen von Beispielen nach einer durch die
Gewichte simulierten Verteilung mit Hilfe der Verwerfungsmethode ermoglicht werden.
Desweiteren wurde zur Verkiirzung der Laufzeit die Haufigkeit, mit der die Berechnung
von Nutzen und Konfidenzintervall fiir die Hypothesen durchgefiihrt wird, verringert.
Auf die Problematik der Verwendung der Approximation durch die Normalverteilung
bei Berechnung der Konfidenzintervalle wurde bereits in Kapitel 4.1 kurz eingegangen.
Die Problematik wird in diesem Kapitel vertieft und eine Lésung vorgeschlagen. Eine
Beschreibung der einzelnen Verbesserungen des GSS Algorithmus erfolgt im Kapitel 5.1.
Das Problem der grofen Hypothesenrdume wurde angegangen, indem das Durchsuchen
des Hypothesenraumes nicht als Ganzes sondern sukzessive von einfachen zu komplexen
Hypothesen erfolgte. Dazu bedurfte es zum einen der Mdoglichkeit, den Hypothesenraum
nach Komplexitdt geordnet aufzuzéhlen (Kapitel 5.2). Zum anderen war ein Kriterium
erforderlich, um zu entscheiden, wann die Suche fiir eine bestimmte Komplexitét abgebro-
chen werden kann (Kapitel 5.3). Um nicht zu viele Hypothesen von grofter Komplexitét zu
erzeugen, bedurfte es weiterhin einer Methode, um solche Teile des Hypothesenraumes zu
verwerfen, die keine guten Hypothesen enthalten kénnen (Kapitel 5.4). Der Vorgang wird
als Pruming bezeichnet. Neu an diesem Ansatz ist die Kombination aus probabilistischer
Subgruppenentdeckung durch den GSS Algorithmus und der Suche in strukturierten Hy-
pothesenrdumen [34]. Im weiteren Verlauf des Kapitels wird der Iterating GSS Algorith-
mus zusammen mit seinen Variationsmoglichkeiten angegeben und erlautert (Kapitel 5.5
und 5.6). Am Ende des Kapitels erfolgt eine genauere Beschreibung der Implementierung
der zum Durchsuchen des Hypothesenraumes und fiirs Pruning eingesetzten Methoden
(Kapitel 5.7).

5.1 Maodifikationen des GSS Algorithmus

Der GSS Algorithmus wurde an einigen Stellen modifiziert, um die Kombination mit
Knowledge-Based Sampling zu ermoglichen und Nachteile zu vermeiden, die in der Stan-
dardversion auftreten.

5.1.1 Verwerfungsmethode und direkte Verwendung von Beispielgewichten

Um Knowledge-Based Sampling einsetzen zu konnen bedarf es der Modifikation des GSS
Algorithmus. In Schritt 3a wird zufillig ein Beispiel aus der Trainingsmenge T gezogen.
Da die Beispiele im Gegensatz zu dem im Kapitel 4.1 vorgestellten Algorithmus nicht
mehr ausschliefslich gleichverteilt gezogen werden, ist die Einfithrung von Gewichten fiir
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while (true) do

Ziehe zufillig mit Zuriicklegen eine Instanz x; aus T.

Erzeuge eine Zufallszahl z € [0, 1].

if (w(x;) > z) then

— Fiige z; in Q); ein.
— break.

Abbildung 5.1: Modifikation von Schritt 3a des Generic Sequential Sampling Algorithmus
mit der Verwerfungsmethode

jedes Beispiel der Trainingsmenge notig, um die aktuelle Verteilung zu reprasentieren. Um
Beispiele unter dieser Verteilung zu ziehen, nutzt der GSS Algorithmus die in Kapitel 4.2.3
vorgestellte Verwerfungsmethode. Dazu muss Schritt 3a des GSS Algorithmus (Abbildung
4.1) durch die Zeilen in Abbildung 5.1.1 ersetzt werden.

Die Verwendung der Verwerfungsmethode bedarf der Normierung der Beispielgewich-
te auf das Intervall |0,1] nach jeder Iteration (Kapitel 4.2.3). Dazu wird das maximale
Gewicht bestimmt und alle Beispielgewichte hierdurch dividiert. Nach vielen Iterationen
tendieren die Beispielgewichte dazu, klein zu werden. Dieses hat das Verwerfen vieler
Beispiele und die hiufige Wiederholung des Zufallsexperimentes ,Ziehen eines zufélligen
Beispiels mit Zuriicklegen® zur Folge. Eine Alternative bietet die Verwendung der Ge-
wichte ohne eine Normierung auf das Intervall |0,1]. In diesem Fall wird kein Beispiel
verworfen und die verénderte Verteilung direkt durch die Gewichte simuliert. Beispie-
le mit einem Gewicht grofer als eins zéhlen verstirkt, wihrend Beispiele mit Gewicht
kleiner eins von verminderter Wichtigkeit sind. Die Betrachtung der Bewertung von ab-
gedeckten und korrekt vorhergesagten Beispielen fiir eine Regel macht dieses deutlich.
Im Gegensatz zur Verwerfungsmethode werden nicht die abgedeckten und die korrekt
vorhergesagten Beispiele gezihlt, sondern das abgedeckte und das korrekt vorhergesag-
te Beispielgewicht. Fiir die Performanz einer Regel ist wichtig, Beispiele mit grofem
Gewicht abzudecken und korrekt vorherzusagen. Dagegen zdhlt bei der Verwerfungsme-
thode jedes Beispiel mit einem Gewichte von eins. Die Wichtigkeit eines Beispiels wird
durch die geringe Wahrscheinlichkeit fiir ein Verwerfen reprasentiert. Die Regel mit dem
groften unnormierten Gewicht erhélt durch die Normierung ein Gewicht von eins und
wird deshalb nie verworfen. Bei direkter Verwendung der Gewichte kann Schritt 3a des
GSS Algorithmus unverindert iibernommen werden. Lediglich die Einfiihrung von Bei-
spielgewichten ist ndtig. Damit entfillt das zweite Zufallsexperiment Erzeugen einer
Zufallszahl aus dem Intervall |0,1]. Zusammen mit der Tatsache, dass keine Beispiele
verworfen werden, resultiert dieses meist in einer geringeren Laufzeit als bei Verwendung
der Verwerfungsmethode.

5.1.2 Veranderung der SchrittgrilRe

Zum besseren Versténdnis dieser Modifikation des GSS Algorithmus wird zunéchst auf
die Aufteilung der Irrtumswahrscheinlichkeit ¢ eingegangen. Mit € wird der maximale
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Fehler und mit |H| die Anzahl der verbliebenen Regeln bezeichnet.

Der GSS Algorithmus (Abbildung 4.1) verwendet eine Hélfte der zur Verfiigung stehen-
den Irrtumswahrscheinlichkeit ¢, um Konfidenzintervalle fiir den Nutzen aller verbliebe-
nen Regeln in der Abbruchbedingung der Schleife in Schritt 3 zu schétzen. Diese muss
auf alle verbliebenen Regeln aufgeteilt werden. Es wird ein Konfidenzintervall um den
geschétzten Nutzen berechnet, in dem der wahre Nutzen jeder Regel mit Wahrschein-
lichkeit 2\LH liegt. In Summe ergibt sich dann eine Irrtumswahrscheinlichkeit von % Die
andere Héil%te von ¢ wird innerhalb der Schleife in Schritt 3d verwendet, um nach jedem
gezogenen Beispiel fiir alle Regeln ein Konfidenzintervall um deren geschétzten Nutzen
zu berechnen. Auf dieser Basis werden Regeln verworfen oder der Losung hinzugefiigt.
Deshalb muss g zusdtzlich auf die maximal benétigte Beispielanzahl M aufgeteilt werden.
Das Konfidenzintervall um den geschétzten Nutzen muss den wahren Wert mit Wahr-
scheinlichkeit ﬁ enthalten. Der Wert von M hiingt von der verwendeten Nutzenfunk-
tion, dem Maximalfehler € und von § ab (Tabelle 4.1). Je nach Wahl dieser Parameter
kann M sehr groft werden, wodurch die Irrtumswahrscheinlichkeit in kleine Teile aufge-
spaltet wird. Damit werden die Konfidenzintervalle gréffer und es werden mehr Beispiele
benotigt bevor der Algorithmus terminiert. Hinzu kommt, dass durch die hdufigen Be-
rechnungen ein hoher Rechenaufwand betrieben wird. Durch die gew#hlte Aufteilung der
Irrtumswahrscheinlichkeit wird davon ausgegangen, dass die Schitzungen fiir den wahren
Nutzen in jedem Durchlauf durch die Schleife unabhingig voneinander sind. Die Schét-
zungen wiirden auch gelten, wenn die Beispiele nach jedem Durchlauf durch die Schleife
komplett neu gezogen werden. Da aber stets nur ein neues Beispiel gezogen wird, sind die
Schitzungen nicht unabhéngig voneinander und die Aufteilung der Irrtumswahrschein-
lichkeit konservativ. Schritt 3d sollte daher nicht in jedem Schleifendurchlauf ausgefiihrt
werden.

Der GSS Algorithmus wurde um den Parameter Schrittgrofse erweitert. Damit ist es
moglich, die Anzahl von Beispielen anzugeben, die jeweils gezogen werden muss, bevor
Schritt 3d erneut ausgefiihrt wird. Beispielsweise fiihrt der Algorithmus Schritt 3d bei
einer Schrittgréfse von 1000 jeweils nach 1000 gezogenen Beispielen durch.

5.1.3 Verwendung der Approximation durch die Normalverteilung

Der GSS Algorithmus benutzt bei der Berechnung der Konfidenzintervalle Schranken, die
mit Hilfe der Normalverteilung berechnet wurden, anstatt der durch die Hoeffding Un-
gleichung gelieferten Schranken. Der Grund dafiir ist, dass bei Verwendung der Normal-
verteilung bessere (kleinere) Konfidenzintervalle gefunden werden. Als Argument dient
der zentrale Grenzwertsatz [9] und die Tatsache, dass der Algorithmus keine Losun-
gen ausgibt bevor die Stichprobengrofe einige hundert Beispiele betrigt. Der zentrale
Grenzwertsatz besagt, dass sich die Verteilung der (normierten) Summe unabhéngiger
und identisch verteilter Zufallsvariablen immer mehr der Normalverteilung anndhert je
grofer die Anzahl der Zufallsvariablen ist. Dieses Argument soll fiir die verschiedenen
Nutzenfunktionen ndher untersucht werden.

Als erste Nutzenfunktion wird die Accuracy betrachtet. Fiir Regel R sei X; die Zufalls-
variable, die angibt, ob R das i-te Beispiel korrekt vorhersagt:

Y 0, falls R das i — te Beispiel falsch vorhersagt,
‘) 1, falls R das i — te Beispiel korrekt vorhersagt.
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Die Accuracy ist definiert als die Wahrscheinlichkeit fiir das Ereignis, dass die Regel R
eine korrekte Vorhersage macht. Sie ergibt sich als normierte Summe (% v, Xi bein
Zufallsexperimenten) der unabhéngig und identisch verteilten Zufallsvariablen X;. Damit
ist sie binomialverteilt, ldsst sich aber durch die Normalverteilung approximieren, falls
die Anzahl von gezogenen Beispielen grof genug ist. Ab wievielen Beispielen die Appro-
ximation gut ist, hingt von der Wahrscheinlichkeit ab, mit der das betrachtete Ereignis
eintritt. Bei dem Ereignis handelt es sich in diesem Fall um die korrekte Vorhersage eines
Beispiels durch die Regel. Dessen Wahrscheinlichkeit entspricht der Accuracy. Allgemein
wird die Wahrscheinlichkeit fiir das betrachtete Ereignis mit p bezeichnet.

In Abbildung 5.2 ist fiir unterschiedliche Beispielanzahlen und Werte von p die Giite

der Approximation dargestellt. Die Approximation ist umso besser je niher der Wert von
p an 0.5 liegt. Ab einer Beispielanzahl von 100 ist die Approximation auch fiir extreme
Werte von p hinreichend gut. Da das Ziehen eines Beispiels bei der Accuracy immer
einem Zufallsexperiment entspricht, ist in diesem Fall ab Beispielanzahlen von 100 die
Approximation durch die Normalverteilung hinreichend gut.
Fiir Nutzenfunktionen wie Weighted Relative Accuracy, Squared und Binomial ist dieses
Vorgehen problematisch, da in deren Berechnung Coverage und Precision eingehen. Diese
sind ebenfalls binomialverteilt. Bei der Berechnung der Coverage ist jedes Ziehen eines
Beispiels ein Zufallsexperiment. Dieses gilt nicht bei der Precision. Hier entspricht die
Anzahl von durchgefithrten Zufallsexperimenten der Anzahl der durch die Regel abge-
deckten Beispiele. Bei Regeln, die fiir wenige Beispiele anwendbar sind, ist ein Riickschluss
von der Anzahl der gezogenen Beispiele auf die Giite der Approximation der Binomial-
verteilung durch die Normalverteilung nicht mdglich. Dieses gilt insbesondere, wenn die
Precision der Regel extreme Werte nahe eins oder null annimmt. Der GSS Algorithmus
wurde deshalb dahingehend erweitert, dass er bei der Berechnung der Konfidenzintervalle
erst die Normalverteilung eingesetzt, wenn die Anzahl der durch eine Regel abgedeckten
Beispiele einen vorgegebenen Wert erreicht. Davor werden die mit Hilfe der Hoeffding-
Ungleichung gewonnenen Schranken zur Berechnung verwendet. Die Verwendung der
Normalverteilung hdngt nicht direkt von der Anzahl der gezogenen Beispiele ab.

5.2 Erzeugung des Hypothesenraumes

Ein Parameter des GSS Algorithmus ist der verwendete Hypothesenraum. Dieser muss
nicht zwangsldufig aus allen Hypothesen bestehen, die fiir den gegebenen Instanzenraum
erzeugt werden konnen. Es ist moglich, den GSS Algorithmus wiederholt mit einem be-
stimmten Teil des Hypothesenraumes auszufithren. Dieses kann man nutzen, indem der
GSS Algorithmus zuerst nur mit Hypothesen von geringer Komplexitéit aufgerufen wird
und der Ubergang zu komplexeren Hypothesen dann erfolgt, wenn beziiglich der Nut-
zenfunktion keine guten Hypothesen mehr gefunden werden. Ein solches Vorgehen ist
sinnvoll und nétig, da selbst fiir nicht unendliche Instanzenrdume hiufig die Menge aller
Hypothesen so grofs ist, dass diese nicht mehr effizient zu handhaben sind. Der ver-
wendete Hypothesenraum besteht ausschlieflich aus Regeln mit konjunktiv verkniipften
Literalen. Der Einfachheit halber wird fiir sie stets die Abkiirzung Regeln verwendet.
Um Regeln von geringer zu hoher Komplexitit zu erzeugen, bedarf es einer Definition
der Komplexitit einer Regel.
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Abbildung 5.2: Approximation von Binomialverteilungen mit verschiedenen Parametern
durch Dichtekurven der Normalverteilung.
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Definition 17. (Komplezitit einer Regel)
Fiir eine Regel R ist die Komplexitit ¢(R) definiert als die Anzahl von Literalen in der
Pramisse der Regel. Die Komplezitdt einer Regel wird auch mit Regellinge bezeichnet.

Es wird eine Mdoglichkeit benotigt, Regeln unter Vermeidung der Erzeugung von Du-
plikaten aufzuzéhlen. In Anlehnung an [34] werden Verfeinerungen verwendet, die durch
Anhéngen eines weiteren Literals an die Pramisse einer Regel erzeugt werden. Die At-
tribute des Instanzenraumes werden bei eins beginnend indexiert. Gleiches gilt fiir die
Ausprégungen eines Attributes. A; bezeichnet das i-te Attribut und a;; die j-te Auspré-
gung des i-ten Attributes. Fiir Literale P' = (Aj, = ay) und P = (4; = a;;) lisst sich
eine totale Ordnung definieren.

Definition 18. (Totale Ordnung von Literalen)

’

P = (Ay =ag) > P = (A = aij) = (k> i) oder (k=1 undl> k).
So ist es moglich, die direkten Nachfolger einer Regel zu bestimmen.

Definition 19. (Direkte Nachfolger einer Regel)

Fiir eine Regel R =Py APaN---ANP; = K sind die direkten Nachfolger definiert als alle
Regeln R =Py APa A+ ANP; AP, = K mit P, > P;. Eine Regel R ist Nachfolger einer
Regel R, wenn R durch eine Kette von direkten Nachfolgern mit R verbunden ist.

Die direkten Nachfolger enstehen, indem an die Pramisse alle Literale angehéingt wer-

den, die geméf der definierten Ordnung grofser sind als das letzte Literal der betrachteten
Regel. Dieser Vorgang wird mit Verfeinerung bezeichnet. Wiederholte Anwendung der
Verfeinerung liefert die weiteren Nachfolger der Regel.
So steht eine Moglichkeit zur Verfiigung, alle Regeln strukturiert nach ihrer Komplexitét
unter Vermeidung der Erzeugung von Duplikaten aufzuzéhlen. Zuerst werden alle Regeln
der Komplexitét eins erzeugt. Alle Regeln der Komplexitét zwei erhélt man daraus durch
Generierung der direkten Nachfolger. Dieses Vorgehen kann beliebig wiederholt werden,
um Regeln mit héherer Komplexitit zu erzeugen. Dabei sinkt die Coverage der Verfeine-
rung im Vergleich zur Coverage der urspriinglichen Regel. Dieses wird beim Pruning 5.4
ausgenutzt.

5.3 Suche im Hypothesenraum

Um den Hypothesenraum aller Regeln sinnvoll von geringer zu hoher Komplexitéit zu
durchsuchen, ist es nétig ein Kriterium zu finden, mit dem entschieden werden kann,
wann eine Erh6hung der Komplexitéit notig ist. Eine Moglichkeit ist die Erh6hung vorzu-
nehmen, wenn die beste im Hypothesenraum der aktuellen Komplexitéit gefundene Regel
von schlechter Qualitét ist. Es bietet sich an, die Giite einer Regel R anhand des Nutzen
und der Grofe des Konfidenzintervalles zu beurteilen.

Im einfachsten Fall wird ein Mindestnutzen ¢, vorgegeben. Fiir die beste Regel R
und die Nutzenfunktion q wurden aus einer Stichprobe der Groéfse m ein empirischer
Nutzen ¢(R) geschéitzt und ein Konfidenzintervall E(R,q,d,m) berechnet. Gilt G(R) +
E(R,q,0,m) < qmin wird die Regel als nicht nitzlich eingestuft, da sie mit hoher Wahr-
scheinlichkeit nicht mehr den Minimalnutzen erreichen kann, selbst wenn der wahre Nut-
zen am oberen Ende des Konfidenzintervalles liegt.

40



5 Iterating GSS

Eine andere Moglichkeit beruht auf der Annahme, dass die beste Regel R nicht ausge-
geben wird, bevor die Stichprobe eine grofse Anzahl m von Beispielen umfasst. Es wird
der Wert §(R) — E(R,q,0,m) berechnet, also die Differenz aus Nutzen und Konfiden-
zintervall von R. Ergibt sich dabei ein Wert kleiner oder gleich ¢, kann dieses zum
einen dadurch bedingt sein, dass die Regel nur wenige Beispiele abdeckt und somit das
Konfidenzintervall auch nach vielen Beispielen noch grofs ist. Zum anderen besteht die
Moglichkeit, dass die Regel zwar viele Beispiele abdeckt und das Konfidenzintervall klein
ist, sie aber einen so geringen Nutzen hat, dass sich durch Abziehen des Konfidenzinter-
valles ein Wert kleiner oder gleich ¢,,;, ergibt. Beide Fillen werden als Zeichen fiir eine
Regel mit geringem wahren Nutzen angesehen. Eine alternative Vorstellung dieses Kri-
teriums ist, dass die gefundene Regel mit hoher Wahrscheinlichkeit einen wahren Nutzen
groker als g, haben muss, um niitzlich zu sein. Der schlimmsten Fall tritt ein, wenn
der wahre Nutzen am unteren Ende des Konfidenzintervalles liegt. Wird beispielsweise
gmin=0 gewahlt, werden alle Regeln, die einen positiven Nutzen garantieren, als niitzlich
eingestuft.

Desweiteren kann die Giite einer Regel nur auf Basis des geschétzten Nutzens unter Ver-
nachlissigung der berechneten Konfidenzintervalle beurteilt werden. In diesem Fall gilt
eine Regel R als niitzlich, falls g(R) > ¢ ist.

Als weiteres Kriterium fiir die Qualitét einer Regel kann die Anzahl der bendtigten Bei-
spiele bis zur Ausgabe benutzt werden. Der GSS Algorithmus bendétigt nur eine kleine
Stichprobe, wenn die guten Regeln sich beziiglich der Nutzenfunktion stark von den
schlechten unterscheiden. Im Umkehrschluss bedeutet eine grofse Anzahl von Beispiele in
der Stichprobe, dass sich die Regeln beziiglich des Nutzens nicht stark voneinander unter-
scheiden. Wichst die Stichprobengrofe, nachdem bereits einige Regeln gefunden wurden,
bis zur Ausgabe der nichste Regel im Vergleich zu vorher stark an, kann dieses so in-
terpretiert werden, dass schon alle guten Regeln der betrachteten Komplexitéit gefunden
sind. Die Unterscheidung von guten und schlechten Regeln fiir verschiedene Datensétze
ist unterschiedlich schwer. Aufserdem kommt es pro gefundener Regel meist zu einem
gewissen Anstieg der Stichprobengrofe. Als Vergleichswert wird die durchschnittlich be-
notigte Stichprobengrofe aller bisher gefundenen Regeln einer Komplexitit verwendet.
Die Stichprobengréfie bis zur Ausgabe der néchsten Regel wird mit diesem Wert vergli-
chen. Weicht die Stichprobengrofie der neuen Regel um mehr als einen gegebenen Faktor f
(Beispielfaktor) von der durchschnittlichen Stichprobengrofe ab, wird die Regel als nicht
niitzlich bewertet.

5.4 Pruning

Mit einem Kriterium zur Bewertung der Niitzlichkeit einer Regel ist es mdglich, den
Hypothesenraum von geringer zu hoher Komplexitéit zu durchsuchen. Allerdings wird
der Hypothesenraum schon bei Regeln der Léinge drei oder vier so grof, dass er nicht
mehr effizient zu handhaben ist. Es ist meist nicht notig alle Regeln einer bestimmten
Komplexitét zu betrachten, wenn schon Informationen iiber die Regeln einer niedrigeren
Komplexitdt bekannt sind und ein Mindestnutzen ¢,,;, vorgegeben ist. Der Grund liegt
darin, dass durch die Art der Erzeugung der direkten Nachfolger vom Nutzen einer Regel
Riickschliisse auf den Nutzen ihrer direkten Nachfolger gezogen werden konnen. Es ist
moglich eine obere Schranke fiir den Nutzen aller direkten Nachfolger einer Regel zu be-
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rechnen. Diese Schranke gilt nicht nur fiir die direkten sondern fiir alle Nachfolger. Ist sie
kleiner als der Mindestnutzen gy, ist die Betrachtung der Nachfolger nicht notig. Es ist
zu beachten, dass aufgrund der Natur des GSS Algorithmus die Schranke nur mit einer
vorgegebenen Wahrscheinlichkeit giiltig ist. Der Nutzen, der Basis fiir die Berechnung
ist, wird aufgrund einer Stichprobe geschéitzt. Es kann nicht garantiert werden, dass er
dem wahren Nutzen entspricht. Im Folgenden wird beschrieben, wie die obere Schranke
berechnet werden kann.

Die direkten Nachfolger einer Regel werden erzeugt, indem ein weiteres Literal an die
Pramisse angehéngt wird. Durch diese Verfeinerung wird eine Regel spezieller. Ist R’ ein
direkter Nachfolger der Regel R, deckt R’ nur eine Teilmenge der Beispiele ab, die von R
abgedeckt werden. Beispielsweise handelt es sich bei der Menge der Kunden einer Bank,
die &lter als 65 sind und mehr als 10.000 Euro pro Monat verdienen, um eine Teilmenge
aller Kunden, die dlter als 65 sind. Zur Veranschaulichung der moglichen Entwicklungen
bei Verfeinerung einer Regel wird eine grafischen Darstellung verwendet. Eine Regel teilt
die Menge der Beispiele in vier Klassen ein. Es handelt sich um die abgedeckten posi-
tiven Beispiele (True Positives), die abgedeckten negativen Beispiele (Fualse Positives),
die nicht abgedeckten positiven Beispiele (False Negatives) und die nicht abgedeckten
negativen Beispiele (True Negatives). Der Coverage Space [14] erlaubt den Vergleich
verschiedener Regeln anhand der abgedeckten positiven und negativen Beispiele. Dazu
werden die Regeln in ein zweidimensionales Koordinatensystem eingezeichnet. Auf den
beiden Achsen werden die abgedeckten positiven und negativen Beispiele abgetragen.
|Y, | bezeichnet die Anzahl aller positiven Beispiele, wihrend |Y_| die Anzahl aller nega-
tiven Beispiele bezeichnet. Jede Regel kann zwischen null und |Y; | positive und zwischen
null und |Y_| negative Beispiele abdecken. In Abbildung 5.3 ist der Coverage Space fiir
eine Trainingsmenge mit |Y, | positiven und |Y_| negativen Beispielen dargestellt. Auf
der diagonalen Linie liegen alle Regeln, die gleich viele positive und negative Beispiele
abdecken.

Wie kann man Riickschliisse vom Nutzen einer Regel auf den Nutzen der Nachfolger
ziehen? Wird eine Regel R zu einem direkten Nachfolger R’ verfeinert, verringert sich die
Anzahl der abgedeckten Beispiele. Daher liegen Verfeinerungen R’ einer Regel R in der
grafischen Darstellung des Coverage Space stets unterhalb oder links von R. In Abbil-
dung 5.3 sind einige mogliche Resultate der Verfeinerung eingezeichnet. Es kann sowohl
die Anzahl der abgedeckten positiven Beispiele als auch die Anzahl der abgedeckten ne-
gativen Beispiele kleiner werden. Fiir die Nutzenfunktionen Accuracy, Weighted Relative
Accuracy, Squared und Binomial steigt der Nutzen monoton, wenn durch die Verfeine-
rung nur die Anzahl der abgedeckten negativen Beispiele kleiner wird [35|. Deshalb er-
reicht derjenige direkte Nachfolger R’ einer Regel R den bestmoglichen Nutzen, der nach
der Verfeinerung keine negativen Beispiele mehr abgedeckt. In Abbildung 5.3 ist dieser
Punkt mit R* gekennzeichnet. Damit erhélt man allerdings noch nicht die gesuchte obere
Schranke fiir den Nutzen aller Nachfolger einer Regel. Der Nutzen wird aufgrund einer
Stichprobe geschitzt. Es bedarf daher der Berechnung eines Konfidenzintervalles um den
geschétzten Nutzen, in dem der wahre Nutzen mit vorgegebener Irrtumswahrscheinlicheit
0 liegt. Bei optimistischer Schitzung ergibt sich der beste Nutzen einer Regel, wenn der
wahre Nutzen am oberen Ende des berechneten Konfidenzintervalles liegt. Mit R/Opt wird
der direkte Nachfolger einer Regel R bezeichnet, der keine negativen Beispiele abdeckt,
aber alle positiven von R abgedeckten Beispiele. Die obere Schranke fiir den Nutzen der
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Abbildung 5.3: Grafische Darstellung des Coverage Space zur Verdeutlichung der mogli-
chen Resultate der Verfeinerung einer Regel

Nachfolger einer Regel R wird berechnet, indem die Summe aus Nutzen und Grofe des
Konfidenzintervalles' von R;pt gebildet wird. Da eine obere Schranke gesucht wird kann
angenommen werden, dass ein solcher direkten Nachfolger existiert.

Um die Korrektheit der Schranke zu zeigen muss zum einen bewiesen werden, dass kein
direkter Nachfolger R* der Regel R existiert, fiir den die Summe aus Nutzen und Grofe
des Konfidenzintervalles grofser ist als fiir R;pt. Zum anderen muss gezeigt werden, dass
die Summe aus Nutzen und Grofse des Konfidenzintervalles monoton kleiner wird, wenn
durch Verfeinerungen die Nachfolger von R;pt erzeugt werden.

Wie bereits erwihnt ist der Nutzen der Regel R;pt optimal unter allen Verfeinerungen

von R. Ebenso konnen die Nachfolger von R, keinen besseren Nutzen haben, da durch
weitere Verfeinerung nur weniger positive Beispiele abgedeckt werden. Eine grofere Sum-
me aus Nutzen und Grofe des Konfidenzintervalles als fiir R;pt kann sich daher nur fiir
einen Nachfolger R* der Regel R ergeben, der ein grokeres Konfidenzintervall als R
hat.

Bei der Berechnung des Konfidenzintervalles ist zu beachten, dass durch die Annahme,
dass keine negativen Beispiele mehr abgedeckt werden, die Regel R;pt eine Precision
von eins hat. Da eine obere Schranke gesucht wird und die Precision nicht grofser als
eins werden kann, muss sie bei der Berechnung des Konfidenzintervalles nicht mehr be-
riicksichtigt werden. Das hat Konsequenzen fiir die Nutzenfunktionen Weigted Relative

Accuracy, Squared und Binomial, die Coverage und Bias multiplizieren. Dieses wird am

/
opt

'Die GroRe des Konfidenzintervalles bezieht sich hier nur auf die maximal mogliche Abweichung des
Nutzens nach oben. Genauer miiftte man von halber Grofe des Konfidenzintervalles sprechen.
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Beispiel der Weighted Relative Accuracy ersichtlich:
WRACC(r —Y,):=COV(r —Y,) - BIAS(r — Y)

=COV(r —Y,) - (PREC(r —Y,) — PrlYy])
=COV(r—Y,)-(1— PrlY.).

Da die apriori Wahrscheinlichkeit konstant ist, geniigt die Berechnung des Konfidenzin-
tervalles fiir die Coverage. Die Coverage wird als Durchschnitt {iber eine Instanznutzen-
funktion berechnet (Instance-Averaging). Bei Verwendung der entsprechenden Schranken
ergibt sich fiir die Nutzenfunktionen Binomial und Squared ein besseres (kleineres) Konfi-
denzintervall als mit den Standardschranken. Accuracy und Weighted Relative Accuracy
verwenden ohnehin diese Schranken. Probleme bereiten Verfeinerungen, die noch einige
negative Beispiele abdecken. Bei solchen Regeln miissten aufgrund der Tatsache, dass die
Precision nicht eins ist, die schlechteren Schranken fiir Binomial und Squared verwendet
werden. Dabei nimmt man allerdings eine Verfeinerung vor, die in einem schlechteren
Nutzen resultiert als R;pt. Gleichzeitig ergeben sich wesentlich ungenauere Konfidenz-
schranken. Aus diesen Griinden ist die Auswertung solcher Regeln unnétig. Somit gentigt
zur Klirung der Frage, ob es einen Nachfolger R der Regel R gibt, der ein grikeres Kon-
fidenzintervall als R;pt hat, die Betrachtung von Instance-Averaging Nutzenfunktionen,
zu denen Coverage, Accuracy und Weigted Relative Accuracy gehoren.

Formal lautet die Frage, ob es einen von R;pt verschiedenen Nachfolger R’ der Regel R
gibt, so dass fiir eine Instance-Averaging Nutzenfunktion ¢ gilt:

a(R,,,) + E(R,,,q,m,0) < q(R) + E(R,q,m,?).

Die Nachfolger R* der Regel R, die in der grafischen Darstellung des Coverage Space
unterhalb bzw. rechts von R;pt liegen (Abbildung 5.3), decken weniger bzw. mehr Bei-
spiele ab als R;pt. Fiir die betrachteten Nutzenfunktionen stellt unabhingig davon jedes
gezogene Beispiel ein Zufallsexperiment dar. Die Beispielanzahl m, auf deren Basis das
Konfidenzintervall berechnet wird, ist daher fiir jeden moglichen Nachfolger von R gleich.
Fiir geringe Beispielanzahlen m wird die Groke E(m, ) des Konfidenzintervalles in beide

Richtungen folgendermafsen berechnet:

1 2
E(m,d) =/ %logg.

Die Grofe des Konfidenzintervalles héngt nur von der Anzahl gesehener Beispiele ab
und ist fiir jeden moglichen Nachfolger von R gleich. Fiir grofse Beispielanzahlen m wird
die beidseitige Grofe des Konfidenzintervalles mit Hilfe der Normalverteilung berechnet,
wobei 2 s das (1 — %)—Quantil der Normalverteilung und s, die empirische Standard-

abweichung der Regel R’ bezeichnet:
E(m,d) = 28 Sy
Das (1 — g)—Quantil der Normalverteilung héngt nur von ¢ ab und ist fiir alle Nach-

folger von R gleich. Verschieden grofte Konfidenzintervalle konnen nur aus einer unter-
schiedlichen Standardabweichung resultieren. Fiir Instance-Averaging Nutzenfunktionen
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Nutzenfunktion obere Schranke
ACC U(ACCR,0)=ACC(R,,) + E*(R,,, ACC,m,?)
WRACC U(WRACC R,0)—(COV(R,,,) + E*(R,,, COV,m,d)) - (1 — Pr[Y])

/
opt»

SQUARED | U(SQUARED,R.5)=(COV (R,,,) + E*( COV,m,8))? - (1 — PrlY;))

BINOMIAL | U(BINOMIAL,R,5)—/COV (R,,,) + E*(R,

opt

COV,m,é) - (1 — Pr[Y.])

Tabelle 5.1: Obere Schranken fiir verschiedene Nutzenfunktionen

wie Accuracy und Weighted Relative Accuracy, die als Durchschnitt der Werte einer In-
stanznutzenfunktion g;,s definiert sind, wird die empirische Standardabweichung s, des
Nutzens einer Regel R’ berechnet als:

i\l Z(Qinst(h7 xi) - qA(h’ Qm))2

m i=1

Wiederum ist die Zahl m der Beispiele fiir alle Nachfolger gleich. Unterschiede in der Stan-
dardabweichung ergeben sich durch die individuellen Werte der Instanznutzenfunktion.
Sie nimmt die Werte null oder eins an. Die empirische Standardabweichung wird maxi-
miert, wenn g, fiir eine Halfte der Beispiele den Wert null annimmt und fiir die andere
den Wert eins. Der maximale Wert betréigt ﬁ Durch die Verfeinerung einer Regel R zu

einem Nachfolger R/, verdndern sich fiir einige g;nst die Werte. Die Standardabweichung
wird maximal fiir den Nachfolger R, bei dem die Anzahl der Instanznutzenfunktionen
mit ¢jnst = 1 am néchsten an % liegt. Dieses muss nicht zwangsldufig fiir R, der Fall

sein. Daher kann es einen direkten Nachfolger R’ der Regel R geben, der ein groferes
Konfidenzintervall hat als R;pt. Auflerdem kann auf diese Weise nicht garantiert werden,
dass die Summe von Nutzen und Grofe des Konfidenzintervalles bei weiterer Verfeine-

/ . . .
rung von R, , monoton abnimmt. Um eine konservative obere Schranke zu erhalten, kann
/

opt

deshalb bei der Berechnung des Konfidenzintervalles von R, die maximale Standard-

opt
abweichung ﬁ benutzt werden.

Bezeichnet E*(R;pt,q,m, ) das Konfidenzintervall, dass man bei Verwendung der ma-
ximalen Standardabweichung fiir gegebenes § und die Nutzenfunktion ¢ erhilt, ergeben
sich die in Tabelle 5.1 angegebenen oberen Schranken.

5.5 Algorithmus

Der Iterating GSS Algorithmus verwendet alle in den obigen Abschnitten vorgestellten
Konzepte. Der Hypothesenraum aller Regeln wird von geringer zu hoher Komplexitét
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durchsucht. Es werden zunichst alle niitzlichen Regeln der Lange eins bestimmt. Zur
Beurteilung der Niitzlichkeit einer Regel der aktuellen Komplexitit wird eines der Kri-
terien aus Kapitel 5.3 verwendet. Wird eine Regel gefunden, die nicht niitzlich geméf
dieses Kriteriums ist, erfolgt eine Erhohung der Komplexitét. Die Anzahl der erzeugten
Regeln wird durch den Einsatz von Pruning kontrolliert. Dieses Vorgehen wird bis zu
einer gegebenen maximalen Komplexitét wiederholt.

Der Iterating GSS Algorithmus ist mit den grundlegenden Parametern in Abbildung 5.5
angegeben. Die Notation lehnt sich stark an den in [24] verwendeten Pseudocode an. Fiir
Zuweisungen wird das Symbol <« benutzt, Methoden- und Funktionsnamen werden
in Grofsbuchstaben, Anweisungen in fetten Buchstaben notiert. Fiir Vergleiche und die
vier Grundrechenarten finden die mathematischen Standardsymbole Verwendung. Eine
Ubersicht der fiir den Iterating GSS Algorithmus verwendeten Notationen befindet sich
in Anhang A. Bei den Datentypen und -strukturen Boolean, Integer, Double, Menge und
Liste wird vorausgesetzt, dass sie zusammen mit den mdoglichen Operationen bekannt
sind. Die Datenstruktur Resultat verwaltet eine Regel inklusive Nutzen sowie Konfi-
denzintervall und erlaubt den Zugriff auf die einzelnen Bestandteile. Diese und andere
verwendete Datenstrukturen werden genauer in Kapitel 5.7 beschrieben. Eine Ubersicht
der Datentypen und -strukturen ggf. unter Angabe der méglichen Operationen ist in An-
hang B dargestellt. Bei den Datenstrukturen Menge und Liste wird stets der enthaltene
Datentyp angegeben. Der Algorithmus erhilt als Kingabe zunéchst den Instanzenraum
X, die Trainingsmenge T von Beispielen und die Nutzenfunktion ¢. Dabei handelt es sich
um eine der Funktionen Weighted Relative Accuracy, Accuracy, Squared und Binomial.
Desweiteren geben 4§, € und ¢? . die Irrtumswahrscheinlichkeit, den maximal zuléssigen
Fehler und den Minimalnutzen an, den eine Regel haben muss, um in die Losung aufge-
nommen zu werden. Die Anzahl von Regeln in der Losung wird durch den Parameter k
angegeben. Der Eingabeparameter cgq,¢ gibt die Komplexitéit der Regeln zu Beginn an.
Der initiale Hypothesenraum besteht aus allen Regeln, deren Komplexitét kleiner oder
gleich cpip ist. Mit ¢4, wird die maximale Komplexitidt angegeben, die Regeln haben
kénnen. Um zu entscheiden, wann der Algorithmus die Komplexitéit erhoht, bendtigt er
ein Kriterium, um die Qualitét einzelner Regeln bewerten zu kénnen. Der Eingabepara-
meter o bestimmt welches Kriterium benutzt wird. Bei g%, und f handelt es sich um
die Parameter Mindestnutzen und Beispielfaktor, die zur Bewertung der Qualitét einer
Regel benotigt werden (Kapitel 5.3). Zusétzlich geben (8 die Schrittgrofe fiir den GSS
Algorithmus und ~ die Anzahl von Beispielen an, die eine Regel abdecken muss, bevor die
Approximation durch die Normalverteilung benutzt wird. Schlieflich legt der Parameter
w fest, ob die Verwerfungsmethode oder die Beispielgewichte verwendet werden.

Zu Beginn des Algorithmus werden fiir alle Beispiele z die Gewichte w(z) mit eins in-
itialisiert, da zunéchst alle Beispiele gleichverteilt gezogen werden. Der initiale Hypo-
thesenraum wird geméifs dem Eingabeparameter cgqrt erzeugt und die in der Variable
cakt gespeicherte aktuelle Komplexitéit auf cgpq,+ gesetzt. Mit der Schleife in Schritt 3 be-
ginnt das zentrale Element des Algorithmus. Die verbleibende Irrtumswahrscheinlickeit
wird immer gleichméfig auf alle verbleibenden Iterationen aufgeteilt. Der fiir die aktuelle
Iteration zur Verfiigung stehende Teil wird im Verhéltnis zwei zu ein Drittel auf die Va-
riablen d4.5 und delta, aufgeteilt. Die verbleibende Irrtumswahrscheinlichkeit wird in der
Variablen § verwaltet und um deltayss und delta, verringert. Dann wird mit dem GSS
Algorithmus die beste Regel fiir die aktuelle Verteilung unter Verwendung der Irrtums-
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Eingabe:
1. X: Instanzenraum; T: Trainingsmenge; q: Nutzenfunktion
2. 6,6,0 .. .q%ins I+ Double
3. k, Cstart s Cmaz, @, B, 7y: Integer; w:Boolean

Ausgabe: Die approximativ k-besten geméf Knowledge-Based Sampling unabhéngigen
Regeln mit Maximalfehler € und Konfidenz 1 — 6
Lokale Variablen:

1. M, M’: Menge<Regel >; N': Menge< Resultat >
2. §: Resultat
3. dgss, 0p: Double
Algorithmus:
1. for x € T do w(zx) < 1.

2. ADD-ALL(M,GENERATE-RULES (csar4,X))

3. Cakt < Cstart

4. fori — 0 to k do

2-0

a) Ogss < 3. (k—i)

) 6
b) 0p 3 (k—i)
c) 88— 0gss — Op
d) § «— GSS(M,T,1,q,04ss,€, 3,7, w)
) if (IS-USEFUL (S, N, «,q%,,, f)) then
i. ADD(V,S)
ii. for (x € T) do w(z) «+ w(zx) - LIFT(S,z)™*
iii. if (w = false) then
A w* = max {w(x)|xz € T}
B. for (z € T) do w(x) «— w(z) - w(z)~!
iv. 6 =040,
f) else
i. if (cakt = Cmae) then break
ii. ADD-ALL(M',PRUNE-RULES (M, q" . ,5,))
iii. ADD-ALL(M,GENERATE-SUCCESSORS (M’))

1v. Cakt < Cakt + 1

e

5. Ausgabe N

Abbildung 5.4: Der Iterating Generic Sequential Sampling Algorithmus
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wahrscheinlickeit §4¢, bestimmt und zusammen mit Nutzen und Konfidenzintervall im
Resultat S gespeichert. Ist die Qualitdt der Regel fiir das gewdhlte Beurteilungskriteri-
um hoch genug, wird S der Losung hinzugefiigt. Anschliefend wird jedes Beispielgewicht
w(z) durch den Lift der Regel dividiert. Falls die Verwerfungsmethode benutzt wird, er-
folgt die Normierung der Gewichte mit dem Maximalgewicht w*. Da sich die Komplexitéat
nicht erhoht, erfolgt kein Pruning. Die hierfiir vorgesehene Irrtumswahrscheinlichkeit 6,
wird  hinzugefiigt und steht in der néichsten Iteration wieder zur Verfiigung. Ist die Qua-
litdt zu schlecht erfolgt eine Erhohung der Komplexitét, falls noch nicht die groftmog-
liche Komplexitét ¢4, erreicht ist. Dazu werden zunéchst per Pruning alle Regeln aus
dem aktuellen Hypothesenraum entfernt, deren Nachfolger nicht mehr den Minimalnut-
zen ¢f . erreichen kénnen. Aus den verbliebenen Regeln werden die der niichstgroferen
Komplexitit erzeugt und die Variable ¢ um eins erhoht. Der Algorithmus terminiert,
wenn alle k Iterationen gemacht wurden oder eine Regel der Komplexitédt ¢,,q, gefunden
wurde, deren Qualitéit nicht hoch genug ist. Als Ausgabe liefert er einen Ensembleklas-
sifikator, der geméfs dem in Kapitel 4.2.4 beschriebenen Verfahren aus den gefundenen
Regeln erzeugt wurde. Der verwendete GSS Algorithmus wird um die in Kapitel 5.1 ange-
sprochenen Aspekte modifiziert. Als Parameter erhélt er zusétzlich den Hypothesenraum
der aktuellen Komplexitéit und durch + die Angabe, ab welcher Anzahl von abgedeckten
Beispielen fiir eine Regel die Normalverteilungsapproximation verwendet wird (5.1.3).
Desweiteren gibt der Parameter w an, ob die unnormierten Gewichte verwendet werden
oder die Verwerfungsmethode (5.1.1). Durch § wird die Beispielanzahl festgelegt nach
der GSS Algorithmus jeweils versucht, Regeln friihzeitig als Losung auszugeben oder zu
verwerfen.

Desweiteren muss auf die Aufteilung der Irrtumswahrscheinlichkeit auf Pruning und den
GSS Algorithmus eingegangen werden. Beim Pruning wird der wahre Nutzen aller Regeln
der aktuellen Komplexitéit auf Basis des nach einer bestimmten Beispielanzahl empirisch
beobachteten Nutzen geschétzt. Aufgrund dieser Schidtzung konnen Regeln verworfen
werden, weil sie so schlecht sind, dass es nicht mehr nétig ist ihre Nachfolger zu be-
trachten. Um die Irrtumswahrscheinlichkeit § einzuhalten, ist nétig einen Teil davon zu
verwenden, um ein Konfidenzintervall um den geschdtzten Nutzen zu berechnen, in dem
der wahre Nutzen der Regel liegt. Einerseits ist wichtig hierfiir viel von der Irrtumswahr-
scheinlichkeit zu verwenden, da auf diese Weise die Berechnung der Konfidenzintervalle
genauer ist. Es konnen mehr schlechte Regeln verworfen werden, wodurch sich der Hy-
pothesenraum und die Laufzeit verkleinern. Andererseits steht das verbrauchte J nicht
dem GSS Algorithmus zur Verfiigung. Dieser verwendet das gegebene d sowohl innerhalb
der Schleife in Schritt 3, um frithzeitig Hypothesen zu verwerfen oder auszugeben als
auch fiir die Terminierungsbedingung am Ende dieses Schrittes (Tabelle 4.1). Daher wird
fiir das Pruning ein Drittel der verbleibenden Irrtumswahrscheinlichkeit zur Verfiigung
gestellt, d.h. jeder der drei Vorginge erhilt in jeder Iteration ein Drittel des restlichen
0. Aus der bereits in Kapitel 4.1.2 verwendeten Booleschen Ungleichung folgt, dass bei
dieser Vorgehensweise die maximale Irrtumswahrscheinlichkeit von 6 nicht iiberschritten
wird.

In der Regel wird weniger als ein Drittel der gesamten Irrtumswahrscheinlichkeit fiir das
Pruning verwendet, da nicht in jeder Iteration eine Erhohung der Komplexitit statt-
findet. In diesem Fall wird der reservierte Anteil J, der Irrtumswahrscheinlichkeit vom
Iterating GSS Algorithmus dem verbleibenden § hinzugefiigt.
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Der Iterating GSS Algorithmus wurde fiir die Lernumgebung YALE implementiert [21].
Eine Ubersicht iiber alle Parameter befindet sich in Anhang C.

Abschlielsend soll auf die Moglichkeit eingegangen werden, den Iterating GSS Algorith-
mus zur Verarbeitung von Datenstromen einzusetzen (Streaming). Man spricht von einem
Datenstrom, falls die Trainingsdaten nicht als Ganzes (Batch) vorliegen, sondern die Da-
ten iiber einen lingeren Zeitraum gesammelt werden. Dem Lernalgorithmus werden die
Beispiele nur sequentiell zur Verfiigung gestellt. Dabei ist nicht mdglich im Voraus zu
bestimmen, wann und ob der Datenstrom endet. Ein Beispiel fiir einen Datenstrom sind
die an den Kassen von Supermérkten erfassten Daten iiber die Einkdufe der Kunden.
Es handelt sich dabei um einen kontinuierlichen Datenstrom mit Informationen iiber das
Kaufverhalten der Kunden. Fiir den Betreiber des Supermarktes sind die Informationen
in diesem Datenstrom fiir die Planung seines Sortiments von Interesse. Eine Schwierigkeit
im Umgang mit Datenstréomen besteht in der Bestimmung der Beispielanzahl, nach der
vom Lernalgorithmus ein Modell ausgeben werden kann.

Obwohl der Iterating GSS Algorithmus in der jetzigen Version die gesamte Trainingsmen-
ge einliest, arbeitet er implizit mit einem Datenstrom. Die Beispiele werden sequentiell
verarbeitet und der Algorithmus bestimmt, wann bei gegebener Irrtumswahrscheinlich-
keit 6 und maximalem Fehler € genug Beispiele verarbeitet wurden, um eine Regel als
Losung auszugeben. Der Algorithmus kann leicht fiir die direkte Verwendung eines Da-
tenstromes angepasst werden. Liegt der gesamte Datensatz vor, kann die apriori Wahr-
scheinlichkeit fiir die positive Klasse berechnet werden. Da diese bei direkter Verwendung
eines Datenstromes nicht bekannt ist, muss sie aufgrund der bisher gesehenen Beispie-
le unter Verwendung eines Teiles der Irrtumswahrscheinlichkeit geschitzt werden. Dazu
kann die Hoeffding-Ungleichung eingesetzt werden.

5.6 Variationen des Iterating GSS Algorithmus

Neben den bereits vorgestellten Variationsméoglichkeiten verfiigt der Iterating GSS An-
gorithmus iiber eine Reihe weiterer, auf die in diesem Abschnitt eingegangen wird.

Uberanpassung ist ein bekanntes Problem im Maschinellen Lernen. Man spricht von
Uberanpassung an die Trainingsdaten, wenn der Lernalgorithmus ein Modell findet, das
an zufillige Fluktuationen oder Beispiele mit falschem Wert fiir das Zielattribut ange-
passt ist. Ein Grund fiir fehlerhafte Beispiele sind Fehler bei der Erhebung oder inkor-
rekte Eingabe der Trainingsdaten. Mit zunehmender Komplexitdt der Hypothesen ist
moglich, immer feinere Muster in den Daten zu finden. In der statistischen Lerntheorie
wurde gezeigt, dass ein Zusammenhang zwischen der Gefahr fiir eine Uberanpassung an
die Trainingsdaten und der Komplexitit des verwendeten Hypothesenraumes besteht.
Durch den Einsatz von Knowledge-Based Sampling entfernt der Iterating GSS Algorith-
mus nach jeder Iteration eine Regel bzw. die Korrelation zwischen den Vorhersagen und
den tatsdchlichen Werten des Zielattributes aus den Daten. Wurden nach vielen Itera-
tionen die besten Regeln aus den Daten entfernt, besteht verstirkt die Gefahr Regeln
zu finden, die nur zufillige Schwankungen in den Daten wiedergeben. Durch die Erho-
hung der Komplexitiit wird die Gefahr der Uberanpassung verstirkt. Die Nutzenfunktion
Binomial (Kapitel 2.4) basiert auf einem Signifikanztest, d.h. sie ist fiir Uberanpassung
weniger anfillig als andere Nutzenfunktionen. Es bietet sich an, statt einer Erhohung
der Komplexitét zunéchst von der bisherigen Nutzenfunktion auf Binomial zu wechseln.
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Es ist vorteilhaft, Binomial nicht ab der ersten Iteration einzusetzen, weil die Laufzeit
bei Verwendung dieser Nutzenfunktion lang ist. Die Konfidenzintervalle und die maximal
benétigte Beispielanzahl bis zur Terminierung des GSS Algorithmus sind bei Binomial
wesentlich grofer als bei den anderen Nutzenfunktionen. Es bietet sich die Kombinati-
on von Weighted Relative Accuracy oder Accuracy mit Binomial an, weil in den frii-
hen Iterationen die Gefahr fiir eine Uberanpassung gering ist. Die Konfidenzintervalle
und maximal benétigten Beispielanzahlen fiir Accuracy und Weighted Relative Accuracy
sind kleiner als die von Binomial. Es ist sinnvoll, in den frithen Iterationen mit geringer
Gefahr der Uberanpassung die gezielteren Nutzenfunktion einzusetzen und in den spéte-
ren Iterationen auf Binomial zu wechseln, um eine Uberanpassung zu vermeiden. In den
durchgefiihrten Experimenten wurde dieses verifiziert 6.2.

Eine weitere Variationsmoglichkeit besteht darin, fiir jede Komplexitit einen erweiterten
Hypothesenraum zu betrachten. Die Subgruppenentdeckung bedarf der Wahl einer inter-
essierenden Klasse Y, des Zielattributes. Der Hypothesenraum besteht aus allen Regeln
der Form » — Y und kann Subgruppen finden, in denen der Anteil an positiven Beispie-
len gegeniiber der gesamten Trainingsmenge erhdht ist. Subgruppen, in denen negative
Beispiele iiberreprisentiert sind, konnen nur indirekt gefunden werden. Als Beispiel be-
trachte man ein Attribut mit zwei Ausprigungen. Anhand der beiden Auspriagungen des
Attributes ldsst sich die Menge der Beispiele in zwei Klassen partitionieren. Sind in der
einen Klasse die negativen Beispiele iiberreprisentiert, bedeutet das zugleich, dass in
der anderen Klasse die positiven Beispiele iiberreprésentiert sind. Das indirekte finden
von Subgruppen wird schwerer, je mehr Ausprigungen ein Attribut hat. Da die Beispiel-
menge in mehr als zwei Klassen partitioniert ist, kann eine starke Uberreprisentation
von negativen Beispielen in einer Klasse von mehreren leichten Uberreprisentationen der
positiven Beispiele in den anderen Klassen resultieren. Der Iterating GSS Algorithmus
bietet daher die Option auch alle Hypothesen der Form r — Y_ zu generieren, wodurch
moglich ist, Subgruppen mit groffem Anteil von negativen Beispielen direkt zu finden.
Desweiteren ist moglich, die Terminierungsbedingung zu verdndern. Normalerweie ter-
miniert der Iterating GSS Algorithmus, wenn er eine Regel mit der maximal mdoglichen
Komplexitét findet, die nicht als niitzlich eingestuft wird. Es ist moglich, diese Terminie-
rungsbedingung aufer Kraft zu setzen und eine feste Anzahl von Iterationen vorzugeben,
die in jedem Fall durchgefiihrt werden.

Speziell fiir die Subgruppenentdeckung koénnen die Beispielgewichte fiir jede Komplexi-
tétsstufe wieder mit eins initialisiert werden. Der Iterating GSS Algorithmus beginnt die
Subgruppenentdeckung meist mit einer geringen Komplexitét, z.B. mit allen Regeln der
Lange eins. Durch die Verdnderung der Verteilung nach jeder Iteration kénnen Muster
in den Daten, die nur mit einer htheren Komplexitit darzustellen sind, zerstort werden.
Man betrachte das Beispiel einer Subgruppe, die sich durch eine Regel mit zwei Pramissen
dargestellen 1&ft. Diese ist in den Daten nicht zu finden, wenn die den zwei Pramissen
entsprechenden Regeln der Lange eins gefunden und aus den Daten entfernt wurden.
Ist man nur an der Entdeckung von Subgruppen interessiert, kann es sinnvoll sein, die
Gewichte nach Erhohung der Komplexitit wieder auf eins zu setzen. Eine Kombination
der gefundenen Subgruppen bzw. Regeln zu einem Ensemble gem&ft dem in Kapitel 4.2.4
vorgestellten Verfahren ist nicht mehr moglich.

Eine Ubersicht iiber alle Parameter zur Wahl der zu verwendenden Variante des Iterating
GSS Algorithmus befindet sich in Anhang C.
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5.7 Implementierung der Hilfsmethoden

Neben den primitiven Datentypen Boolean, Double und Integer sowie den bekannten
Datenstrukturen Menge und Liste wurden fiir den Iterating GSS Algorithmus die Da-
tenstrukturen Regel, Resultat und Nutzen implementiert. Bevor auf die Hilfsmethoden,
die vom Iterating GSS Algorithmus zur Durchsuchung des Hypothesenraumes benutzt
werden eingegangen wird, erfolgt eine Beschreibung dieser drei Datenstrukturen. Eine
Ubersicht aller Datenstrukturen und moglichen Operationen befindet sich in Anhang B.
Eine Regel aus konjunktiv verkniipften Literalen wird von der gleichnamigen Datenstruk-
tur reprasentiert. Sie verwaltet das abgedeckte und das korrekt vorhergesagte Beispielge-
wicht und stellt Methoden zum Umgang mit Regeln zur Verfiigung. Insbesondere bietet
sie die Moglichkeit, die direkten Nachfolger einer Regel zu erzeugen. Sie spielt daher eine
wichtige Rolle bei der Generierung des Hypothesenraumes. An einigen Stellen des Itera-
ting GSS Algorithmus ist es notig, auf Resultate des GSS Algorithmus zuriickzugreifen.
Die Datenstruktur Resultat verwaltet eine Regel und die zugehdrigen Statistiken wie Nut-
zen, Grofe des Konfidenzintervalles und benotigte Stichprobengrofe bis zur Ausgabe. Ab-
schlieftend wird noch auf die Datenstruktur Nutzen eingegangen. Um sie zu beschreiben,
werden Begriffe aus der Objektorientierten Programmierung [6] verwendet. Es handelt
sich um einen abstrakten Datentyp, der als Superklasse fiir die Implementierung der mit
abgeleiteten Klassen bezeichneten konkreten Nutzenfunktionen wie Weighted Relative
Accuracy oder Accuracy dient. Die abgeleiteten Klassen miissen die von der Superklas-
se Nutzen vorgeschriebenen Methoden zur Berechnung von Nutzen, Konfidenzintervall
und der fiir das Pruning bendtigten oberen Schranke implementieren. Zur Laufzeit wird
die Methode der konkreten Nutzenfunktion ausgefithrt. Die Methoden miissen fiir eine
gegebene Regel als Riickgabe die fiir die konkrete Nutzenfunktion korrekten Werte von
Nutzen, Konfidenzintervall und oberer Schranke liefern. Die Methode zur Berechnung der
oberen Schranke benétigt zusétzlich eine maximale Irrtumswahrscheinlichkeit als Para-
meter.

5.7.1 Methoden zur Erzeugung und Durchsuchung des Hypothesenraumes

In GENERATE-RULES bzw. GENERATE-SUCCESSORS wird die Methode REFINE
der Datenstruktur Regel eingesetzt, um Regeln zu generieren bzw. die direkten Nachfolger
zu erzeugen. Sie sind in den Abbildungen 5.5 und 5.6 angegeben. In der GENERATE-
RULES-Methode werden im ersten Schritt alle Regeln der Komplexitét eins erzeugt.
Solange die maximale initiale Komplexitat cgyqr+ nicht erreicht ist, werden alle Regeln
einer als Queue fungierenden Liste hinzugefiigt. Als Riickgabewert wird die Menge aller
Regeln geliefert, die eine Komplexitit von cgqr¢ 0der geringer hat. Die GENERATE-
SUCCESSORS-Methode erzeugt aus einer gegebenen Liste von Regeln deren direkte
Nachfolger.

Die Methode IS-USEFUL benutzt die in der Datenstruktur Resultat gespeicherten Sta-
tistiken einer Regel, um deren Niitzlichkeit zu bewerten. Sie ist in Abbildung 5.7 beschrie-
ben. Zur Bewertung der Niitzlichkeit einer Regel wird eines der in Kapitel 5.3 beschrie-
benen Kriterien verwendet. Die Kriterien werden iiber einen Index selektiert (Tabelle
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5 Iterating GSS

GENERATE-RULES (cstart,X)
Parameter:

1. ¢z Integer
2. X: Instanzenraum

Riickgabewert: Menge aller Regeln, deren Lange cgqre betragt oder kiirzer ist.
Lokale Variablen:

1. L: Liste<Regel >
2. M: Menge<Regel >
3. R: Regel
Algorithmus:
1. APPEND-ALL(L,{R|LENGTH(R) = 1})
2. while (£ # 0) do

a) R — REMOVE-FIRST(L)
b) ADD(M,R)
¢) if (LENGTH(R) < cstart) then APPEND-ALL(L,REFINE(R))

3. return M

Abbildung 5.5: Die GENERATE-RULES-Methode
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GENERATE-SUCCESSORS (£)

Parameter:

1. L: Liste<Regel >

Riickgabewert: Menge aller Regeln, die direkte Nachfolger der Regeln in £ sind.

Lokale Variablen:

1. M: Menge<Regel >

2. R: Regel

Algorithmus:

1. while (£ # () do

a) R — REMOVE-FIRST(L)
b) ADD-ALL(M REFINE(R))

2. return M

Abbildung 5.6: Die GENERATE-SUCCESSORS-Methode

der letzten gefundenen Regel
mit der durchschnittlich ben6tigten Beispielanzahl

Name des Kriteriums Beschreibung Index
schlechtester Nutzen Vergleicht den wahren Nutzen im 0
schlechtesten Fall mit dem Mindestnutzen

bester Nutzen Vergleicht den wahren Nutzen im besten Fall 1
mit dem Mindestnutzen

Nutzen Vergleicht den geschétzten Nutzen 2
mit dem Mindestnutzen

Beispielanzahl Vergleicht die bendtigte Beispielanzahl 3

Tabelle 5.2: Bewertungskriterien der IS-USEFUL-Methode

5.2). Die Giite einer Regel kann anhand des schlechtesten oder besten mdoglichen wahren
Nutzens bewertet werden, der bei geschitztem Nutzen und zugehorigem Konfidenzinter-
vall moglich ist. Auch besteht die Moglichkeit, das Konfidenzintervall zu vernachlissigen
und ausschliefslich den geschétzten Nutzen zu verwenden. Desweiteren kann die benotig-
te Beispielanzahl bis zur Ausgabe durch den GSS Algorithmus als Kriterium eingesetzt
werden. Ist die Anzahl um einen gegebenen Faktor f grofser als die bisher durchschnittlich

benétigte Beispielanzahl bis zur Ausgabe, wird die Regel als nicht niitzlich eingestuft.

5.7.2 Pruning

Die Hilfsmethode PRUNE-RULES zum Verwerfen von Regeln, deren direkte Nachfol-
ger auf der nichsthoheren Komplexititsstufe mit hoher Wahrscheinlichkeit keinen guten
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IS-USEFUL (S, M, @, ¢min, f)

Parameter:
1. §: Resultat
2. M: Menge<Resultat>
3. «a: Integer; f, gmin: Double

Riickgabewert: Boolescher Wert, der angibt, ob die Regel geméf des gegebenen Be-
wertungskriteriums o niitzlich ist.
Lokale Variablen:

1. b: Boolean; c: Integer; d: Double
2. §': Resultat
Algorithmus:
1. b+ false
2. case a =0
a) if (GET-UTIL(S)-GET-CONF(S)>@mnin) then b « true
3. case a=1
a) if (GET-UTIL(S)+GET-CONF(S)>¢min) then b « true
4. case o =2

a) for (8’ € M) do ¢ « c+GET-NEEDED-EXAMPLES(S')
b) d — ¢+ SIZE(M)
¢) if (GET-NEEDED-EXAMPLES(S)<d - f) then b < true

5. return b

Abbildung 5.7: Die IS-USEFUL-Methode
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PRUNE-RULES (L, Gmin, 5)

Parameter:
1. L: Liste<Regel >
2. @min: Integer; 6,: Double

Riickgabewert: Menge von Regeln, die den minimalen Nutzen g,,;, erreichen.
Lokale Variablen:

1. M: Menge<Regel>
2. R: Regel
3. u: Double
Algorithmus:
1. while (£ # () do
a) R «— REMOVE-FIRST (L)

b) 1« GET-UPPER-BOUND(R, g2%7)

¢) if (u > ¢min) then ADD(M,R)

2. return M

Abbildung 5.8: Die PRUNE-RULES-Methode
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Nutzen haben, ist in Tabelle 5.8 dargestellt. Die Methode erhilt als Parameter eine Liste
von Resultaten, den Minimalnutzen ¢,;, sowie die zur Verfiigung stehende Irrtumswahr-
scheinlichkeit §,. Zentral ist die Methode GET-UPPER-BOUND der Datenstruktur Nut-
zen, die fiir jede verwendete Nutzenfunktion separat zu implementieren ist. Sie berechnet
eine obere Schranke fiir den Nutzen einer Regel geméfs dem in Kapitel 5.4 angegebenen
Verfahren. Es werden alle Regeln durchlaufen und jeweils eine obere Schranke berech-
net. Daher ist die zur Verfiigung stehende Irrtumswahrscheinlichkeit 6, auf alle Regeln
aufzuteilen. Als Riickgabewert liefert die Methode die Menge der Regeln, deren obere
Schranke grofser ist als guin-

o6
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In diesem Kapitel wird zunéchst anhand von synthetischen Datensétzen die Eignung des
Iterating GSS Algorithmus fiir die Lernaufgaben Subgruppenentdeckung und Konzept-
lernen aus Beispielen getestet. Zur Generierung von synthetischen Datensétzen wurde
der BiasedExampleGenerator eingesetzt 6.1.1. Nach der Anwendung auf synthetischen
Daten, erfolgte die Messung der Performanz des Algorithmus auf einigen grofsen realen
Datensétze, indem die gefundenen Ergebnisse mit denen einiger anderen Lernalgorithmen
verglichen wurden.

6.1 Experimente mit synthetischen Datensitzen

6.1.1 Der BiasedExampleGenerator Operator

Zur Generierung von synthetischen Datensétzen wurde der Operator BiasedExampleGe-
nerator entworfen und fiir die Lernumgebung YALE [21]| implementiert. Er ermoglicht
Datensétze zu generieren und gezielt Muster einzubauen. Zentrales Element des Opera-
tors ist der BiasTree. Er gibt die bedingte Wahrscheinlichkeit fiir das Auftreten eines
bestimmten Beispieles in Form eines Entscheidungsbaumes an. In Abbildung 6.1 ist ein
einfacher BiasTree dargestellt. Die Knoten des Baumes sind mit den Namen der Attribu-
te Ay, Ao und As beschriftet, die jeweils zehn Ausprigungen haben. Fiir jeden Knoten ist
eine Verteilung angegeben, die festlegt mit welcher Wahrscheinlichkeit die Auspragungen
des Attributes bzw. die entsprechenden Indizes' auftreten. Die mit Zahlen beschrifteten
von einem Knoten ausgehenden Kanten geben an, bei welcher Ausprigung des Attributes
zum néchst tieferen Knoten verzweigt wird.

Jedes Beispiel wird zunéchst zufillig erzeugt, d.h. fiir alle Attribute hat jede Auspra-
gung die gleiche Wahrscheinlichkeit gezogen zu werden. Danach durchlduft das Beispiel

'Hat ein Attribut |A;| Ausprigungen, werden diese von 0 bis |A;| — 1 durchnummeriert.

1 2
Attribut Verteilung iiber die Ausprigungen
Ay 0.1 0.1 0.20.10.10.050.050.10.10.1

Ag 0.10.10.20.10.10.050.050.10.10.1
As 0.10.20.10.10.10.050.050.10.10.1

Abbildung 6.1: Einfaches Beispiel fiir einen BiasTree
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Attribut

Verteilung iiber die Ausprigungen ‘

Ay 0.05 0.050.20.20.1 0.050.050.10.10.1 ‘

Attribut

Verteilung iiber die Ausprigungen ‘

Ag 0.20.20.10.050.050.050.050.10.10.1 ‘

2 3

Attribut

Verteilung iiber die Ausprigungen

Ay
Ly
Loy

keine neue Verteilung
0.3 0.7
0.4 0.6

0 1

Attribut

Verteilung iiber die Ausprigungen

Ay
L3
Ly

keine neue Verteilung
0.6 0.4
0.50.5

Abbildung 6.2: Menge von mehreren BiasTrees, die zunédchst die Verteilung der Auspri-
gungen der Attribute angeben und dann Bedingungen fiir die Ausprigung des Zielattri-

butes formulieren.
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den BiasTree. An jedem Knoten wird die Ausprigung des entsprechenden Attributes
gemdf der angegebenen Verteilung neu ausgewiirfelt. Entspricht der Index der Auspri-
gung dem an einer von diesem Knoten ausgehenden Kante notierten Index, wird in den
entsprechenden Knoten verzweigt. Ansonsten wird der Durchlauf durch den BiasTree ab-
gebrochen. Wurde fiir ein Beispiel aufgrund der Verteilung im Wurzelknoten fiir Attribut
Ay die Auspriagung 2 ausgewiirfelt, wird in den mit As beschrifteten Knoten verzweigt.
Hier wird geméf der gegebenen Verteilung die Ausprigung von Ajs fiir das betrachtete
Beispiel bestimmt, bevor der Durchlauf durch den BiasTree beendet wird.

Es ist mdglich mehrere BiasTrees anzugeben, die der Reihe nach abgearbeitet werden.
Desweiteren ist nicht nétig, fiir jeden Knoten eine Verteilung anzugeben. Ist fiir einen
Knoten keine Verteilung vorhanden, wird die Auspridgung des betrachteten Attributes
fiir das Beispiel nicht neu ausgewiirfelt. Stattdessen wird die bisherige Ausprigung bei-
behalten und benutzt, um zum néchst tieferen Knoten innerhalb des BiasTrees zu ver-
zweigen, falls dieser vorhanden ist. Da jedes Beispiel zuféllig initialisiert wurde, ist eine
Ausprigung immer vorhanden. Es bietet sich an, zundchst mit mehreren BiasTrees, die
nur aus einem Knoten bestehen (entarteter BiasTree), die Verteilung der Ausprigungen
der Attribute anzugeben. Danach kénnen mit weiteren BiasTrees Bedingungen iiber die
Ausprigung des Zielattributes formuliert werden. In Abbildung 6.2 ist ein Beispiel dar-
gestellt. Zunéchst werden die Wahrscheinlichkeiten fiir die jeweils zehn Ausprigungen
der Attribute A; und As angegeben. Danach erfolgen Angaben iiber die Verteilung der
beiden Ausprigungen des mit L bezeichneten Zielattributes in zwei weitern BiasTrees.
Wihrend mit den Beschriftungen A; und As unterschiedliche Attribute bezeichnet wer-
den, stehen L; bis Ly fiir das selbe Attribut, wobei jeweils eine unterschiedliche Verteilung
zur Bestimmung der Ausprigung benutzt wird. Da die BiasTrees der Reihenfolge nach
abgearbeitet werden, erfolgt zunéchst die Verdnderung der Verteilung der Attribute Ay
und A,. Danach wird fiir Beispiele, die die entsprechenden Auspridgungen von A; und
Ao haben, die Verdnderung des Zielattributes geméf den Angaben der letzten beiden
BiasTrees vorgenommen.

Es konnen beliebig grofe Datensitze erzeugt werden und die Vorgabe der apriori Wahr-
scheinlichkeit der positiven Klasse des Zielatributes ist als entarteter BiasTree moglich.
Auferdem kann dem Datensatz Rauschen hinzugefiigt werden. In realen Datensétzen
spricht man von Rauschen, wenn einzelne Beipiele aufgrund fehlerhafter Erhebung oder
falscher Eingabe widerspriichlich zu den Mustern sind, die den Daten unterliegen. Der
Operator erzeugt ein Beispiel zundchst geméifs des gegebenen BiasTree. Danach wird
entsprechend der Wahrscheinlichkeit fiir das Auftreten von Rauschen die Klasse des Ziel-
attributes zuféllig neu festgelegt. Betrdgt die Wahrscheinlichkeit eins, sind die Klassen
des Zielattributes vollig zuféllig; ist sie null entsprechen die erzeugten Daten genau dem
vorgegebenen BiasTree. Desweiteren ist es moglich festzulegen, ab und bis zu welchem
erzeugten Beispiel die durch BiasTrees festgelegten Muster in den Daten zu finden sind.
Dieses kann sinnvoll sein, falls mit Datenstromen gearbeitet wird. Insbesondere ist es
moglich, mit diesen Werten einen Konzeptdrift im Datenstrom zu simulieren. Unter ei-
nem Konzeptdrift versteht man die Verénderung des den Daten unterliegenden Konzeptes
im Laufe der Zeit. Ein Beispiel fiir einen Konzeptdrift ist die Verdnderung des Kaufver-
haltens der Kunden eines Unternehmens mit der Zeit. Die Erkennung dieser Verdnderung
ist fiir das Unternehmen von grofser Bedeutung. Ein Ansatz fiir das Lernen aus Daten-
stromen und den Umgang mit Konzeptdrifts ist in [29] dargestellt. Diese Moglichkeit
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Attribut Verteilung iiber die Ausprigungen
Unfall 0.2 0.8
Alter 0.25 0.15 0.1 0.1 0.05 0.2 0.05 0.05 0.02 0.01 0.01 0.01
Stadtbewohner 0.6 0.4
Kinder 0.3 0.25 0.2 0.05 0.05 0.05 0.05 0.02 0.02 0.01

Stadtbewohner

Attribut | Verteilung iiber die Ausprigungen
Unfalll 0.4 0.6

Unfall2 0.6 0.4

Unfall3 0.05 0.95

Unfall4 0.35 0.65

Abbildung 6.53: Der fiir die Erzeugung des synthetischen Datensatzes verwendete BiasTree

wurde der Vollstdndigkeit halber erwdhnt und wird nicht weiter verfolgt.

Zur Darstellung des BiasTree wird eine XML [2] basierte Syntax verwendet. Eine Uber-
sicht der Parameter des BiasedExampleGenerator, der verwendeten XML-Tags und die
XML-Beschreibung des BiasTree aus Abbildung 6.2 befindet sich in Anhang D.

6.1.2 Ergebnisse

Zum Test der korrekten Arbeitsweise des Iterating GSS Algorithmus und der Eignung
fiir die Lernaufgaben Subgruppenentdeckung und Konzeptlernen aus Beispielen wurde
mit dem Operator BiasedExampleGenerator ein synthetischer Datensatz erzeugt. Er ist
der Datenbank einer Kfz-Versicherung nachempfunden, d.h. jede Instanz beschreibt die
Eigenschaften eines Versicherten. Die Versicherung ist daran interessiert, in der Daten-
bank solche Subgruppen zu finden, fiir die ein erhéhtes Unfallrisiko besteht, um dement-
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sprechend ihre Tarife anzupassen. Die formulierten Tatsachen {iber das Unfallrisiko be-
stimmter Personenkreise wurden fiir Testzwecke erdacht und basieren in keiner Weise auf
Untersuchungen in der Realitét.

Der Instanzenraum besteht aus zehn Attributen, von denen drei die Muster in den Daten
enthalten. Das Attribut ,Alter‘ hat zwdolf Altersklassen als Auspragungen. Die Altersklas-
sen reichen von 18-25 Jahren bis zum Alter von 76-80 Jahren. Ein weiteres Attribut mit
zehn Ausprigungen gibt die Anzahl der Kinder des Versicherten von null bis neun an.
Als letztes teilt das Attribut ,Stadtbewohner mit den Auspragungen ,Ja‘ und ,Nein‘ die
Versicherten in Stadt- und Landbevolkerung ein. Das Zielattribut ,Unfall’ hat ebenfalls
die Ausprigungen ,Ja‘ und ,Nein‘. Es gibt an, ob die Person schon einen Unfall verursacht
hat. Fiir die anderen Attribute wurden keine Muster erzeugt, d.h. fiir jedes generierte
Beispiel wurde eine Ausprigung zufillig gew#hlt. Mit Hilfe der ersten drei Attribute
wurden Muster in den Daten eingearbeitet, die bekannte Tatsachen widerspiegeln: Junge
Fahrer verursachen oft Unfille, besonders wenn sie auf dem Land leben. Entgegen der
Meinung, dass mit zunehmendem Alter die Unfallwahrscheinlichkeit sinkt, haben Perso-
nen im Alter zwischen 46 und 50 Jahren ein erhohtes Unfallrisiko. Der Grund besteht
darin, dass dieser Personenkreis hiufig Kinder hat, die zwischen 18 und 25 Jahren alt
sind. Eltern leihen das auf sie angemeldete Auto oft ihren Kindern, die ein erhéhtes Un-
fallrisiko haben. Dadurch ergibt sich in den Daten der Versicherung fiir Menschen im
Alter von 46 bis 50 Jahren ebenfalls ein erhéhtes Unfallrisiko.

Der erzeugte Datensatz bestand aus 200000 Instanzen und wurde mit dem in Abbildung
6.3 dargestellten BiasTree erzeugt. Zum besseren Verstindnis wurden die Kanten direkt
mit den Namen der Ausprigungen beschriftet anstatt die zugehorigen Indizes zu verwen-
den.

Zunidchst wurde mit einem entarteten BiasTree die apriori Wahrscheinlichkeit fiir einen
Unfall auf 0.2 gesetzt. Der Anteil der Personen, die schon einen Unfall verursacht haben,
ist gering. Mit drei weiteren entarteten BiasTrees wurden die Verteilungen der Attribute
JAlter | Stadtbewohner und ,Kinder‘ vorgegeben. Die Verteilung des Alters wurde so
gewihlt, dass junge Personen ebenso wie Personen zwischen 46 und 50 Jahren haufig
vorkommen. Stadtbewohner kommen unter den Kunden der Versicherung h&ufiger vor
als Menschen vom Land. Fiir die Anzahl der Kinder gilt, dass Personen mit keinem, ei-
nem oder zwei Kindern am wahrscheinlichsten sind. Mit einem weiteren BiasTree wurden
beziiglich des Zielattributes Muster in die Daten eingearbeitet:

1. Junge Fahrer haben ein erhéhtes Unfallrisiko,
2. bei jungen Fahrern vom Land ist das Risiko fiir einen Unfall noch héher,

3. Personen im Alter zwischen 46 und 50 Jahren mit einem Kind haben ein erhohtes
Unfallrisiko und

4. bei kinderlosen Personen im Alter von 46 bis 50 Jahren ist das Unfallrisiko geringer
als beim Rest der Kundschaft.

Zu beachten ist, dass die Subgruppe aller Personen im Alter von 46 bis 50 Jahren kaum

interessant ist. Die erhohte bzw. geringere Unfallwahrscheinlichkeit der Personen mit ei-
nem Kind bzw. der kinderlosen Personen in der gesamten Subgruppe gleichen sich in
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etwa aus!.

Der Iterating GSS Algorithmus wurde auf diese Daten angewandt. Als Parameter wur-
den § = 0.1, e = 0.04 und die Weighted Relative Accuracy als Nutzenfunktion gewéhlt.
Die Approximation durch die Normalverteilung wurde ab 100 abgedeckten Beispielen
verwendet und Schrittgrofte 1000 gewédhlt. Die Anzahl der Iterationen betrug zehn und
wurde vor der Durchfithrung aller Iterationen abgebrochen, falls der Algorithmus keine
sinnvollen Regeln mehr fand. Der minimale Nutzen fiir Pruning und Bewertung der Giite
einer Regel betrug 0.01. Als Vergleichskriterium wurde der geschitzte Nutzen der Regel
verwendet. Die Variationen in den Experimenten bestanden in der Wahl der Komplexitéat
der Regeln. Zuerst wurden nur Regeln der Form r» — Y, betrachtet, die Subgruppen mit
erh6htem Unfallrisiko beschreiben. Bei Regelldnge eins fand der Algorithmus die folgen-
den Regeln:

WENN (Alter=18-25) DANN (Unfall=ja),
WENN (Kinder—1) DANN (Unfall-ja),
WENN (Stadtbewohner=nein) DANN (Unfall=ja).

Es wurden die ,Bestandteile’ der Muster in den Daten gefunden. Die Subgruppe der
Personen im Alter von 46 bis 50 Jahren wurde nicht als interessant befunden.
Bei zusétzlicher Betrachtung aller Regeln der Form » — Y_ wurde als vierte Regel

WENN (Kinder=0) DANN (Unfall=nein)

gefunden. Die Verwendung des verdnderten Hypothesenraumes ermoglicht das Auffinden
dieser zusétzlichen Subgruppe mit grofsem Anteil von Beispielen der negativen Klasse.
Die Accuracy des erzeugten Ensembles betrug in beiden Fillen 73.10%. Es ergab sich
durch den verdnderten Hypothesenraum in dieser Hinsicht keine Verbesserung. Bei einer
Erh6hung der maximalen Regellinge auf zwei fand der Algorithmus zusétzlich die Regel

WENN (Alter—46-50) UND (Kinder—0) DANN (Unfall- nein).

Die Accuracy des Ensembles aus den fiinf Regeln stieg auf 73.91%. Schon an dieser Stelle
deutet sich an, dass fiir die Lernaufgabe Konzeptlernen aus Beispielen andere Verfah-
ren besser geeignet sind. Ein mit dem J48-Verfahren induzierterer Entscheidungsbaum
erreichte eine Accuracy von 75.35%. Besteht das Interesse nur in der Entdeckung von
Subgruppen, kann von der Mdoglichkeit Gebrauch gemacht werden, die Beispielgewichte
bei Erhohung der Komplexitit wieder auf eins zu setzen. Dadurch konnten alle Subgrup-
pen der Komplexitit zwei gefunden werden:

WENN (Alter=18-25) DANN (Unfall=ja),
WENN (Stadtbewohner-nein) DANN (Unfall-ja)
WENN (Kinder=1) DANN (Unfall=ja),

Y

!Die Subgruppe aller Personen im Alter von 46 bis 50 Jahren wire vollig uninteressant, wenn sie
einen Bias von null hitte. Durch die Wahl der Unfallwahrscheinlichkeiten der beiden enthaltenen
Subgruppen ist diese in der gesamten Subgruppe leicht erhéht. Durch alle im BiasTree angegebenen
Wahrscheinlichkeiten betrégt die apriori Wahrscheinlichkeit nicht genau 0.2, sondern ist etwas hoher.
Insgesamt ergibt sich damit ein Bias nahe null fiir die Subgruppe der 46 bis 50-jédhrigen Kunden
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‘ Name ‘ Attribute | Beispiele | Nominal | Numerisch | Klassen ‘ Positive ‘
Covtype 54 581012 0 54 7
Covtypel 54 581012 0 54 2 36,5%
Covtype2 54 581012 0 54 2 48,7%
Covtype3 54 581012 0 54 2 6,1%
Covtyped 54 581012 0 54 2 0,4%
Covtyped 54 581012 0 54 2 1,6%
Covtypeb 54 581012 0 54 2 3,0%
Covtype7 54 581012 0 54 2 3,5%
Adult 14 48842 8 6 2 24.1%
Quantenphysik 71 50000 0 71 2 50%

Tubelle 6.1: Eigenschaften der drei verwendeten Datensidtze: Name, Gesamtanzahl von
Attributen sowie Anzahl von nominalen und numerischen Attributen, Grofe der Beispiel-
menge und Anteil von positiven Beispielen

WENN (Kinder—0) DANN (Unfall- nein),
WENN (Alter—18-25) UND (Stadtbewohner-nein) DANN (Unfall-ja)
WENN (Alter=18-25) UND (Stadtbewohner=ja) DANN (Unfall=ja),
WENN (Alter—46-50) UND (Kinder—1) DANN (Unfall-ja)

( ) (

WENN (Alter=46-50) UND (Kinder=0) DANN (Unfall=nein)

Y

Y

Wurde die Verwendung von Knowledge-Bases Sampling deaktiviert, fand der Algorith-
mus insgesamt 23 Regeln. Viele davon waren nur Spezialisierungen wie

WENN (Alter—18-25) UND (Geschlecht—weiblich) DANN (Unfall-ja).

Die Ergebnisse sind dadurch sehr uniibersichtlich gegeniiber der kompakten Regelmenge,
die beim Einsatz von Knowledge-Based Sampling gefunden wird.

6.2 Experimente mit echten Datensitzen

6.2.1 Datensatze

Zwei der verwendeten Datensétze entstammen dem UCI Machine Learning Repository[1].
Da die GSS und Iterating GSS Algorithmen insbesondere fiir grofte Datenséitze geeignet
sind, wurden die beiden grofiten Datensétze gewdhlt. Bei den Covtype Daten handelt es
sich um Beschreibungen von Waldflichen. Fiir eine gegebene Waldfldche mit bestimmten
Eigenschaften soll vorhergesagt werden, welcher Baumtyp auf der Fliche wéchst. Die
Adult Daten beschreiben Personen, anhand deren Eigenschaften vorhergesagt werden
soll, ob ihr Einkommen 50000 Dollar pro Jahr {iberschreitet. Der Quantenphysik Da-
tensatz wurde fiir den KDD Cup 2004 verwendet und enthilt Messdaten, mit denen das
nicht ndher beschriebene bindre Zielattribut vorhergesagt werden soll. In Tabelle 6.1 sind
die wichtigsten Eigenschaften dargestellt. Beim Covtype Datensatz hat das Zielattribut
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sieben verschiedene Ausprigungen. Da der Iterating GSS Algorithmus nur mit einem
bindren Zielattribut umgehen kann, wurden sieben neue Datensétze Covtypel bis Cov-
type7 mit bindrem Zielattribut erzeugt. Jede Klasse des Zielattributs stellt in einem der
Datensitze die positive Klasse dar. Die verbleibenden Klassen bilden jeweils die negative
Klasse.

6.2.2 Ergebnisse

In diesem Kapitel werden Ergebnisse préisentiert, die zusammen mit den Erkenntnissen
aus Kapitel 6.1.2 Antworten auf die Fragen geben, die zu Beginn der Diplomarbeit in
Kapitel 3 gestellt wurden. Unter anderem wird zur Bewertung der Qualitdt der Ergeb-
nisse mit Hilfe des in Kapitel 4.2.4 vorgestellten Verfahrens ein Ensembleklassifikator aus
den mit dem Iterating GSS Algorithmus gefundenen Subgruppen erzeugt. Er wird mit
Klassifikatoren verglichen, die mit anderen Methoden gefunden wurden. Ein Verfahren,
das zur Zeit haufig fiir das Konzeptlernen aus Beispielen eingesetzt wird, ist AdaBoost
[13]. AdaBoost ist ein Algorithmus, der mehrere mit einem Basislerner gefundene Modelle
zu einem Ensemble kombiniert, um die Performanz zu verbessern. Die einzige Bedingung
an den Basislerner ist, dass seine Vorhersagen besser sind als zuféllig erzeugte. Die ein-
zelnen Modelle des Basislerners werden iterativ erzeugt. Nach jeder Iteration werden die
Gewichte falsch klassifizierter Instanzen erhoht, um den Basislerner zu ,zwingen‘, mehr
Wert auf die Korrektheit dieser Instanzen zu legen. Eine beliebte Wahl fiir den Basis-
lerner ist der Decision Stump [33]. Bei einem Decision Stump handelt es sich um einen
entarteten Entscheidungsbaum, der nur aus einem Knoten besteht. AdaBoost in Kom-
bination mit dem Basislerner Decision Stump liefert in der Praxis oft gute Ergebnisse.
Ada?Boost [27] benutzt eine Variation des Knowledge-Based Sampling, um nach jeder
Iteration die neuen Beispielgewichte zu bestimmen. Im Folgenden wird zunéchst die Per-
formanz des Iterating GSS Algorithmus im Vergleich zu AdaBoost und Ada?Boost jeweils
mit dem Decision Stump als Basislerner untersucht. Dazu wurde die Lernumgebung YA-
LE [21] verwendet, die diese drei Verfahren zur Verfiigung stellt. Desweiteren erfolgen
Untersuchungen der erzielten Ergebnisse fiir einige Variationen des Iterating GSS Al-
gorithmus. Variiert wurden die Schrittgrofe, die Nutzenfunktion und die Komplexitét
des verwendeten Hypothesenraumes. Numerische Attribute wurden fiir alle Verfahrem
vor der Durchfiihrung des eigentlichen Experimentes mit Recursive Minimal Entropy
Partitioning diskretisiert. Zur Uberpriifung der Ergebnisse wurde eine 10-fache Kreuz-
validierung benutzt. Die Parameter ¢ = 0.04, 6 = 0.1, large = 100 und stepsize = 100
des Iterating GSS Algorithmus wurden fiir alle Versuche identisch gewihlt, sofern nichts
anderes erwihnt wird. Es wurden stets alle Iterationen erzwungen und Knowledge-Based
Sampling eingesetzt. Um die Kombination der einzelnen Regeln zu einem Ensemble zu
erlauben, erfolgte kein Zuriicksetzen der Gewichte auf eins bei Erhohung der Komplexi-
tat.

In Abbildung 6.4 sind die Entwicklung von Accuracy und Laufzeit bei der Erzeugung
eines Ensembleklassifikators mit AdaBoost und Ada?Boost unter Verwendung von Deci-
sionStumps als Basislerner und dem Iterating GSS Algorithmus mit der Nutzenfunktion
Weighted Relative Accuracy fiir verschiedene Datensétze dargestellt. Die Regelldnge fiir
den Iterating GSS Algorithmus wurde auf eins beschrinkt. Aus technischen Griinden ist
die Laufzeit von AdaBoost nicht eingezeichnet, sie ist aber vergleichbar mit der Laufzeit
von Ada®Boost. Fiir den Iterating GSS Algorithmus sind jeweils vier Kurven angegeben.
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Abbildung 6.4: Accuracy und Laufzeit von AdaBoost, Ada?Boost und von vier Itera-
ting GSS Varianten mit Weighted Relative Accuracy als Nutzenfunktion und auf eins
beschrénkter Regelldnge: (1) unnormierte Gewichte und Regeln r — Y., (2) Verwer-
fungsmethode und Regeln » — Y., (3) unnormierte Gewichte und alle Regeln, (4) Ver-

werfungsmethode und alle Regeln
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Abbildung 6.5: Vergleich des benétigten Beispielgewichtes bei direkter Verwendung der
Gewichte und Einsatz der Verwerfungsmethode auf den Adult Daten und Regellédnge eins

Dabei wurde variiert zwischen dem Einsatz der Verwerfungsmethode oder dem direkten
Verwenden der Beispielgewichte sowie der Erzeugung aller oder nur der Regeln, die die
positive Klasse vorhersagen. Die Komplexitét des betrachteten Hypothesenraumes betrug
129 bzw. 258 Regeln fiir den Adult Datensatz, 79 bzw. 158 Regeln fiir den Quantenphy-
sik Datensatz und 229 bzw. 458 Regeln fiir den Covtypel Datensatz. Es wird deutlich,
dass der Iterating GSS Algorithmus beziiglich der erreichten Accuracy des Ensembles
konkurrenzfihig zu AdaBoost ist, jedoch schlechter abschneidet als Ada?Boost. Bei den
Covtypel Daten schneidet AdaBoost schlecht ab. Nach der fiinften Iteration verbessert
sich die Accuracy nicht mehr. Die Erzeugung aller Regeln einer Komplexititsstufe fiihrt
fiir den Iterating GSS Algorithmus eher zu einer Verschlechterung, was besonders am Cov-
typel Datensatz erkennbar ist. Die Verwendung der Verwerfungsmethode fiihrt zu keiner
Verbesserung der Accuracy gegeniiber der direkten Verwendung der Beispielgewichte.
Vorteile in der Laufzeit ergeben sich fiir den Iterating GSS Algorithmus beim grofen
Covtypel Datensatz, wodurch die besondere Eignung fiir grofte Datensétze untermauert
wird. Besonders gut schneidet dabei die Variante ab, die anstatt der Verwerfungsmethode
die unnormierten Gewichte benutzt und nur solche Regeln erzeugt, die die positive Klasse
vorhersagen. Bei den Adult Daten fillt auf, dass die Benutzung der Verwerfungsmetho-
de zu einem starken Anstieg der Laufzeit fithrt. Gleiches gilt fiir die Covtypel Daten
bei Erzeugung aller Regeln und dem FEinsatz der Verwerfungmethode. Hierbei stieg die
Laufzeit so stark an, so dass es nicht mehr sinnvoll war, die zugehorige Kurve einzuzeich-
nen. In Abbildung 6.5 sind das benotigte Beispielgewicht fiir verschiedene Anzahlen von
Iterationen bei Einsatz der Verwerfungsmethode und der Verwendung der unnormierten
Gewichte auf den Adult Daten gegeniibergestellt. Bei Einsatz der Verwerfungsmetho-
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de wird mehr Beispielgewicht benotigt als bei Verwendung der unnormierten Gewichte.
Daraus ergibt sich eine Erklarung fiir die l&ngere Laufzeit durch Betrachtung der Funk-
tionsweise der Verwerfungsmethode. Gibt es in den letzen Iterationen viele Beispiele mit
kleinem Gewicht, wird von der Verwerfungsmethode pro akzeptiertem Gewicht von eins
eine grofse Anzahl gezogener Beispiele verworfen. Dieser Zusatzaufwand entfillt bei di-
rekter Verwendung der Beispielgewichte.

Als eine Verbesserung am GSS Algorithmus besteht die Mdéglichkeit, die Hiufigkeit zu
dndern, mit der versucht wird gute bzw. schlechte Hypothesen auszugeben bzw. zu ver-
werfen. Mit dem Parameter Schrittgréfe kann diese Haufigkeit gedindert werden. In Ab-
bildung 6.6 ist die bendtigte Laufzeit auf den Covtypel Daten fiir verschiedene Werte
der Schrittgroke dargestellt. Als Nutzenfunktion wurde die Weighted Relative Accuracy
verwendet. Es wurden nur Regeln der Komplexitédt eins zugelassen. Es wird deutlich,
dass die Erh6hung der Schrittgrofe zu einer Verkleinerung der Laufzeit fithrt. Ab einer
Schrittgrofe von 100 kommt es zu keiner wesentlichen Verbesserung mehr.

Ein Vergleich der Performanz des Iterating GSS Algorithmus bei Verwendung verschie-
dener Nutzenfunktionen befindet sich in Abbildung 6.7. Die Accuracy wird auf zwei
Arten eingesetzt. Zum einen wird sie vom Iterating GSS Algorithmus als Nutzenfunktion
verwendet, um die beste Regel in jeder Iteration zu bestimmen. Zum anderen wird sie
benutzt, um die Performanz des erzeugten Ensembles fiir den jeweiligen Datensatz zu
messen. Es wurden direkt die Beispielgewichte verwendet und nur solche Regeln erzeugt,
die die positive Klasse vorhersagen. Aufierdem wurde die Regelldnge auf eins beschriankt
und als Kriterium zum Wechsel der Nutzenfunktion von Weighted Relative Accuracy zu
Binomial der geschétzte Nutzen ohne Beriicksichtigung der Konfidenzintervalle verwen-
det.

Es féllt auf, dass die Nutzenfunktion mit quadrierter Coverage (Squared) bei beiden
Datensétzen zu schlechten Ergebnissen fiihrt. Fiir den Adult Datensatz ergibt sich fiir
die Nutzenfunktion Accuracy bei den spiteren Iterationen keine Verbesserung. Da fiir
den Quantenphysik Datensatz die apriori Wahrscheinlichkeit fiir die positive Klasse 0.5
betrigt, sind die Ergebnisse fiir Weighted Relative Accuracy und Accuracy identisch.
Besonders bei Betrachtung der Ergebnisse fiir den Adult Datensatz wird ersichtlich, dass
die Nutzenfunktion auf Basis des Binomialtests (Binomial) am besten abschneidet. Sie
liefert nach wenigen Iterationen gute Ergebnisse. Gut schneidet die Kombination von
Weighted Relative Accuracy und Binomial ab. In den ersten Iterationen ist die von der
Kombination erreichte Accuracy identisch mit der bei Verwendung von Weigthed Rela-
tive Accuracy erreichten. Nach dem Wechsel néhert sie sich der mit Binomial erreichten
Accuracy an. Der Vorteil dieser Kombination wird deutlich bei Betrachtung der Laufzei-
ten fiir die verschiedenen Nutzenfunktionen beim Adult Datensatz in Abbildung 6.8. Der
Nachteil von Binomial liegt in der lingeren Laufzeit bedingt durch eine gréfsere benotigte
Stichprobengrofe. Durch die Kombination von Weighted Relative Accuracy und Binomi-
al ergibt sich bei gleicher Vorhersagequalitit eine wesentliche Verkiirzung der Laufzeit.
Mit Abstand die kiirzeste Laufzeit ergibt sich, wenn Weighted Relative Accuracy oder
Accuracy als Nutzenfunktion benutzt wird. Dabei wird die Vorhersagequalitit fiir die
Weighted Relative Accuracy nur bei Verwendung von Binomial {iberboten.

Fiir die Kombination mehrerer Regeln zu einem Ensemble ist die Qualitit der einzelnen
Vorhersagen von Bedeutung. Ebenso bedarf es einer Diversitdt unter den Vorhersagen.
Mit Diversitét ist gemeint, dass Aussagen iiber verschiedene Teile des Instanzenraumes
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Abbildung 6.6: Laufzeit des Iterating GSS Algorithmus mit verschiedenen Schrittgréfsen
fiir den Covtypel Datensatz mit der Nutzenfunktion Weighted Relative Accuracy und
auf eins beschrinkter Regellinge

getroffen werden [5]. Sagt eine Regel die positive Klasse des Zielattributes vorher, trifft
sie eine Aussage iiber die Teile des Instanzenraumes, fiir die sie anwendbar ist!.

Fiir die Adult und Quantenphysik Datensétze sind in Abbildung 6.9 fiir ein Ensemble
aus 20 Regeln, die mit verschiedenen Nutzenfunktionen vom Iterating GSS Algorithmus
gefunden wurden, die relativen Haufigkeiten fiir die 1 bis 10-fache Abdeckung eines Bei-
spiels angegeben. Man sieht deutlich, dass Binomial mit einer Ausnahme fiir diese Daten
die schlechteste Abdeckung aufweist, wihrend Squared viele Beispiele mehrfach abdeckt.
Bei Accuray und Weighted Relative Accuracy sind die Werte in etwa gleich, da die apriori
Wahrscheinlichkeit 0.5 betragt und Weighted Relative Accuracy und Accuracy in diesem
Fall identische Ergebnisse liefern. Fiir den Adult Datensatz ist der Wert der Accuracy
schlecht. Ansonsten entsprechen die Ergebnisse denen des Quantenphysik Datensatzes.
In Abbildung 6.10 ist fiir die Adult und Quantenphysik Datensétze und verschiedene
Nutzenfunktionen die ,Unreinheit‘ in den Vorhersagen der durch den Iterating GSS Al-
gorithmus gefundenen Regeln dargestellt. Dazu wurde fiir jedes Beispiel die Entropie
in den Vorhersagen gemessen. Aus den Entropien in den Vorhersagen fiir die einzelnen
Beispiele wurde der Mittelwert bestimmt. Fiir den betrachteten Fall von zwei Klassen
liegt dieser Wert zwischen null und eins. Eins bedeutet eine maximale Unreinheit in den
Vorhersagen, wihrend bei einem Wert von null alle Regeln stets die gleiche Vorhersage

!Eine Regel sagt fiir die Beispiele, auf die sie nicht anwendbar ist, implizit die negative Klasse voraus.
Nutzenfunktionen wie die Weighted Relative Accuracy konnen kleine Teile des Instanzenraumes iden-
tifizieren, in denen die Wahrscheinlichkeit fiir positive Beispiele hoch ist. Daher ist die Aussage iiber
den Teil des Instanzenraumes, fiir den die Regel nicht anwendbar ist, als weniger stark einzuschétzen.
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Abbildung 6.7: Vergleich der Accuracy eines mit dem Iterating GSS Algorithmus gefun-
denen Ensembles bei Einsatz verschiedener Nutzenfunktionen fiir die Adult und Quan-
tenphysik Datensétze
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Abbildung 6.8: Vergleich der Laufzeit bei verschiedenen Nutzenfunktionen fiir den Adult
Datensatz

machen. Fiir Squared ist die Unreinheit hoch. Der hohe Grad der Abdeckung resultiert
in vielen widerspriichlichen Vorhersagen, wodurch mit Hilfe dieser Nutzenfunktion ge-
fundene Ensembles eine schlechte Performanz haben. Binomial deckt Beispiele nicht so
héufig ab wie Squared. Die Vorhersagen sind aber wesentlich eindeutiger. Weighted Re-
lative Accuracy und Accuracy liegen zwischen diesen beiden Extremen. FEine Ausnahme
fiir die Accuracy bildet der Adult Datensatz. Die Vorhersagen sind eindeutig. Der Grund
ist eine zu geringe Abdeckung. Dieses resultiert in einer schlechten Performanz der mit
Accuracy gefundenen Regeln auf den Adult Daten.

Abschliefsend ist in Abbildung 6.11 die Performanz des Iterating GSS Algorithmus fiir
fiinf unterschiedlich komplexe Hypothesenrdume auf den Covtypel Daten dargestellt.
Der Hypothesenraum bei Komplexitdt 1 bestand aus allen 229 Regeln der Lénge eins.
Bei Komplexitdt 2 wurden alle Regeln mit Lange 2 oder kiirzer erzeugt. Der Hypothesen-
raum bestand dabei aus 25188 Regeln. Der Hypothesenraum bei Komplexitit 1-2 bestand
zundchst aus allen 229 Regeln der Lénge eins. Regeln der Léinge zwei wurden erst be-
trachtet, wenn keine guten Regeln der Lange eins mehr gefunden werden konnten. Zur
Beurteilung der Giite der gefundenen Regeln wurde der geschétzte Nutzen der Regel ohne
Berticksichtigung des Konfidenzintervalles benutzt (Kriterium Nutzen). Der Mindestnut-
zen, den eine Regel erreichen musste, betrug stets 0.01. Beim Mindestnutzen fiirs Pruning
qb ... wurden die Werte 0.01, 0.03, 0.05 getestet. Stufte das gewiihlte Nutzenkriterium ei-
ne Regel als zu schlecht ein, wurden durch Pruning mit dem jeweiligen Minimalnutzen
alle schlechten Regeln der Linge eins entfernt. Aus den verbliebenen Regeln wurden die
neuen der Linge zwei erzeugt. Fiir die Komplexitdt des neuen Hypothesenraumes der
Komplexitiit zwei ergaben sich abhiingig von ¢ . folgende Werte:
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Abbildung 6.9: Relative Héufigkeiten der Anzahl an Abdeckungen von Beispielen durch
die Regeln eines FEnsembles auf den Adult und Quantenphysik Daten fiir verschiedene
Nutzenfunktionen
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Abbildung 6.10: Diversitét eines Ensembles aus unterschiedlichen Anzahlen von verwen-
deten Regeln auf den Adult und Quantenphysik Daten fiir verschiedene Nutzenfunktionen
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6 Experimente

1. 24959 Regeln fiir ¢¢ . = 0.01,
2. 16328 Regeln fiir ¢, = 0.03 und
3. 6121 Regeln fiir ¢b,, = 0.05.

In Abbildung 6.11 sind die Ergebnisse dargestellt. Es ist ersichtlich, dass die direke Ver-
wendung der Komplexitéit 2 zu keiner Verbesserung der Accuracy des gefundenen En-
sembles fithrt und die Laufzeit stark ansteigt. Das Durchsuchen des Hypothesenraumes
von geringer zu hoher Komplexitit verbessert Accuracy und Laufzeit im Vergleich zur
direkten Verwendung des Hypothesenraumes aus allen Regeln der Lange zwei. Fiir kleine
Werte von ¢ . . ergibt sich bei vielen Iterationen eine leicht verbesserte Accuracy ge-
geniiber der bei Beschrinkung auf Komplexitéit eins erreichten. Allerdings bewirkt die
Verwendung von Komplexitéit 1-2 eine Verlingerung der Laufzeit gegeniiber Komplexitéat
1. Das Ausmaf der Erhdhung hiéingt vom Parameter ¢¥ ;. ab, der bestimmt wie stark das
Pruning ausfallt.
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Abbildung 6.11: Vergleich von Accuracy und Laufzeit bei verschiedenen Komplexitéts-
stufen fiir den Covtypel Datensatz
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7 Zusammenfassung

Mit dem Iterating GSS Algorithmus steht ein Verfahren zur Losung der Lernaufgaben
Subgruppenentdeckung und Konzeptlernen aus Beispielen zur Verfiigung. Es ist der ers-
te Versuch, probabilistische Subgruppenentdeckung in strukturierten Hypothesenrdumen
mit Knowledge-Based Sampling zu kombinieren. Die Stérken liegen im Auffinden einer
kompakten und gleichzeitig aussagekraftigen Menge von Subgruppen und im Umgang
mit grofen Datenmengen. Wihrend bei kleinen Datensétzen der Zusatzaufwand fiir Be-
rechnung von Nutzen und Konfidenzintervallen iiberwiegt, bewirkt der Ansatz des se-
quentiellen Samplings fiir grofe Datensétze eine Verbesserung der Laufzeit. Bedingt ist
dieses auch durch die Verringerung der H&aufigkeit innerhalb des GSS Algorithmus, mit
der versucht wird Hypothesen frithzeitig auszugeben oder zu verwerfen.

Durch Kombination der gefundenen Subgruppen zu einem Ensemble kann die pradik-
tive Lernaufgabe Konzeptlernen aus Beispielen geldst werden. Im Vergleich zu anderen
Verfahren, die nicht auf Basis einer Stichrobe arbeiten, ist der Ansatz konkurrenzfihig
beziiglich der Giite der Klassifikation. Allerdings sind abhéngig vom Datensatz andere
Verfahren besser fiir diese Lernaufgabe geeignet.

Eine wichtige Verbesserung des Iterating GSS Algorithmus ist das Durchlaufen des Hy-
pothesenraumes von einfachen zu komplexen Hypothesen in Verbindung mit Pruning.
Dadurch ist es méglich, Subgruppen héherer Komplexitéit zu finden, die zum Verstdndnis
der Losung beitragen. Fiir die Kombination der Subgruppen zu einem Ensemble bedeu-
tet eine hohere Komplexitdt keine deutliche Verbesserung der Giite des Ensembles. Sie
resultiert aber in einer wesentlichen Verschlechterung der Laufzeit. Fiir die Lernaufgabe
Konzeptlernen aus Beispielen bietet sich die Beschrinkung auf eine kleine Komplexitét
an.

Ein Vergleich der verschiedenen Nutzenfunktionen zeigte, dass die Funktion Binomial
am besten geeignet ist, um nach wenigen Iterationen gute Subgruppen zu finden und
ein gutes Ensemble zu konstruieren. Die Nutzenfunktion Squared hat sich als schlechte
Wahl erwiesen. Die Laufzeit bei Verwendung von Binomial ist bedingt durch die grofen
Schranken fiir die Konfidenzintervalle schlecht. Bei Erhchung der Anzahl von Iteratio-
nen wurde insbesondere mit der Nutzenfunktion Weighted Relative Accuracy eine gute
Vorhersagequalitit in Verbindung mit einer kurzen Laufzeit erzielt. Soll aus den gefun-
denen Subgruppen ein Ensemble zur Klassfikation erzeugt werden, empfiehlt sich bei
Beriicksichtigung der Laufzeit die Verwendung der Weighted Relative Accuracy als Nut-
zenfunktion und die Beschrinkung der Komplexitit auf Regelldnge eins.

Fiir weitere Untersuchungen bietet sich an, die Eignung des Algorithmus im Umgang mit
Datenstromen néher zu untersuchen.
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A Verzeichnis der verwendeten Notationen

Im Folgenden sind die benutzten Notationen aufgelistet, gestaffelt nach dem Themenbe-
reich ihres erstmaligen Auftretens.

X Instanzenraum
N Anzahl der Attribute im Instanzenraum
X eine Instanz aus dem Instanzenraum
D Verteilung der Instanzen iiber dem Instanzenraum
T eine Trainingsmenge von Instanzen
n die Grofe der Trainingsmenge
H der betrachtete Hypothesenraum
h eine einzelne Hypothese
f das gesuchte Zielkonzept
q Nutzenfunktion
Y, /)Y — Menge der positiven/negativen Instanzen
Y, Menge der Instanzen der interessierenden Klasse
Y, Menge der Instanzen, die nicht in der interessierenden Klasse liegen

<
~
=3I

Menge der von einer Regel abgedeckten /nicht abgedeckten Instanzen
Regel aus Pramisse und Konklusion
ein Literal in der Primisse einer Regel
das Literal in der Konklusion einer Regel

ST -~

Tabelle A.1: Allgemeine Notationen

k gesuchte Anzahl der Lésungen
m bisher gesehene Beispielanzahl
M maximal bendtigte Beispielanzahl bis zur Terminierung
Qm Stichprobe der Grofie m
q(h,T)/q(h, Qm) wahrer /geschitzter Wert einer Nutzenfuktion q
€ maximal zulédssiger Fehler
0 maximale Irrtumswahrscheinlichkeit
E(m,0) von der Beispielanzahl m und ¢ abhéngige Konfidenzschranke
Ep(m,9) von der Beispielanzahl m und § abhéngige

hypothesenspezifische Konfidenzschranke

Tabelle A.2: Notationen fiir den GSS Algorithmus
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A Verzeichnis der verwendeten Notationen

Zuweisung an eine Variable
Regelldnge der Regel R
maximale Regelldnge zu Beginn
maximale Regelldnge
i-tes Attribut des Instanzenraumes
j-te Ausprigung des i-ten Attributes des Instanzenraumes
minimaler Nutzen fiir das Pruning
minimaler Nutzen die Niitzlichkeit einer Regel
Symbole fiir die Datenstruktur Menge
Symbol fiir die Datenstruktur Liste
Symbol fiir die Datenstruktur Regel
Symbole fiir die Datenstruktur Resultat
das verwendete Nutzenkriterium
Schrittgrofse
Anzahl der abgedeckten Beispiele einer Regel
bevor die Normalverteilungsapproximation benutzt wird

gibt an, ob Verwerfungsmethode oder Gewichte benutzt werden

obere Schranke fiir den Nutzen der Regel R,
die Nutzenfunktion q und Konfidenz, nach m Beispielen ¢
optimaler Nachfolger einer Regel R
Konfidenzintervall fiir die Regel R
die Nutzenfunktion g, Konfidenz ¢, nach m Beispielen

Tabelle A.3: Zusédtzliche Notationen fiir den Iterating GSS Algorithmus und den Biased-

ExampleGenerator Operator
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B Benutzte primitive Datentypen und -strukturen

Name Beschreibung Operationen
Boolean boolescher Datentyp (true/false) -
Integer Ganzzahliger Datentyp -
Double Fliefskommazahl -
Menge<E> | Menge aus Elementen vom Typ E ADD(M.E)
GET(M.E)
REMOVE(M,E)
SIZE(M)
ADD-ALL(M, M)
Liste<E> Liste aus Elementen vom Typ E ADD-FIRST(L,E)
ADD-LAST(L,E)
GET-FIRST(L)
REMOVE-FIRST(L)
GET-LAST(L)
REMOVE-LAST(L)
SIZE(L)
APPEND-ALL(L,M)
Regel Konjunktive Regel LENGTH(R)
GET-COVERED-WEIGHT(R)
GET-COVERED-CORRECT-WEIGHT(R)
REFINE(R)
Resultat Speichert eine Regel GET-RULE(S)
mit zugehorigen Statistiken GET-NEEDED-EXAMPLES(S)
GET-UTIL(S)
GET-CONF(S)
Nutzen Berechnet Nutzen, UTIL(R)
Konfidenzintervalle CONF(R)

und obere Schranken

GET-UPPER-BOUND(S,5)

Tabelle B.1: Ubersicht iiber die verwendeten primitiven Datentypen und -strukturen
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C Parameter des lterating GSS Algorithmus

In Tabelle C.1 sind alle Einstellungsmdoglichkeiten des Iterating GSS Algorithmus aufge-
listet. Im Folgenden werden die Parameter kurz beschrieben und aufgezeigt, zu welchen
in Kapitel 5 vorgestellen Konzepten sie korrespondieren.

Name mogliche Werte Standardwert
min _utility pruning [0,1] -
min_utility _useful [0,1] -
stepsize ganze Zahl aus [1,10000] 1000
large ganze Zahl aus [1,10000] 100
min_complexity ganze Zahl aus [1,10] 1
max complexity ganze Zahl aus [1,10] 1
iterations ganze Zahl aus [1,100] 10
utility function {wracc, accuracy, linear, squared, binomial } wrace
use_ binomial {true, false} false
use kbs {true false} false
rejection__sampling {true, false} true
useful criterion {worst _utility, best utility, example} utility
example factor [1,5] 1.5
force iterations {true, false} false
generate all hypothesis {true, false} true
reset weight {true, false} false

Tabelle C.1: Ubersicht iiber die Parameter des Iterating GSS Algorithmus

min__utility pruning Hierbei handelt es sich um den fiir das Pruning bendtigten Mi-
nimalnutzen ¢,,;,. Details sind in Kapitel 5.4 zu finden.

min_utility useful Zur Bewertung der Niitzlichkeit einer Regel (5.3) kann mit diesem
Parameter einer anderer Mindestnutzen als fiir das Pruning gew#hlt werden. Wahrend
beim Pruning ein niedriger Wert des Mindestnutzen zu einem starken Anwachsen des
Hypothesenraumes fiihrt, ist bei der Bewertung der Niitzlichkeit die Wahl eines niedrigen
Wertes weniger kritisch.

stepsize Der Parameter gibt Anzahl von gezogenen Beispielen an, nach denen jeweils
Schritt 3d des GSS Algorithmus ausgefiihrt wird.

large Hiermit wird die Anzahl von Beispielen angegeben, die eine Regel abdecken muss,
bevor die Approximation durch die Normalverteilung bei der Berechnung des Konfiden-
zintervalles benutzt wird.
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C Parameter des Iterating GSS Algorithmus

min__complexity und max_complexity Diese Parameter entsprechen den in Kapitel
5.5 vorgestellten cgqre Und Cpqae, die die initiale und maximale Komplexitéit der betrach-
teten Hypothesen angeben. Als Standard sind Anfangs- und Endkomplexitidt auf eins
gesetzt, d.h. es werden nur Regeln der Lange eins betrachtet. Es ist moglich die Komple-
xitét bis zu einer Regelldnge von zehn zu erhéhen.

iterations Hiermit wird die Anzahl der Iterationen bzw. die Anzahl der Lésungen fest-
gelegt. Standardmiéfig fiihrt der Algorithmus zehn Iterationen durch.

utility function Mit diesem Parameter wird eine der Nutzenfunktionen Accuracy, Weigh-
ted Relative Accuracy, Linear, Squared oder Binomial gewahlt. Als Standard ist die
Weighted Relative Accuracy eingestellt. Bei der Nutzenfunktion Linear handelt es sich
um die Weighted Relative Accuracy, wobei zur Berechnung des Konfidenzintervalles die
schlechteren Schranken aus [25] verwendet werden.

use binomial Bei Aktivierung dieser Option wird vor der Erhéhung der Komplexitét
auf die Nutzenfunktion Binomial umgeschaltet.

use kbs Standardméfig wird nach jeder Iteration durch Veréinderung der Beispielge-
wichte das durch die gefundene Regel représentierte Vorwissen aus den Daten entfernt.
Mit diesem Parameter kann die Umgewichtung verhindert werden. Der Iterating GSS
Algorithmus entspricht dann dem normalen GSS Algorithmus.

rejection _sampling Dieser Parameter gibt an, ob die Verwerfungsmethode oder direkt
die Beispielgewichte verwendet werden. Voreingestellt ist die Verwerfungsmethode.

useful criterion Dieser Parameter bestimmt das Kriterium zur Bewertung der Niitz-
lichkeit einer Regel.

example factor Falls das Beispielkriterium verwendet wird, erfolgt ein Vergleich der
bendtigten Beispielanzahl des aktuellen Durchgang des GSS Algorithmus mit der bisher
benotigten durchschnittlichen Beispielanzahl aller vorherigen Durchldufe. Dieser Para-
meter gibt den Faktor an, um den die aktuell bendtigte Beispielanzahl vom Durchschnitt
abweichen darf bevor die gefundene Regel als nicht niitzlich bewertet wird. Falls keine
Angabe des Faktors erfolgt, verwendet der Algorithmus den Wert 1.5. Moglich sind Werte
aus dem Intervall [1,5].

force iterations Mit dieser Option kann erzwungen werden, dass der Iterating GSS
Algorithmus trotz Eintreten der Terminierungsbedingung alle Iterationen durchgefiihrt.

generate all hypothesis In der Standardversion betrachtet der Iterating GSS Algo-
rithmus nur Regeln der Form r — Y, . Durch Aktivierung dieser Option werden auch alle
Regeln der Form r — Y_ generiert. So ist es moglich ist, Subgruppen mit grofem Anteil
von Beispielen der negativen Klasse direkt zu finden. Diese Option ist standardméfig
deaktiviert.
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C Parameter des Iterating GSS Algorithmus

reset weight Wird diese Option aktiviert, werden nach Erhohung der Komplexitét
alle Beispielgewichte wieder auf eins gesetzt. In der Grundeinstellung ist sie deaktiviert.
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D Parameter des BiasedExampleGenerator Operator

In Tabelle D.2 werden die Parameter des BiasedExampleGenerator Operators beschrie-
ben, die in der Implementierung fiir die Lernumgebung YALE [21] zur Verfiigung stehen.
Eine Einfithrung in den Umgang mit YALE, insbesondere zur Erstellung einer Datei mit
Attributbeschreibungen, ist in [11| zu finden. Der Operator bendtigt neben den Para-
metern eine Datei, in der ein BiasTree beschrieben wird. Zur Beschreibung werden zwei
Tags verwendet.

<forest> Dieser dufere Tag umschliett alle Beschreibungen von BiasTrees in der Datei.

<node> Mit den <node>-Tags werden die Knoten im BiasTree beschrieben. Die Tags
werden ineinander verschachtelt und beschreiben dadurch die Struktur des Baumes. In-
nerhalb des Tags muss der Name des an diesem Knoten représentierten Attributes an-
gegeben werden. Die Ausprigungen aller Attribute werden zunéchst fiir jedes Beispiel
zuféllig ausgewdirfelt, d.h. jede der |A;| Ausprigungen eines Attributes A; hat die gleiche
Wahrscheinlichkeit. Es ist moglich, in jedem <node>-Tag eine alternative Verteilung des
dort représentierten Attributes anzugeben, die nur bei Erreichen dieses Knoten ange-
wandt wird. Fiir jede der |A;| Ausprigungen des Attributes ist eine Wahrscheinlichkeit
anzugeben. Die Wahrscheinlichkeiten der einzelnen Auspridgungen wird dabei nicht als
Zahl aus dem Intervall [0,1] angegeben, um das Auftreten von Rundungsfehlern zu ver-
meiden. Stattdessen werden ganze Zahlen aus dem Intervall [0,100] verwendet. Die Sum-
me aller Wahrscheinlichkeiten muss dabei immer 100 ergeben. Ebenfalls optional ist die
Angabe der Indizes der Ausprigungen des Attributes, an denen die Kindknoten héngen.
Die Indizes kénnen Werte von 0 bis |A;| annehmen. Der erste Kindknoten des aktuellen
Knotens ,héngt’ im BiasTree an der Ausprigung mit dem ersten angegebenen Index; der
zweite Kindknoten an der Auspridgung mit dem zweiten angegebenen Index, usw.. Fehlt
die Angabe, ist der Knoten ein Blatt. Werden Indizes angegeben, muss die Anzahl an
untergeordneten <node>-Tags der Anzahl der Indizes entsprechen.

Ein Beispiel fiir eine Beschreibung von mehreren BiasTrees befindet sich in Abbildung
D.1, die zugehorige XML-Beschreibung in Abbildung D.2. Eine Ubersicht iiber die ange-
sprochenen Attribute des <node>>-Tags ist in Tabelle D.1 dargestellt.

Name Beschreibung optional?
attribute Name des Attributes dieses Knotens Nein
dist Verteilung des Attributes dieses Knotens Ja
children | Indizes der Ausprigungen des Attributes, Ja
fiir die in die Kindknoten verzweigt wird.

Tabelle D.1: Ubersicht iiber die Attribute des <node>-Tags zur Beschreibung der Knoten
des BiasTrees
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Attribut Verteilung iiber die Ausprigungen ‘
Ay 0.05 0.05 0.2 0.2 0.1 0.05 0.05 0.1 0.1 0.1 ‘

Attribut Verteilung iiber die Ausprigungen ‘
Ag 0.2 0.2 0.1 0.050.05 0.05 0.05 0.1 0.1 0.1 ‘

2 3

Attribut | Verteilung iiber die Ausprigungen
Ay keine neue Verteilung
Ly 0.3 0.7
Loy 0.4 0.6

0 1

Attribut | Verteilung iiber die Ausprigungen
Ag keine neue Verteilung
Ls 0.6 0.4
Ls 0.50.5

Abbildung D.1: Menge von mehreren BiasTrees, die zunéchst die Verteilung der Auspré-

gungen der Attribute angeben und dann Bedingungen fiir die Auspriagungen des Zielat-
tributes formulieren.
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<forest>

<node attribute="A1"
</node>

<node attribute="A2"
</node>

<node attribute="A1"
<node attribute="L1"
</node>

<node attribute="L1"
</node>

</node>

<node attribute="A2"
<node attribute="L1"
</node>

<node attribute="L1"
</node>

</node>

</forest>

dist="5 5 20 20 10 5 5 10 10 10">

dist="20 20 10 5 5 5 5 10 10 10">

children="2 3">
dist="30 70">

dist="40 60">

children="0 1">

dist="60 40">

dist="50 50">

Abbildung D.2: XML Beschreibung eines BiasTree

Name Beschreibung mogliche Werte | Standard

attributes Name der Attributbeschreibungsdatei | <Dateiname> -
number of examples | Anzahl der zu erzeugenden Beispiele | [1000,20000000] 10000
tree file Name der Datei mit der <Dateiname> -
Beschreibung des Bias Tree
noise Wahrscheinlichkeit fiir das [0,1] 0
Auftreten von Rauschen 0
start example Ab diesem Beispiel treten die [-1,20000000] 0
Muster in den Daten auf.
(-1 fiir alle Beispiele)

end example Ab diesem Beispiel treten die [-1,20000000] 0

Muster in den Daten nicht mehr auf
(-1 fiir alle Beispiele)

Tabelle D.2: Ubersicht iiber die Parameter des BiasedExampleGenerator Operators
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