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Kapitel 1
Einleitung

In dieser Arbeit werden Moglichkeiten gezeigt, durch dynamische Verkehrslenkung Einfluss
auf den Strafsenverkehr zu haben. Im Mittelpunkt steht dabei die Nutzung der Sensordaten
in der lokalen Umgebung von Fahrzeugen. Mit den Daten werden durch den Einsatz von
lernenden Algorithmen Uberfiillungen von Straken erkannt. Die Verkehrslenkung reagiert
auf erkannte Uberfiillungen durch das Anpassen der Route eines Fahrzeugs. Es stellt sich
dabei die Frage, wie gut eine dezentrale Verkehrslenkung den Verkehrsfluss verbessert.

Diese Frage wird anhand der Anwendung in der Simulation der Stadt Luxemburg evaluiert.

1.1 Motivation

Der Strafenverkehr in Deutschland entwickelt sich durch die Bewegung der Menschen in
Grofsstidte zu einem Zustand von iiberfiillten Straften, der durch das Verhalten der Fahrer
beeinflusst wird. Weltweit kommt es daher gerade in grofieren Stadten zu einem sehr dichten
Strafsenverkehr [Toml8|. Dabei nutzen 80% des Personen- und des Giiterverkehrs den Weg
des Strafenverkehrs [BuniSa] [Buni8b|. Das Problem der Uberfiillung von Strakennetzen
kénnte durch die Erhohung der Kapazitit der Strafiennetze verringert werden, jedoch stellt
diese Gegenmafinahme eine der teuersten Losungen dar [AT10].

In der Forschung beschéftigt man sich immer mehr mit der Minimierung von Fahrzeiten
im Strakenverkehr. Dabei wird der auftretende Verkehrsfluss héufig in den Mittelpunkt
gestellt, um die Bewegung der Fahrzeuge zu ihrem Ziel nicht zu verlangsamen. Es kann
dabei immer zu Staus im Strafenverkehr kommen. Die hdhere Nutzung der Strafen hat
ebenfalls mehr Baustellen als Ergebnis, die umfahren werden miissen. Prognose ist eine
Verschlimmerung bis 2030.

Ein allgemeiner Ansatz zur Verringerung von Uberfiillungen im Strafenverkehr sieht
eine Verkehrsverlagerung vor [ATI10]. Die Anpassung von Fahrzeugrouten durch die Nut-
zung von wenig befahrenden Strafen ermoglicht eine bessere Verteilung der Fahrzeuge im

Strakennetz. Dabei wird ein Weg durch ein Strafennetz gesucht, wie bei einem Fahrzeug
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Abbildung 1.1: Ein Fahrzeug befindet sich in einer Verkehrsumgebung und erhilt Informationen
iiber umliegende Uberfiillungen von Strafen, damit durch eine Verkehrslenkung die Route zum

Ziel bestimmt wird.

in Abbildung Es gibt auch noch weitere Moglichkeiten Uberfiillungen zu verringern.
Beispielsweise durch die Weiterentwicklung des Nahverkehrs kann der Verkehr verlagert
werden [Bot03] [Hua09]. Weitere Alternativen liegen ebenfalls in der Nutzung umwelt-
freundlicher Méoglichkeiten wie Fahrradfahren. Auch Car Sharing stellt eine Mdglichkeit
dar [Kat03].

In Abbildung wird ein Szenario dargestellt, in dem sich dezentrale dynamische
Verkehrslenkung erldutern ldsst. In einer Verkehrsumgebung befinden sich Fahrzeuge, die
moglichst schnell auf Strafen fahren, um an einen Zielpunkt zu gelangen. Um dies zu
ermdglichen kann jedes Fahrzeug im einfachsten Fall den kiirzesten Weg zum Ziel abfah-
ren, ohne den Verkehr zu betrachten. Es kann jedoch dazu kommen, dass dabei iiberfiillte
Strafien genutzt werden und somit lingere Fahrzeiten entstehen und die Uberfiillung auf
Straken durch weitere Fahrzeuge erhoht wird. Daher lohnt sich der Einsatz von dynami-
scher Verkehrslenkung, damit schnell auf Uberfiillungen reagiert werden kann und sich der

Verkehr besser in der Verkehrsumgebung verteilt.

Viele intelligente Verkehrslenkungen basieren auf unverédnderten Verkehrsdaten, die den
aktuellen Zustand einer Verkehrsumgebung darstellen. In dieser Arbeit werden Voraussa-
gen iiber den Verkehr genutzt, sodass aktuelle Verkehrsinformationen durch zukiinftige
Verkehrsinformationen erweitert werden. Dies ermdglicht einen wichtigen Nutzen fiir ei-
ne Verkehrslenkung, da entstehende iiberfiillte Strafen frithzeitig erkannt werden und die
Méglichkeit besteht, diese zu umfahren. Das Besondere liegt darin, dass Fahrzeuge durch

die Sensoren bereits verarbeitete Informationen {iber zukiinftige Zustinde erhalten. Das
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Abbildung 1.2: Beispielhafte Skizze einer Verkehrsumgebung, die mit Verkehrssensoren ausge-
stattet ist.

Verarbeiten der erweiterten Verkehrsdaten in Kombination mit einer intelligenten Ver-
kehrslenkung resultiert in einem grofien Vorteil und hebt sich von vielen Verkehrslenkungs-
methoden ab. Das Schwierige an diesem Konzept liegt darin, dass Fahrzeuge zu Beginn
ihrer Fahrt noch nicht viele Informationen iiber die Verkehrsumgebung besitzen, da diese

auf der Fahrt in einem individuellen Datensatz gesammelt werden.

1.2 Aufbau der Arbeit

Das zweite Kapitel dieser Arbeit behandelt die thematischen Grundlagen des Verkehrsflus-
ses und der Verkehrslenkung. Ebenfalls werden in diesem Kapitel Algorithmen vorgestellt,
die eingesetzt werden koénnen, um einen Einfluss auf die Verkehrslenkung zu haben. In
diesem Zusammenhang werden verwandte Arbeiten vorgestellt, die sich mit Verkehrsfliis-
sen und Verkehrslenkung befassen. Im dritten Kapitel werden die methodischen Inhalte
vorgestellt, die umgesetzt wurden, um eine dynamische dezentrale Verkehrslenkung zu er-
moglichen. Insbesondere werden hier die Einsatzgebiete des bestidrkenden Lernens und des
Lernens durch Labelproportionen gezeigt. Auf die Methodik folgen im vierten Kapitel die
Experimente und deren Evaluierung. Es wird gezeigt, welche Simulationsumgebung benutzt
wird sowie herausgestellt, was mit den methodischen Inhalten moglich ist. Abschlielend
wird in Kapitel fiinf eine Zusammenfassung der Ergebnisse dargestellt und mégliche offene

Fragen diskutiert.
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Kapitel 2
Grundlagen und Stand der Forschung

Dieses Kapitel beschreibt die Grundlagen, die fiir intelligente Verkehrslenkung nétig sind.
Dabei geht es zunédchst um Verkehrssensoren und Verkehrsfliisse. Des Weiteren werden
grundlegende Konzepte erldutert, die fiir eine Verkehrslenkung notig sind. Anschlieflsend

werden lernende Algorithmen gezeigt, die die Verkehrslenkung beeinflussen werden.

2.1 Verkehr

Die Verkehrsforschung beschéftigt sich mit Fahrzeugen im Straenverkehr, die auf bestimm-
ten Strafen in Stédten fahren kdnnen und bestimmte Routen zuriicklegen, um zu ihrem
Ziel zu kommen [LPBMI14]. Auf dem Weg kommt es zu Interaktionen zwischen Verkehrs-
teilnehmern, die zu Problemen in Form von Aufstauung und Uberfiillung von Straken
fiihren konnen. Die Probleme haben zur Folge, dass Fahrzeuge auf Strafen mit reduzierter

Geschwindigkeit fahren miissen, sodass die Fahrzeit erhoht wird.

2.1.1 Verkehrslenkung und autonomes Fahren

Am Strakenverkehr teilnehmende Fahrzeuge werden von den Fahrern gefahren und diese
greifen in der Regel auf die Kenntnis einer Route zuriick, um ein Ziel zu erreichen. Routen,
die ein Fahrer wihlt, konnen jedoch eine sehr grofe Fahrzeit in Anspruch nehmen, da dem
Fahrer jegliche Informationen {iber den aktuellen Verkehr fehlt. Um einen Einfluss auf die
Auswahl der genutzten Straken des Fahrzeugs zu erhalten, gibt es mehrere Moglichkeiten.
Es gibt die Verkehrskontrolle mit externer Kommunikation, wobei beispielsweise durch Am-
peln bestimmte Strafen priorisiert werden und der Verkehr auf diese Weise gelenkt wird.
Dabei werden alle Fahrzeuge beeinflusst, die mit Ampeln versehene Strafien und Kreuzun-
gen nutzen. Eine weitere Mdglichkeit stellt individuelle Kommunikation dar. Hierbei wird
zum Beispiel {iber Verkehrsinformationen im Radio Einfluss auf die Verkehrslenkung der
Fahrzeuge genommen, sodass Fahrer Informationen iiber iiberfiillte Strafen erhalten und

diese meiden konnen. Diese Informationen sind jedoch nicht fiir jedes Fahrzeug hilfreich
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6 KAPITEL 2. GRUNDLAGEN UND STAND DER FORSCHUNG

und es kann zusédtzlich zu ungewollten Umwegen fithren. Deswegen gibt es die individuel-
le Verkehrslenkung mit individueller Kommunikation. Diese nutzt aktuelle Verkehrsdaten,
um fiir jedes Fahrzeug Routen zu bestimmen, die die Fahrzeiten verringern. Navigations-
systeme sind Beispiele fiir die Nutzung dieser Mdoglichkeit zur Verkehrslenkung. In diesem
Fall nutzen Fahrer individuell fiir ihren Standort durch das Navigationssystem berechnete
Routen, die ebenfalls durch den aktuellen Verkehr beeinflusst sind. Ein weiteres mogli-
ches Anwendungsgebiet der Verkehrslenkung liegt im autonomen Fahren, da die Route
des Fahrzeugs automatisch bestimmt wird und der Fahrer diese nutzt, um an sein Ziel zu
gelangen [MGLWI5|. Verkehrslenkung erméglicht eine Fortbewegung von Fahrzeugen, die

keinen Fahrer benétigt.

2.1.2 V2X Szenario

Es existieren mehrere Moglichkeiten, wie die Kommunikation im Strafenverkehr stattfin-
det. Am Strafsenverkehr nehmen Fahrzeuge teil, die sich auf Strafen befinden. Zusétzlich
gibt es auch Fufiginger, die den Biirgersteig nutzen. Das Vehicle-To-Infrastructure (V2X)
Szenario betrachtet die Kommunikation von Fahrzeugen mit der Verkehrsumgebung. Hier-
bei wird die Verkehrsumgebung durch Verkehrssensoren dargestellt, die Informationen iiber
den aktuellen Verkehr aufzeichnen und diese verarbeiten kénnen. Es sind ebenfalls Kom-
munikationen zwischen den Fahrzeugen (Vehicle-To-Vehicle V2V) und zwischen Fukgin-
gern und Fahrzeugen ( Vehicle- To-Pedestrian) méglich. Abbildung[2.1]zeigt diese moglichen

Kommunikationen beispielhaft anhand einer Kreuzung.

( Global Positioning
V4 7 System (GPS)

S X

ehicle-to- [

Infrastructure’s
- P B , f
b <]

Road Side
Unit

Abbildung 2.1: Verschiedene Kommunikationsmoglichkeiten im Strafsenverkehr zwischen Fahr-
zeugen, Verkehrsumgebung und Fufigingern. Quelle: [HNZ1
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2.2 Verkehrssensoren

Verkehrssensoren konnen viele verschiedene Daten aufzeichnen und diese der Umgebung
zur Verfiigung stellen. Es ist ebenfalls m&glich, die Daten sogar durch Kommunikation mit
benachbarten Verkehrssensoren aufzubereiten. Die Aufzeichnung der Daten kann dabei auf
single-point Sensoren oder point-to-point Sensoren basieren [Sch04].

Bei single-point Sensoren handelt es sich um Sensoren, die, wie der Name schon sagt,
einen einzelnen Punkt der Strafe beschreiben und dadurch nur die Anzahl von Fahrzeugen
auf einer Strafke aufzeichnen. Es gibt jedoch auch komplexe Sensoren, die Daten iiber
Geschwindigkeiten von Fahrzeugen aufzeichnen kénnen [ORO02]. Es ist ebenfalls moglich,
auch die Art und somit die Gréfe von Fahrzeugen zu erkennen.

Eine hohere Aktualitédt besitzen point-to-point Sensoren. Diese haben das Ziel source-
target Verteilungen zu erhalten, indem Fahrzeuge an mehreren Punkten auf der Strafe
iiberwacht werden. Diese Festdetektoren kommen héufig im Strakenverkehr zum Einsatz.
Es werden Zeiten gemessen, die Informationen iiber die Dichte einer Strafte oder die Ge-
schwindigkeit der fahrenden Fahrzeuge betreffen. Es gibt verschiedene Arten von Festde-
tektoren, wie z.B. Induktionsschleifen, Videokameras, Infrarot-, Radar- oder Ultraschall-

messungen [Sch04].

2.2.1 Messgrofsen

Es existieren viele verschiedene Messgrofen, die durch Verkehrssensoren aufgezeichnet wer-
den kénnen. Interessant sind Daten iiber Anzahlen von Fahrzeugen auf Strafen sowie deren
Geschwindigkeit. Daraus kénnen auch weitere Informationen iiber den Verkehr auf einer
Strake gewonnen werden, wie die Dichte, die Abstdnde der Fahrzeuge, Wartezeiten von
Fahrzeugen oder die messbare Belegung einer Strafle.

Beispielsweise bei Induktionsschleifen, die aus zwei Schleifen bestehen, kann die Ge-
schwindigkeit eines Fahrzeuges sehr einfach herausgefunden werden [Sch04|. Die Geschwin-
digkeit v,, des n-ten Fahrzeugs lésst sich durch die Zeitpunkte tp, und ¢tp, der Detektoren
Dy und D3 und dem Abstand dp, , der Detektoren durch

d
Uy = k2 (2.1)
tp, — tp,
bestimmen, wobei implizit angenommen wird, dass sich die Geschwindigkeit im Intervall

[tD,,tD,] nicht &ndert [Sch04].

2.3 Verkehrsfluss

Ein elementarer Bestandteil des Stralenverkehrs ist der Verkehrsfluss. Dieser lasst sich
allgemein als Anzahl von Fahrzeugen in einem bestimmten Zeitintervall in einer Verkehrs-

umgebung beschreiben. Einen groften Einfluss auf den Verkehrsfluss haben die Dichte oder
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Abbildung 2.2: Beispielhafte Darstellung einer Verkehrsflusssimulation. Quelle: [KPFT09;

Belegung einer Strafe und die Durchschnittsgeschwindigkeiten von Fahrzeugen auf einer
Strake. Mit dem Verkehrsfluss lassen sich Aussagen {iber die hauptséchlich gewéhlten Rou-
ten und Strafen in einer Verkehrsumgebung treffen oder analysieren, ob es zu Problemen

in der Verkehrsumgebung kommt.

Um den Verkehrsfluss auf verschiedenen Strafsen zu beschreiben, wird ein mathema-
tisches Modell gesucht. Dabei gibt es mikroskopische und makroskopische Ansétze. Der
mikroskopische Ansatz bezieht sich auf Interaktionen zwischen den Verkehrsteilnehmern
auf einer Strafse und die Fahrzeuge sind von einander unterscheidbar. Makroskopische Mo-
delle beschreiben den Zustand einer Strafe und geben Strafsen bestimmte Labels, um diese
Zustinde zu beschreiben. Es werden Dichten oder durchschnittliche Geschwindigkeiten be-
trachtet. Mikroskopische Modelle ben&tigen einen héheren Rechenaufwand als makroskopi-
sche Modelle. Die Wahl féllt je nach Anwendung in den meisten Féllen auf makroskopische
Modelle.

Verkehrsflussmodelle basieren auf Verkehrssensoren, die den aktuellen Verkehr in Form
von Fahrzeuganzahlen oder Fahrzeuggeschwindigkeiten aufzeichnen. Dabei werden Net-
ze aus statischen Sensoren genutzt. Abbildung zeigt Fahrzeuge in einer simulierten
Verkehrsumgebung. Simulationen basieren auf einem Mikroskopischen Modell. Diese Fahr-
zeuge simulieren den Verkehrsfluss auf den Strafen. Ein makroskopisches Modell hingegen
kennt nicht wie in Abbildung [2.2] die genauen Positionen und Anzahlen pro Strafe, son-
dern macht Aussagen iiber Zustdnde der Strafen. Eine Strafe kann dabei beispielsweise
den Zustand eines Staus annehmen und wiirde das Label fiir einen Stau erhalten. Sollte

sich der Stau auflésen, &ndert sich das Label der Strafe im makroskopischen Modell.

Nach [H&74] muss ein Verkehrsflussmodell die zwei folgenden Anforderungen erfiillen:
Als erste Anforderung muss die Anwendung auf ein reales Szenario moglich sein. Weiterhin
muss die Mdglichkeit bestehen, zwischen mikroskopischen und makroskopischen Modellen
hin und her zu wechseln. Beim Wechsel der Modelle diirfen keine kritischen Informationen
verloren gehen. Das vorgestellte Verkehrsfluss Modell erfiillt diese Anforderungen, indem

reale mikroskopische Sensordaten genutzt werden.
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2.3.1 Fundamentaldiagramm

Um Verkehr aussagekriftig charakterisieren zu kénnen, wird das Fundamentaldiagramm
genutzt. Das Fundamentaldiagramm in Abbildung wird aus Daten {iber Dichte und
Verkehrsfluss iiber 5 Minuten aus einer empirischen Messung zusammengesetzt. Es ist ein
Freiflussast mit positiver Steigung und ein gestauter Ast mit negativer Steigung erkennbar
[Sch04]. Diese beiden Eigenschaften des Fundamentaldiagramms sind noch einmal in Abbil-
dung getrennt dargestellt. Es werden durch diese beiden Eigenschaften die zwei Phasen
des Fundamentaldiagramms beschrieben. Der Verkehrsfluss steigt also zunéchst bei héherer
Dichte und befindet sich im freien Fluss, sinkt jedoch, sobald Wechselwirkungen zwischen
Fahrzeugen entstehen und beispielsweise der Abstand zwischen Fahrzeugen geringer wird

oder die Geschwindigkeit der Fahrzeuge von der Wunschgeschwindigkeit abweicht.

Real Traffic
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Abbildung 2.3: Fundamentaldiagramm des Verkehrsflusses anhand empirischer Daten. Zusétzlich
ist eine Hysterese eingezeichnet. Jeder Punkt entspricht einer Nachricht {iber 5 Minuten. Quelle:
[Scho04]

Die roten Pfeile in Abbildung zeigen das Phénomen der Hysterese [Sch04]. Bei
einer Hysterese kommt es, nachdem die Ursache gedndert wurde, zu einer verzogerten
Wechselwirkung. Es wird von einem Zeitpunkt ¢ gestartet, in dem eine bestimmte Dichte
und ein bestimmter Verkehrsfluss herrscht. Wird die Dichte erhoht, sinkt der Verkehrsfluss.
Bei einer Verringerung der Dichte steigt der Verkehrsfluss nun erneut. Es ist jedoch zu

erkennen, dass nicht der Ausgangswert erreicht wird.



10 KAPITEL 2. GRUNDLAGEN UND STAND DER FORSCHUNG
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Abbildung 2.4: Freiflussast (links) und gestauter Ast (rechts) des Fundamentaldiagramms. Quel-
le: [Sch04]

2.3.2 Makroskopisches Verkehrsfluss Modell

Grundséatzlich werden makroskopische Variablen dazu benutzt, um aggregierte Zustinde
eines Verkehrsnetzes zu reprasentieren |[HK13|. Das Makroskopische Verkehrsflussmodell
beschreibt Strafen anhand bestimmter Messgrofen wie den zuvor vorgestellten Verkehrs-

fluss oder die Dichte einer Strafse. Der Verkehrsfluss wird dargestellt durch

q:==. (2.2)

Dabei beschreibt n die Anzahl der Fahrzeuge und T das Zeitintervall, in dem die Fahrzeu-
ge durch Verkehrssensoren wie beispielsweise single-point Sensoren aufgezeichnet wurden.

Eine weitere beschreibende Grofe ist die Dichte

k:= X (2.3)

mit der Fahrzeuganzahl n auf der Strecke X.

Makroskopisches Bewegungsmodell (Physikalisches Modell)

Das Physikalische Modell ist Teil der Makroskopischen Bewegungsmodelle und wird auch
als Verkehrsmodell verwendet. Aufgrund der Ahnlichkeit kann das Makroskopische Bewe-
gungmodell mit einem gaskinetischen Modell verglichen werden. Im Gaskinetischen Mo-
dell existieren makroskopische Beobachtungen, die charakteristisch fiir Bewegung, sind wie
Durchschnittsgeschwindigkeit, durchschnittliche Dichte und Zahl von Vorkommen an be-
stimmten Punkten des Modells [LAAI14]. Diese Beobachtungen lassen sich ebenfalls auf
ein Verkehrsmodell iibertragen. Statt Molekiilen, die zu einem bestimmten Zeitpunkt in

einem Volumen gezdhlt werden, werden Fahrzeuge auf Strafsen gezdhlt.
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2.3.3 Breakdown und kritischer Fluss

Ein Breakdown in einer Verkehrsumgebung kann auf Strafen oder Kreuzungen auftreten.
Damit ist der Zusammenbruch eines fliefsenden Verkehrs gemeint. Es wird ein Zustand
erreicht, bei dem die Kapazitét eines freien Verkehrsflusses durch den Breakdown einge-
schrinkt wird [KKS14]. Weiterhin hingt die Zuverléssigkeit einer Verkehrslenkung davon
ab, diese Breakdowns zu vermeiden.

Der kritische Fluss ist ein Wert, der die Entstehung von Breakdowns auf Strafen fest-
legt. Wenn dieser Wert {iberschritten wird, entstehen Breakdowns. Das Fundamentaldia-
gramm aus Abbildung [2.3]enthélt ebenfalls den kritischen Fluss, sobald es zu einem mogli-
chen Zusammenbruch des flieenden Verkehrs kommt. Dieser Breakdown befindet sich im

hochsten Punkt des Freiflussastes.

Kritischer Fluss

Der kritische Fluss beschreibt einen Wert fiir einen Fluss, der den maximalen Fluss einer
Strafe beschreibt, bevor diese iiberfiillt ist und es zu einem Stau kommt. Es werden dabei
zwei Werte als Chnin und Chue, unterschieden. Dabei lassen sich Kreuzungen als Bottle-
neck bezeichnen, wenn viele Fahrzeugrouten iiber diese Kreuzung fithren und es somit zur
Aufstauung des Verkehrs kommen kann. C,,;, bezeichnet einen Wert, der {iberschritten
wird, wenn es zu einem Breakdown vor einer Kreuzung kommen kann [Vral7|. Fiir einen
Wert zwischen Chp;y und Chez lassen sich Wahrscheinlichkeiten berechnen, ob es zu einem
Breakdown kommt. Ist Cj,q, tiberschritten, wird es einen Breakdown an der Kreuzung
geben. Dieser kritische Fluss C,,q, berechnet also ein Label fiir Uberfﬁllung an einer be-
stimmten Kreuzung, welches dazu geeignet ist, die Verkehrslenkung von Fahrzeugen zu

beeinflussen.

2.3.4 Bottleneck Problem

Oft ist die Staubildung im Strakenverkehr das Resultat eines Bottlenecks. Dabei ist ein
Bottleneck eine Inhomogenitéit auf Grund reproduzierbarer externer Griinde [Sch04]. Es
wird haufig vermutet, dass diese durch Fahrbahnverengungen, Abfahrten oder Briicken ent-
stehen. Abbildung zeigt ein Strafennetz als Graph, in dem ein Bottleneck auftaucht.
Wenn dieses iiberwunden werden muss, ist die Wahrscheinlichkeit hoher, dass Staus ent-
stehen. Abbildung[2.6]zeigt ein Verkehrsnetz mit wahrscheinlich mehreren Bottlenecks, die
einen Breakdown auslosen konnen. Diese kénnen anhand des kritischen Flusses genauer
betrachtet werden.

Die Lokalitdt von Bottlenecks steht im Zusammenhang mit Breakdowns [KKS14]. An
einem Bottleneck kommt es zu einer Verkehrsstérung, wenn der freie Verkehrsfluss in einen

iiberfiillten Verkehr iibergeht.
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Abbildung 2.5: Bottleneck Problematik im Graphen. Bei der Bestimmung eines Pfades von einem
Konten s € {A, B,C, D, E, F} zu einem Knoten d € {G, H, I, J, K, L} muss die Kante zwischen E

und H ausgewéhlt werden und wird dadurch zu einem Bottleneck.

2.4 Strafennetzmodellierung

Ein Netz, das aus Strafsen und Kreuzungen besteht, wird als Graph modelliert. Die Stra-
Bennetzmodellierung als Graph eignet sich, um den kiirzesten Pfad zwischen zwei Punkten

zu finden, der eine Route fiir ein Fahrzeug darstellt.

Strafsen lassen sich als Kanten abbilden, die einen Startpunkt und einen Endpunkt
besitzen. Diese Start- und Endpunkte beschreiben Kreuzungen oder Knoten mit festgeleg-
ten Koordinaten. Um jede Fahrbahn und die entsprechende Richtung abzubilden, wird ein
Strafennetz als gerichteter Graph G = (E, N, ¢) modelliert und besteht damit aus Knoten
n € N, Kanten e € F und Kosten c, um eine Kante mit einen Fahrzeug zu nutzen. Ein Kno-
ten n € N wird durch eine Position genauer beschrieben, die durch Koordinaten bestimmt
ist und besitzt ausgehende und eingehende Kanten. Weiterhin lésst sich die Distanz zwi-
schen zwei Knoten n, m € N durch die euklidische Norm ||n —m|| berechnen. Diese Strecke
zwischen n und m wird durch eine gerichtete Kante (u,v) € E C {(p,q)|p,q € N,p # q}
dargestellt. Eine Kante e € F besitzt in einem Strafennetz einerseits die Eigenschaft der
Lange | : E — R’ und andererseits eine Geschwindigkeit s : £ — R , die zum Uberqueren

der Strafse vorgegeben ist. Diese beiden Eigenschaften sind dazu geeignet, die Kosten fiir
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Bottleneck?

Abbildung 2.6: Beispiel eines uniibersichtlichen Bottleneck Problems.

die Uberquerung der Strake auszudriicken. Die Fahrzeit eines Fahrzeugs, das eine Strafe

iiberqueren mochte, sind die Kosten einer Kante im Strakennetz. Mit

)
c(e) == 5 (2.4)

werden die Kosten ¢ berechnet, um die Kante e zu iiberqueren, wenn ein Fahrzeug die
maximal erlaubte Geschwindigkeit fahrt.

Das Ziel jedes Fahrzeugs sollte es nun sein, mit bekanntem Startknoten und bekannten
Zielknoten den kiirzesten Weg zwischen diesen zu fahren. Mit der Modellierung als Graph
ist es nun mdoglich, einen Pfad zu berechnen, der die geringsten Kosten verursacht. Somit

wird der Dijkstra Algorithmus [Dij59] eingesetzt, um den kiirzesten Pfad zu finden.

2.4.1 Kiirzeste Routen im Strafiennetz mit Dijkstra Algorithmus

Durch die Modellierung des Strafennetzes als Graphen lédsst sich der Dijkstra Algorithmus
anwenden. Es wird fiir ein Fahrzeug eine Route gesucht, welche sich an einem bestimmten
Knoten befindet und einen Knoten als Ziel besitzt. Die Grundidee, um den Dijkstra Al-
gorithmus einzusetzen, basiert auf der Suche des kiirzesten Pfades zwischen zwei Knoten
u,v € N [Sch12|. Zur Ausfithrung des Algorithmus muss der Startknoten s € N bekannt
sein, der im gerichteten Graphen G = (E, N, ¢) vorkommt. Anschliefend wird der nachfol-
gend beschriebene Algorithmus durchgefiihrt, den kiirzesten Pfad im Graphen zu finden.
Angewendet auf ein Strafennetz, besteht die Moglichkeit, den aktuellen Verkehr in die
Kantengewichte einzurechnen. Ein kiirzester Pfad auf Basis der Kantengewichte ohne ein-
gerechnete Verkehrsauslastung fiihrt ein Fahrzeug in der schnellsten Zeit vom Startknoten

zum Zielknoten.



14 KAPITEL 2. GRUNDLAGEN UND STAND DER FORSCHUNG

Der Dijkstra Algorithmus setzt alle Knotengewichte initial auf co [Schi2]. Das Gewicht
des Startknotens s bekommt den Wert 0. In einem iterativen Verfahren werden die Ge-
wichte der Knoten auf die kiirzesten Summen von Gewichten aktualisiert. Nicht verwendete
Kanten werden entfernt, sodass von s alle anderen Knoten auf dem Pfad mit geringstem
Gewicht erreicht werden kénnen. Interessant fiir eine Verkehrslenkung ist nun der kiirzeste

Pfad zum Zielknoten.

2.4.2 Dijkstra Rang

Der Dijkstra Rang (digkstra rank) 1dsst sich durch die Ordnung von Knoten einer bestimm-
ten Distanz zu einem Startpunkt beschreiben [SS12]. Man kann als Interpretation auch eine
Lokalitit zweier Punkte nutzen. Nachdem der Dijkstra Algorithmus durchgefiihrt wurde,
befinden sich die verwendeten Knoten in einer resultierenden Reihenfolge. Ein festgelegter
Startknoten s ist dabei notwendig. Der Dijkstra Rang eines Knotens ¢ bestimmt den Rang
in Bezug auf die Reihenfolge der Knoten, die sich durch die Durchfiithrung des Dijkstra
Algorithmus ergeben [DSSWO09].

Zum Beispiel existiert nach Durchfiihrung des Dijkstra Algorithmus mit Startknoten
s ein kiirzester Pfad zu einem Zielknoten z. Jeder Knoten d;, der auf dem Pfad zwischen
den Knoten s und z liegt, hat den Dijkstra Rang als Abstand zum Startknoten s. Dadurch

wird die Lokalitdt von einzelnen Knoten beschrieben.

2.5 Bestirkendes Lernen (Reinforcement Learning)

Maschinelles Lernen ldsst sich in drei Bereiche unterteilen. Die drei Bereiche sind iiber-
wachtes, uniiberwachtes und bestédrkendes Lernen. Grundsétzlich geht es darum, Wissen
aus Daten zu generieren. Uberwachtes Lernen benétigt einen Datensatz, der jedem Daten-
punkt ein Label zuordnet. Es miissen folglich zusétzliche Informationen vorhanden sein, um
lernende iiberwachte Algorithmen anwenden zu kénnen. Uniiberwachtes Lernen bendtigt
keine weiteren Informationen {iber den Datensatz und hat das Ziel, unbekannte Strukturen
im Datensatz ausfindig zu machen. Bestérkendes Lernen hingegen lernt aus der Interaktion
mit einer Umgebung. Es ist also eine Lernmethode, die ihr Wissen durch die Ausfithrung
von Experimenten erhilt [SB1S].

Bestédrkendes Lernen beschéftigt sich mit Agenten in einer Umgebung, die mit dieser
interagieren kénnen. Die Hauptkomponenten des bestdrkenden Lernens setzen sich aus
Agenten, Umgebung, Belohnungen und Aktionen zusammen. Zusétzlich gibt es noch einen
Zustand der Umgebung, der sich dndern kann. Beim bestdrkenden Lernen geht es grund-
sitzlich darum, herauszufinden, wie auf Situationen durch Aktionen reagiert wird. Das
Lernergebnis wird durch eine Maximierung einer numerischen Belohnung erzielt. Es wird
die Aktion ausgewihlt, die die beste Belohnung der Umgebung erhilt. Abbildung zeigh



2.5. BESTARKENDES LERNEN (REINFORCEMENT LEARNING) 15

Agent

Belohnung Aktion

Umgebung

Abbildung 2.7: Eine Ubersicht des bestirkenden Lernens. Es gibt Aktionen zwischen Agenten

und Umgebung, die eine Belohnung an den Agenten zuriickgibt.

den Ablauf beim bestdrkenden Lernen. Ein Agent fithrt Aktionen in einer Umgebung aus
und bekommt von der Umgebung eine Belohnung fiir diese Aktion.

Der Vorgang der Belohnung an den Agenten durch die Umgebung wird immer nur dann
durchgefiihrt, sobald eine Aktion ausgewihlt wurde. Ziel ist es, eine moglichst hohe Be-
lohnung zu erhalten. Deswegen wird der Vorgang mehrfach wiederholt. Man nennt dieses
Problem auch Ausbeutung gegen Erkundung [SBI8| und erméglicht einen entscheidenden
Faktor fiir den Erfolg von bestirkendem Lernen. Um eine aussagekriftige Strategie zu er-
halten, sollten mehrere Aktionen mit Belohnungen versehen werden. Wenn die Erkundung

ausreichend Ergebnisse geliefert hat, werden Aktionen auf Belohnungen gepriift.

2.5.1 Learning from Bandit Feedback

Das sogenannte k-armed Bandit Problem beschreibt eine Methode, die auf das bestdrkende
Lernen zuriickzufiithren ist. Anschaulich ldsst sich das Problem so erldutern, dass man in
wiederholender Weise eine Auswahl an Aktionen hat, die ausgefithrt werden koénnen. Je
nach Auswahl, erhélt man eine numerische Belohnung auf Basis der Auswahl.

Dabei wird eine Aktion, die zum Zeitpunkt ¢ ausgewéhlt wurde als A; bezeichnet und

die korrespondierende Belohnung als R;. Der Wert einer beliebigen Aktion a ist durch
q«(a) = E[Ry| Ay = a (2.5)

gegeben und driickt die erwartete Belohnung dafiir aus, dass a ausgewéhlt wird [SB1§].
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2.5.2 Policy Optimizer for Exponential Models (POEM)

Der Algorithmus Policy Optimizer for Ezponential Models wird eingesetzt, um ein be-
stidrkendes Lernen fiir strukturierte Vorhersagen durchzufiithren. Der POEM Algorithmus
nutzt das Counterfactual Risk Minimization (CRM) Prinzip, um Batch Lernmethoden mit
Bandit Feedback zu ermoglichen [SJ15]. Mit dem CRM Prinzip sind Vorhersagen méglich.

POEM funktioniert mit einer Datengrundlage, die die Form eines geloggten Bandit
Feedbacks hat. Die Anwendung des Algorithmus fiihrt eine Klassifikation von einzelnen
Labels durch. POEM hat das Ziel, eine Strategie h zu optimieren. Diese Strategie existiert
initial durch hg und wird aus den geloggten Eingabedaten abgeleitet und optimiert.

Sei X ¢ R™, m € N der Eingaberaum und Y C {(0), (1)} der Ausgaberaum. Dabei
gilt fiir den Eingaberaum X, dass dies alle aufgezeichneten und geloggten Eingabevaria-
blen enthilt und x € X stellt einen Eingabevektor dar. Der Ausgaberaum Y représentiert
ein Label, das entweder (0) oder (1) sein kann. Hierbei ist y € Y dann das vorhergesagte
Ausgabelabel fiir den Eingabevektor x. Die existierende Strategie ho(Y'|x) ist eine Wahr-
scheinlichkeitsverteilung iiber dem Ausgaberaum Y und Vorhersagen werden durch ein
Ziehen aus y ~ ho(Y |x) durchgefiihrt. Also ist ho(y|x) die Wahrscheinlichkeit, die bei Ein-
gabe x entsteht, dass y ausgew#hlt wird. Zusétzlich sei § : X x Y — R die Belohnung des
bestirkenden Lernproblems als kardinaler Verlust, der sich aus allen beobachteten Paaren
(x,y) zusammensetzt. Es gilt, dass kleinere Werte auf eine hoheres Eintreffen von y fiir x

hindeuten. Um nun die Strategie hg zu optimieren, wird fiir POEM der Datensatz

D:{(X1’y1751)p1)a"‘7(Xnvyn75n7pn)} (26)

mit i € N, genutzt, wobei §; = 6((x;, y;)) und p; = ho(yi|x;) gelten. Als néchsten Schritt
in POEM wird der Hypothesenraum H;;,, nach einer Strategie h,, durchsucht, die das maxi-
male Eintreffen erfiillt. Die Hypothese h(Y'|x) definiert hierbei eine Wahrscheinlichkeitsver-
teilung und wird durch den Einsatz eines Gradientenabstiegs auf dem zu erwartenden und
geschitzten Verlust als empirische Standardabweichung erhalten. Bei der Klassifizierung
von einzelnen Klassen zieht die Strategie h,, € H;;p y mit

exp(ys + wTx)

(1 —exp(wTx))’ (27)

ho (y|x) =

wobei w € R™ der gelernte Vektor durch POEM ist und y; das Label aus y darstellt.

2.6 Breakdown Minimization Principle (BMP)

Das Breakdown Minimization Principle (BMP) kann dazu eingesetzt werden, Verkehr zu
lenken. Die Anzahl der Breakdowns an Kreuzungen wird dabei minimiert. Breakdowns
sind Ubergiinge vom frei fahrenden Verkehr zu einem synchronisierten Verkehr [Vral7].

Das Breakdown Minimization Principle setzt auf der Tatsache auf, dass sich Fahrzeuge
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Abbildung 2.8: LLP Bags, die griine oder schwarze Instanzen enthalten.

—
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sehr schnell an Bottlenecks anh&ufen und somit zu Staus an diesen Engstellen fiihren. An
Bottlenecks existiert ein kritischer Fluss C, der bei Uberschreitung darauf hindeutet, dass
es zu einem Breakdown kommt. Es ist dann eine Wahrscheinlichkeit P(q) berechenbar,
die das Eintreffen eines Einbruchs des Verkehrsflusses in einem Zeitfenster T beschreibt
[Vral7|. Das Ziel des Breakdown Minimization Principle liegt darin, Staus zu vermeiden,

indem an keinem Bottleneck der Zustand ¢* < C¥ eintrifft.

2.7 Label Proportionen

Learning from Label Proportions (LLP) ist ein Maschinenlernproblem, das Trainingsda-
ten in Form von Bags von Instanzen nutzt [ACI16]. Nur das Klassen Label jeder Bag
ist bekannt. Die Anzahl der Gruppen ist mindestens so groft wie die Anzahl an Klassen
[QSCLO09]. Es ist ziemlich aufwéindig Label Proportions zu lernen, da es sich um ein NP-
Schweres Problem handelt [FR17].

Abbildung zeigt ein Beispiel mit verschiedenen Instanzen in verschiedenen Bags,
die unterschiedlich eingefirbt sind. Dabei sind griine Punkte positiv und schwarze Punkte

negativ. Es kann nun fiir jede Bag die Proportion berechnet werden. Die Abbildung enthélt
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den Wert der Label Proportion an jeder Bag. Die Bags werden nun nicht einer Klasse

zugeordnet, sondern geben nur den Wert anhand der Vorkommen zuriick.

2.7.1 Definition Learning from label proportions aus [SM11]

Sei X eine Instanz einer Menge von Features {X; x ... X X;,} und sei Y = {y1,...,ym}
eine Menge von Klassenlabels. P(X,Y") stellt eine unbekannte Verteilung von Beobach-
tungen mit dem jeweiligen Klassenlabel dar. Es ist eine ungelabelte Beobachtung U =
{z1,...,xn} C X gegeben mit einer Partitionierung in h disjunkte Gruppen Gfi, ..., Gp.
Weiterhin sind Proportionen m;; € [0,1] gegeben mit Label y; aus Gruppe G; fiir jede
Gruppe und jedes Label. Das Ziel ist eine Modellfunktion g : X — Y, um eine Vorhersage
eines Labels y € Y fiir eine Beobachtung € X zu erhalten [SMII]. Im allgemeinen Fall
minimiert der Fehler

Errp = E[L(Y, g(x))] (2.8)

die Verlustfunktion L(Y,g) bei Anwendung auf P. Die Label Proportionen 7;; werden als
h x| Matrix II = m;; dargestellt, wobei sich die Summe der Werte II;. = (71, ..., 7) eins

ergibt. Somit ldsst sich die Proportion eines Labels y; zusammen mit II durch

h
n(IL y;) = % D IGi| -y (2.9)
i=1
berechnen [SM11]. Die Multiplikation von 7;; mit der jeweiligen Gruppengrofe |G;| ergibt
die Haufigkeiten p;; der Beobachtungen mit Label y; € Y der Gruppe G;.
Im folgenden Abschnitt werden Ergebnisse von Arbeiten vorgestellt, die sich mit Ver-
kehrsfliisssen und Verkehrslenkung beschiftigen und dabei POEM und LLP nutzen.

2.8 Verwandte Arbeiten

In Grofstddten kommt es zu immer hiufigerer Aufstauung von Fahrzeugen, sodass diese
durch Verkehrslenkung vermindert werden muss, da sich die Anzahl der Fahrzeuge jahrlich
erhoht. In diesem Abschnitt werden &hnliche Ansétze der dynamischen Verkehrslenkung
und Vorhersage von Verkehrsfliissen behandelt.

Es existieren bereits mehrere Arbeiten, die sich mit intelligentem Verkehrsrouting be-
fassen. Ziel ist es, durch Auswahl von Routen einen Verlust zu minimieren, der fiir die
Verkehrsteilnehmer entsteht [LPBMI14]. Der Verlust ist durch die Zeit definiert, die durch
den Abstand der Zeit einer nicht-optimalen Route zur Zeit einer optimalen Route entsteht.

Die Arbeit [LS17] beschreibt eine Méglichkeit, um auf Basis von zentralen Verkehrsda-
ten den Verkehr zu lenken. Dabei wird ein bestérkendes Lernen verwendet. Bandit Learning
ist eine Methode des bestirkendes Lernens, wobei das Verhalten eines Bandits unter der

Beriicksichtigung einer Belohnung gelernt wird [LS17]. Fahrzeuge sind die Agenten, die
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sich in einem Strafsennetz authalten. Aktionen beschreiben die Wahl einer Strafe, um eine
Route vom Startpunkt zum Zielpunkt zu erhalten. Sobald eine Strafe gewahlt ist, erhilt
der Agent eine Belohnung.

In der Arbeit [LSMI15] wird eine Methode vorgestellt, umm Verkehrsfluss Label von
verteilten Sensoren vorherzusagen. Grundsétzlich wird in dieser Arbeit eine verteilte Lern-
methode vorgestellt, die Spatio- Temporal Local Models nutzt [LSM15]. Als Ausgabe werden
Labels von in der Zukunft liegenden Zeitpunkten bestimmt, die zugehorig zu einem Kno-
ten sind. Dabei kénnen die gesamten Sensordaten genutzt werden oder nur die Daten einer
Teilmenge von Sensoren.

LLP ist eine Moglichkeit fiir Kommunikation von Sensoren, die sich dadurch auszeich-
net, moglichst kleine Nachrichten effizient versenden zu kénnen. Diese Kommunikations-
effizienz ist ein wichtiger Grund, LLP zu verwenden. Alternativ gibt es beispielsweise die
kNN Methode. Ein Nachteil zur kNN Methode liegt darin, dass die Genauigkeit von LLP
schlechter ist, jedoch werden mit der LLP Methode weniger Ubertragungsbits verwendet
als bei kNN.

Die Arbeit Untersuchung von Strategien zur Beeinflussung von Fahrzeugen zur Ver-
kehrslenkung [Vral7| nutzt mehrere verschiedene Methoden, um einen Einfluss auf die
Lenkung von Fahrzeugen zu haben. In einem erfolgreichen Experiment wird das Break-
down Minimization Principle (BMP) benutzt. Hierbei handelt es sich ebenfalls um ein
Verfahren, dass den Verkehr lenkt, um Staus zu vermeiden.

In der Arbeit |ARIT15| wurden Vorhersagen von Verkehrsfliissen auf der Basis von
begrenzten Daten untersucht. Dabei wurden grofe Verkehrsnetze untersucht, wie gut Ver-
kehrsfliisse erkannt wurden, wenn nur ein kurzer Zeitraum beobachtet wird. Die Ergebnisse
dabei sind eine gute Genauigkeit bei der Anwendung einer Vorhersage. Eine Erweiterung
durch die Interaktion von Fahrzeugen zur Verkehrsumgebung wurde dabei nicht untersucht,
kann jedoch zu einer Verbesserung beitragen.

Eine weitere Arbeit [dSYMT16] CHIMERA nutzt das Intelligent Transportation Sy-
stem (ITS) [FJMT™01]. Dabei werden keinen festen Verkehrssensoren benutzt, sondern
mehrere road side units (RSU), um den Strakenverkehr aufzuzeichnen. Der Unterschied
liegt darin, dass RSU lokale Messungen von Daten nutzt, die durch Sensoren in Fahr-
zeugen aufgezeichnet werden. Es werden Uberfiillungen anhand des k-Nichsten-Nachbar
Algorithmus vorhergesagt und Fahrzeuge durch eine Verkehrslenkung beeinflusst.

In Abgrenzung zu den genannten Arbeiten wird in dieser Arbeit eine dezentrale dy-
namische Verkehrslenkung eingesetzt. Dieser Ansatz nutzt aktuelle Verkehrsinformationen
und verbindet diese mit vorhergesagten Verkehrsflusslabels, um Uberfiillungen in Verkehrs-
netzen zu erkennen.

Im nachfolgenden Kapitel wird die Methodik gezeigt, um durch POEM und LLP Ein-

fluss auf eine dezentrale dynamische Verkehrslenkung zu haben.
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Kapitel 3

Methodik

Dieses Kapitel behandelt die methodischen Inhalte dieser Arbeit. Dabei wird das Vorgehen
der intelligenten Verkehrslenkung auf Basis lokaler Features mit Informationen von lernen-
den Sensoren beschrieben. Diese lokal extrahierten Features bilden die Grundlage fiir ein
bestérkendes Lernen, das iiberfiillte Strafsen und Staus vorhersagt, sodass die Verkehrslen-
kung darauf reagiert. Lernende Sensoren steuern die Verkehrslenkung durch die Vorhersage

von Verkehrslabels einzelner Strafen in der Umgebung eines Fahrzeugs.

3.1 Dynamische Verkehrslenkung

In Smart Cities und intelligenten Verkehrssystemen wird der Verkehr auf den Strafien durch
Sensoren aufgezeichnet, wie in Abbschnitt néher erkldrt wird. Es besteht die Moglich-
keit, aktuelle Stausituationen zu erkennen, um diese durch dynamisch generierte Routen
zu umfahren [LS17]. Dabei ist es wichtig, dass aktuelle Informationen iiber den Verkehr
genutzt und analysiert werden. Letztendlich werden auf Basis der aktuellen Verkehrsdaten
Routen generiert, die Fahrzeuge in einer Verkehrsumgebung lenken. Diese Routen sind auf
den dynamischen Verkehr angepasst und kénnen sich entweder zu verschiedenen Uhrzeiten
unterscheiden oder auch auf plétzlich auftretende Verdnderungen des Verkehrs reagieren.

Das Besondere an dynamischer Verkehrslenkung im Vergleich zu statischer Verkehrs-
lenkung besteht darin, dass bei dynamischer Verkehrslenkung schnell auf mégliche Uberfiil-
lungen auf Strafsen reagiert werden kann. Statische Verkehrslenkung nutzt nur die Situation
des Startzeitpunktes und ermdglicht keine Reaktion auf den aufkommenden Verkehr. Ist ein
Fahrzeug auf einer Strafe, kann dieses seine Route jedoch nur an der nichsten Kreuzung
dndern. Somit ldsst sich dynamische Verkehrslenkung auf eine Aktualisierung der Routen
reduzieren, die kurz bevor Kreuzungen angefahren werden, durchgefiihrt werden.

Um ebenfalls die Performanz zu erhdhen, sollen Verkehrslenkungsentscheidungen nur
getroffen werden, wenn diese notwendig sind. Das bedeutet, dass Fahrzeuge ausschlieflich

beim Anfahren von Kreuzungen die Méglichkeit haben, eine bessere Route zu wihlen. Die
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Auswahl einer besseren Route entsteht auf Basis der gelernten Modelle aus beobachteten
Daten und wird durch die Routenberechnung in bestimmt. Kreuzungen sind mit Sen-
soren ausgestattet. Sobald ein Fahrzeug einen Sensor anfihrt, befindet sich das Fahrzeug
an einer Kreuzung.

Die dynamische Verkehrslenkungsentscheidung wird durch Daten beeinflusst, die insbe-
sondere in der lokalen Umgebung eines Fahrzeugs auftreten. Es besteht daher eine geringe
Notwendigkeit, Zugriff auf alle Verkehrsdaten einer Verkehrsumgebung zu haben. Bevor
eine Kreuzung angefahren wird, entscheidet sich, welche zukiinftige Route von dieser Po-

sition aus genutzt wird, um zum Zielpunkt zu gelangen.

3.1.1 Dezentrale Verkehrsdaten

Dezentrale Verkehrsdaten bezeichnen die eingeschrinkte Moglichkeit, als Fahrzeug Ver-
kehrsdaten von der Verkehrsumgebung zu erhalten. In diesem Fall sind Verkehrsdaten
dann nur beim Anfahren von Sensoren vorhanden. Fahrzeuge kénnen auf ihrem Weg Ver-
kehrsdaten aufzeichnen und speichern. Insbesondere an Kreuzungen erhalten Fahrzeuge die
Méglichkeit, mehrere Sensoren anzusprechen und die jeweiligen Verkehrsdaten verarbeiten
zu konnen. Im Vergleich zu zentralen Verkehrsdaten, die beispielsweise durch Anfrage eines
Servers erhalten werden konnen, stellen dezentrale Verkehrsdaten eine beschrankte Daten-
grundlage dar. Bei dezentraler Datengrundlage gibt es fiir den aktuellen Zeitpunkt nur
sehr wenige Datenpunkte. Jedoch skalieren dezentrale Verkehrsdaten besser und sind nicht
so fehleranfillig wie zentrale Verkehrsdaten. In diesem Ansatz beschreiben die dezentralen
Verkehrsdaten jedoch nicht nur die aktuelle Verkehrslage, sondern geben eine Vorhersage
der Verkehrsdaten, die fiir die zukiinftige Entwicklung berechnet werden. Diese Informatio-
nen sind sehr aussagekréftig, da fiir eine Verkehrslenkung, die den néchsten Schritt plant,
zukiinftige Verkehrsdaten die Zeitpunkte beschreiben, die die Ausfiihrung des nichsten
Schrittes beeinflussen.

Ein Fahrzeug, dass seine Verkehrslenkung verbessern will, hat die Moglichkeit, auf-
gezeichnete Daten zu nutzen und diese mit Daten der aktuell angefahrenen Sensoren zu
vergleichen. Es ist also zunéchst eine Datengrundlage vorhanden, die vor der angetretenen
Fahrt bereits existiert und dann auf dem Weg erweitert wird. Mit jedem Anfahren eines

Sensors wird der Datenpunkt zur Datengrundlage hinzugefiigt.

3.1.2 Feedback der Verkehrsumgebung durch Uberfiillungslabel

Auf StraRen kann immer der Zustand der Uberfiillung erreicht werden, wenn Fahrzeuge
sich auf der gleichen Strafe hiiufen. Diese Uberfiillung kann einerseits durch die Wahl der
gleichen Routen von Fahrzeugen zur gleichen Zeit auftreten oder auch durch zu langsames
Uberqueren von Strafen, sodass sich dort Fahrzeuge aufstauen. Die langsame Uberquerung

oder Reduzierung der Durchschnittsgeschwindigkeit steht im Zusammenhang mit dem Ver-
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kehrsfluss, der durch Uberfiillung verringert wird, wie in Abschnitt gezeigt wird. Um
einen Indikator fiir Uberfiillung auf Straken zu erhalten, gibt es viele Methoden. Dabei wer-
den folgend drei Methoden vorgestellt, die auf einem Schwellwertproblem basieren und eine
Bewertung einer Verkehrsumgebung generieren kénnen, welche auf Uberfiillung hinweist.
Im Kontext des bestdrkenden Lernens werden diese Indikatoren als mogliche Belohnungen

der Verkehrsumgebung verwendet.

Um einer Strafse ein bestimmtes Label zuzuordnen und dieses Label zu erkennen, wird
zunéchst mit oy, Fiillung unterschieden, ob eine Strake iiberfiillt ist oder nicht. d;5,,,. Fiillung
wird aus den Verkehrsdaten einer Strafe berechnet. Es ist ebenfalls moglich, den Zustand
von Staus durch g4, auf Strafen abzubilden, der aus einer Uberfiillung resultiert, jedoch
macht es mehr Sinn, bereits {iberfiillte Strake zu umfahren und nicht nur Staus, da bereits
eine Uberfiillung einer Strafe dazu fithren kann, dass sich die Fahrzeit eines Fahrzeugs
erh6ht. Es werden also keine Stau Label in diesem Anwendungsfall verwendet, da eine
erkannte Uberfiillung ausreichend ist, um die Entscheidung zu treffen, eine Strafe nicht
zu befahren. Um folgend einen Indikator fiir eine Uberfiillung zu geben, werden 6 pichte.
dGeschwindigkeit UDd ¢, .. verwendet.

Es existiert eine kritische Dichte, die {iberschritten werden muss, um 5Ube7,fﬂ”ung zu
berechnen, um eine iiberfiillte Strafe zu erkennen. Dabei wird die maximale Kapazitit von
Strafien erreicht, wodurch eine Uberfiillung entstehen wird. dpjenze kann hieraus abgeleitet
werden, indem die Dichte auf einer Strafe betrachtet wird und mit der kritischen Dichte
verglichen wird. Als kritische Dichte wird ein Wert bezeichnet, bei dem eine Uberfiillung
entstehen wird. Berechnen ldsst sich die kritische Dichte durch Erfahrungswerte. Dabei
spielen Fahrzeuglange und Bremswege eine Rolle, um einen Wert dafiir zu berechnen, wie
viele Autos auf eine Strale passen. Dieser Wert l&sst sich allgemein durch ein Siebtel der
Dichte eines Staus bestimmen [Chald], sollten alle Fahrzeuge auf einer Strafe mit kleinem
Sicherheitsabstand hintereinander stehen. Das Label fiir dpjcnte bestimmt sich folglich aus

der Uberschreitung dieser kritischen Dichte.

Die Geschwindigkeit von Fahrzeugen gibt ebenfalls Informationen iiber mogliche Uber-
fiilllung, wie in Studien gezeigt wurde [RBD™10]. Dabei wird geringe Geschwindigkeit als
Indikator fiir Uberfiillung genutzt. Geringe Geschwindigkeit impliziert hier erneut einen
Stau, der durch diese Methode ebenfalls abgefangen wird. Es reicht bereits aus, wenn von
der erlaubten Geschwindigkeit im Durchschnitt eine Abweichung von 10 km/h erreicht
wird, sodass dgeschwindigkeit Derechnet werden kann. Hierbei handelt es sich ebenfalls um
ein Schwellwertproblem mit der Durchschnittsgeschwindigkeit d aller Fahrzeuge auf einer
Strake s und einer erlaubten Geschwindigkeit e, sodass dgeschwindigkeit € {(0), (1)} ein
Label (0) fiir nicht iiberfiillt oder ein Label (1) fiir iiberfiillt annimmt mit

(0),ds > (es — 10)

Geschwindigkeit { (1),ds < (es _ 10)
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Abbildung 3.1: Ein Ausschnitt aus der kritischen Fluss Map. Dabei wird der Wert fiir den
kritischen Fluss jeder Strafse anhand der Skala dargestellt. Ein roter Wert deutet dabei auf einen
geringen kritischen Fluss hin, der bei Erreichen einen Breakdown auslost und schnell erreicht wird.

Dieser Indikator wird hdufig in Simulationen verwendet, da es zu guten Ergebnissen fiihrt.

Mit der Durchschnittsgeschwindigkeit von Fahrzeugen kann nicht nur ein dgeschwindigkeit
berechnet werden, das eine Abweichung der erlaubten Geschwindigkeit auf Strafen nutzt,
sondern eine Staugeschwindigkeit vgtq,. Diese ist unabhingig von dufseren Umstédnden,
wie zum Beispiel Wetterverhéiltnissen oder Strafenzustinden, und ldsst sich auf etwa
Ustau ~ 15km/h festlegen [Sch04]. Durch diese Konstante wird ein Indikator fiir einen

Stau auf einer Strafse gegeben.

Eine weitere Methode stellt die Uberschreitung des kritischen Flusses dar, der Strafen
als iiberfiillt kennzeichnen kann. Diese Methode wird in ausfiihrlich beschrieben. ¢

max

erkennt eine Strafe als tiberfillt, wenn der Schwellwert C,,; tiberschritten ist.

Der kritische Fluss kann im Gegensatz zur Dichte oder zur Durchschnittsgeschwin-
digkeit nicht direkt aus den aktuellen Verkehrsdaten berechnet werden. Es wird fiir jede
Strale, die gerichtet auf eine Kreuzung zufiihrt, ein Wert Cp,q; gemessen. Dieser Wert
wird fiir jede Strale aus einer Simulation berechnet, indem betrachtet wird, ab welchem
Fluss einer Strafe Fahrzeuge langsamer werden oder stehen bleiben. Abbildung zeigt
Kreuzungen und die unterschiedlichen Werte von Straken, die auf Kreuzungen zufiihren.
Sollte dieser Wert beim Anfahren der Kreuzung durch die aktuellen Verkehrsdaten in Form

von aktuellem Verkehrsfluss iiberschritten werden, gibt d¢

max

der Strafe eine Finordnung
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als iiberfiillt. Die Uberfiillung entsteht, da es durch Uberschreiten des kritischen Flusses

zu einem Breakdown kommt und somit kein freier Fluss mehr moglich ist.

3.1.3 Gewichteter Uberfiillungsgraph

Die hauptséchlich beeinflussende Datenstruktur fiir die Berechnung der Route fiir ein Fahr-
zeug stellt ein gewichteter Graph G(E, N, ¢) dar. Dieser wird zunéchst auf Basis des Stra-
kennetzes mit G(F, N, c) generiert. Dabei existieren Kanten e € E und Knoten n € N.
Kanten besitzen eine Gewichtung, die initial aus der moglichen Fahrzeit berechnet wird.
Das Ziel eines Uberfiillungsgraphen liegt darin, die Gewichtungen der Kanten im Graphen
durch Informationen iiber Verkehrsverengungen zu aktualisieren und zu erhéhen. Wie die
Uberfiillung erkannt wird, unterscheidet sich in unterschiedlichen Verfahren. Uberfiillte
Kanten werden durch eine Funktion ¢’ hoher gewichtet. In diesem Verfahren kommen nun

zwei Komponenten zusammen:
1. POEM Uberfiillungsvorhersage
2. LLP Verkehrsfluss Vorhersagelabels umgebener Sensoren

FEin Fahrzeug, das sich an einer Kreuzung befindet, ist durch die aktuelle Kante u € E
im Graphen lokalisiert. Fine Kreuzung besteht dabei aus einem Knoten n € N, der die
Verbindung zwischen der eingehenden, aktuellen Kante und mindestens zwei ausgehenden
anderen Kanten vy, vo, ..., vp, € V mit m € N>g gewdhrleistet. Fiir alle ausgehenden Kanten
werden nun mit der Funktion ¢’ neue Kantenkosten durch Uberfiillungen und Verkehrsflus-
slabels bestimmt. Der Uberfiillungsgraph G wird anhand der berechneten Uberfiillungen
und Verkehrsflusslabels aktualisiert, sodass die Basis fiir die Routenberechnung mit dem

Dijkstra Algorithmus geschaffen ist.

3.1.4 Routenberechnung

Der aktualisierte, gewichtete Uberfiillungsgraph G besitzt nun alle Informationen {iber die
lokale Umgebung des Fahrzeugs. Durch Anwendung des Dijkstra Algorithmus wird eine
Route vom aktuellen Punkt zum Zielpunkt berechnet, sodass diese Route dem minimal
gewichteten Pfad entspricht. Eine Route ist das wichtigste Werkzeug, um einen Einfluss
auf die Verkehrslenkung eines Fahrzeugs zu haben.

FEine Route lisst sich durch eine Liste von Straken definieren, die von einem Fahrzeug
abgefahren werden konnen. Abstrakt entspricht dies bei Anwendung eines Graphen G auf
die Verkehrsumgebung als Strafkennetz eines Pfades von Kanten e; € E. Um die Verkehrs-
lenkung zu beeinflussen, wird der aktualisierte Uberfiillungsgraph G(E, N, c¢) ausgewihlt.

Zum Beispiel stellen die Kanten u,v,w € E durch

Tweh = [U, v, W] (3.2)
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eine Route r fiir ein Fahrzeug veh dar. Dabei sind mehrere Einschrinkungen zu beachten,
damit eine Route als giiltig eingestuft wird. Zum einen miissen zwei Kanten des Stra-
Fennetzes mit einander verbunden sein, sodass sie sich einen Knoten teilen, der jeweils
Startknoten der einen Kante und Endknoten der anderen Kante ist. Weiterhin darf es sich
bei einem Kantenpaar nicht um die gegeniiberliegenden Strafenseiten handeln, da dies zu
einem zu hohen Aufwand des Strafenwechsels kommen wiirde. Die Verkehrsregeln wie ins-
besondere Richtungsvorgaben sind mit der Routenberechnung einzuhalten. Die Position
des Fahrzeugs muss sich auf der Kante befinden, die an der ersten Stelle der Route steht.
Wichtig ist ebenfalls, dass das Ziel des Fahrzeugs durch die Kante erreicht werden kann,
die an der letzten Stelle in der Route auftaucht. Im Beispiel befindet sich das Fahrzeug
veh aktuell auf der Kante v und hat ein Ziel, das durch die Kante w erreichbar ist. Abbil-
dung[3.2) zeigt eine mogliche Anwendung der Routenberechnung im Anwendungsgebiet der
dynamischen Verkehrslenkung. Dort wird eine Kreuzung von einem Fahrzeug angefahren,

sodass eine giiltige Route ben&tigt wird.

veh_edge

Abbildung 3.2: Ein Fahrzeug befindet sich an Position S und muss eine Route berechnen, um zu
Position D zu fahren. Der lokale Eingriff auf die Routenberechnung untersucht nun die Labels der
ausgehenden Kanten der néchsten Kreuzung: edge 1 und edge 3. Beispielsweise kann die Route
[veh_edge,edge 1,edge_2,edge 5] ausgewihlt werden. Durch die Uberfiillung auf edge 1 wiirde
jedoch [veh_edge,edge_3,edge_4,edge_ 5] die erkannte Uberfiillung umfahren.
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Bei der dynamischen Berechnung von Routen sollte die Problematik von Kreisen in-
nerhalb des Pfades ausgeschlossen sein. Die Anwendung des kiirzesten Pfades zum Ziel
gewdhrleistet dies. Durch eine neue Berechnung einer Route kann es unter Umstidnden je-
doch dazu kommen, dass ein Fahrzeug sein Ziel nicht erreicht, da der zuriickgelegte Pfad
unabhéngig von seiner aktuellen Route wiederkehrende Kreise enthélt. Kommt ein Fahr-
zeug in die unmittelbare Ndhe des Zielpunktes, wird der kiirzeste Pfad ohne Einfluss von

Verkehrsinformationen berechnet, um Kreise definitiv zu vermeiden.

3.2 Verkehrslenkung mit POEM

Die Verkehrslenkung besteht aus Fahrzeugen als Agenten in einer Verkehrsumgebung, die
mit Routen von ihren Startpunkten zu ihren Zielpunkten gefiihrt werden. Hierbei lésst sich
der Verkehr als ein bestérkendes Lernproblem modellieren, um beispielsweise Verkehrsver-
engungen zu erkennen. Eine Aktion des bestéirkenden Lernens beschreibt die Auswahl einer
Strake an einer Kreuzung, um gegebenenfalls von der aktuellen Route abzuweichen, falls
diese durch ein aktuelles Verkehrsaufkommen beeintrichtigt ist. Sobald eine Strafe aus-
gewihlt wurde, erhélt die ausgewidhlte Strafie eine Belohnung, welche die Belohnung der
Verkehrsumgebung darstellt. Alle anderen Strafen, die hétten ausgewahlt werden konnen,
behalten unbekannte Belohnungen [Sot16]. Dieses Szenario wird ebenfalls als Multi-Armed
Bandit Problem bezeichnet.

In Anbetracht dieser Eigenschaften fillt die Wahl auf den POEM Lernalgorithmus

[ST15], um lokale Features zur Erkennung von Uberfiillungen auf Strafen zu nutzen.

3.2.1 POEM Voraussetzungen

Um POEM einsetzten zu konnen, wird eine existierende Strategie hg bendtigt, die spéter
optimiert werden kann, um aus der durch POEM resultierenden Strategie eine Labelvor-
hersage treffen zu kénnen. Dabei wird eine strukturierte Ausgabe auf Basis einer zufilligen
Eingabe gebildet, indem die Wahrscheinlichkeit berechnet wird, dass die Ausgabe zutrifft.
Speziell fiir die Anwendung von POEM auf die Vorhersage von Uberfiillungen von Strafen
benétigt man nun eine geeignete initiale Strategie hg sowie einen Eingaberaum X und
einen Ausgaberaum Y. Zusédtzlich kommt der kardinale Verlust § zum Einsatz, um ein
Qualitdtsmak fiir alle Eingabe/Ausgabe Kombinationen zu besitzen.

Fiir den Eingaberaum gibt es keine Einschrankungen, obwohl eine Wahl in geeigneter
Weise das Lernen vereinfacht. Hier sei nun der Eingaberaum X := [0,1]",m € N mit
x = (21,%2,...,2m)] € X als Featurevektor. Dieser Featurevektor x kann sich aus un-
terschiedlichen, durch Sensoren aufgezeichnete Werte zusammensetzen, wie zum Beispiel
die Dichte einer Strafe, die Belegung, die durchschnittliche Geschwindigkeit einer Strafse,

die Anzahl der Fahrzeuge oder auch durch die Wartezeit von Fahrzeugen auf einer Stra-
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$e. Weiterhin lassen sich auch weitere Features einbringen, die im weiteren Verlauf ndher

erldutert werden. Die Sensorwerte miissen skaliert werden.

Ein Ausgaberaum, der von POEM genutzt wird, muss strukturierte Ausgaben enthal-
ten. In diesen Fall, der Erkennung von iiberfiillten Strafsen, ldsst sich der Ausgaberaum auf
das einzige Label beschrénken, das eine Aussage dariiber gibt, ob eine Strafe iiberfiillt ist
oder nicht. Daher fallt die Wahl des Ausgaberaums auf Y := {(0), (1)}. Hierbei stellt das
Label (0) eine Ausgabe fiir eine nicht iiberfiillte Strafse dar.

Die Strategie ho(Y'|x) beschreibt die Wahrscheinlichkeitsverteilung iiber dem Ausga-
beraum. Da diese letztendlich durch POEM optimiert wird, fillt die Wahl standardméfig
auf eine Gleichverteilung, da eine Aussage iiber das Verhéltnis von Eingabe und Ausgabe
zunéchst kaum moglich ist. Dies ist ein Vorteil bei der Anwendung von POEM, da sehr
einfach eine initiale Strategie gewéhlt werden kann. Folglich sei ho(y|x) := 0,5 sodass es

zunéchst gleich wahrscheinlich ist, dass eins der beiden Label ausgewéhlt wird.

Um die Voraussetzungen fiir POEM zu vervollstindigen, wird ein kardinaler Verlust
§: X xY — R benétigt. Die Erkennung von Uberfiillung auf Straffen konnte durch primi-
tive Metriken gewdhrleistet werden. Beispielsweise die durchschnittliche Geschwindigkeit
mit einem Schwellwert, der unterschritten werden kann oder die Dichte einer Strafse, die
ebenfalls als Schwellwert verwendet werden kann, kénnen eingesetzt werden. Auch der
kritische Fluss eines Bottlenecks kann durch den Ersatz als Schwellwertproblem genutzt

werden. Somit wiirde sich der Wertraum reduzieren: § : X x Y — {—1,0}.

3.2.2 POEM Anwendung

Es gibt zwei Einsatzgebiete fiir POEM, um Einfluss auf das Verkehrsrouting zu haben.
Einerseits konnen Label fiir Strafen bestimmt werden, die aus einer Strategie h abgeleitet
werden und es kann ein zukiinftiges Uberfiillungsgewicht einer Strake berechnet werden,

indem Kanten im Uberfiillungsgraphen betrachtet werden.

Zunéchst wird fiir die Anwendung von POEM ein Strafengraph G = (N, E, ¢) benotigt.
Jedes Fahrzeug besitzt eine eigene Strategie und lernt diese auf dem Weg, indem ein Log
aufgebaut wird. Ein groferer Log bedeutet eine grofiere Datengrundlage fiir POEM. Initial

erhilt jedes Fahrzeug eine Datengrundlage aus der Logging-Phase vor der Anwendung von
POEM.

Die Strategie h setzt sich dabei aus h € Hy, U {ho} zusammen, wobei hg mit dem
Wert 0.5 initialisiert wird. Als Features werden dabei die Features der aktuellen Route,

Umgebungsfeatures, Kritischer Fluss und der Dijkstra Rang verwendet. Diese werden in
genauer beschrieben.
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Durch eine Funktion ¢’ lisst sich nun aus den Wahrscheinlichkeiten fiir Uberfiillung,
die mit der Strategie h berechnet werden, das zukiinftige Gewicht einer Kante berechnen.

Dabei werden zwei Kanten e; und eo betrachtet, sodass sich

c(e2)

ROTE) + h(0)]2) (3:3)

d:E* SRy, (e1,e0) —>

berechnen lasst.

Anhand der berechneten Strategie zur Vorhersage von Uberfiillungslabels kénnen nun
Gewichtungen von Strafen mit ¢’ berechnet werden. Ein Fahrzeug muss an jeder Kreu-
zung entscheiden, wo es lang fahren wird. Die umgebenden Straken erhalten jeweils eine
neue Gewichtung. Mit diesen Gewichtungen wird nun ein Uberfiillungsgraph G aktualisiert,
sodass eine erneute Anwendung von Dijkstra durchgefiihrt werden kann. Als Ergebnis er-
h&lt jedes Fahrzeug eine eventuell neue Route, sodass gegebenenfalls iiberfiillte Strafsen

umfahren werden.

3.2.3 Logging von lokalen Features

Sobald ein Fahrzeug auf seiner Route zum Zielpunkt eine Kreuzung anfahrt, kommt es
zum Austausch mit den Verkehrssensoren. Hieraus lassen sich viele Informationen und
insbesondere lokale Features berechnen. Diese lokalen Features bilden zusammen einen
Vektor aus Datenpunkten, der fiir jedes Fahrzeug auf seiner Route geloggt wird. Jedes
Fahrzeug beginnt seine Route mit einem Datensatz aus bereits geloggten Datenpunkten
anderer Fahrzeuge und wird erweitert durch Anfahren weiterer Kreuzungen auf einer Route
eines Fahrzeugs.

Der angewendete Lernalgorithmus POEM ist speziell dafiir gedacht, geloggte Daten zu
verwenden. Um im vordefinierten Setting zu funktionieren, wird ein Datensatz D mit der

Grolse n genutzt:

D = {(xi,yi,0i,pi)|i € Nen},pi = h(yi|xi) (3.4)

Der Featurevektor x; setzt sich aus mehrere lokalen Features zusammen und ist erweiterbar.
Hier findet die Anwendung der Features der aktuellen Route, Umgebungsfeatures, kriti-
schem Fluss und dem Dijkstra Rang statt. Nachdem der Featurevektor zusammengesetzt
wurde, wird das Label y; bestimmt. Das entsprechende Label y; wird mit der dazugehorigen

Wahrscheinlichkeit p; mit der folgenden Gleichung bestimmt:

(0), h((0)]z) > 0,5
yi=1{ (1), h(()z;) > 0,5 (3.5)

|
|
random((0), (1)), sonst

~— —

T

mit random((0), (1)) als zufillige Wahl eines Labels. Weiterhin wird die Belohnung als

5Dichte; 6Geschwmdigkeit oder (SC’maI hinzugeﬁigt-
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Nachdem der Datensatz in der Logging-Phase generiert wurde, kénnen alle Kanten auf
Uberfiillung untersucht werden, die im gewichteten Graphen auf Basis des Verkehrsnetzes
aktualisiert werden. Nun kann durch die Implementierung von Dijkstra eine Route fiir je-
des Fahrzeug berechnet werden, die den kiirzesten Weg zum Zielpunkt darstellt. In POEM
wird initial die initiale Policy hg genutzt und alle Gewichtungen um einen Faktor 2 erhoht,
um das Lernen der zuvor gesammelten Daten zu vereinfachen. Dabei wird Dijkstra nicht
beeinflusst und es entstehen keine Anderungen an den berechneten Verkehrslenkungsent-

scheidungen.

Feature der aktuellen Route

Die aktuelle Route und somit die bisher befahrenen Strafen der Route besitzen Informatio-
nen lber ihre aktuelle Verkehrsdaten und es lasst sich somit pro angefahrenem Sensoren ein
neuer Datenpunkt generieren. Die Informationen bilden ein Feature, um an einer Kreuzung
zu entscheiden, welcher Weg ausgew#hlt wird. Sei beispielsweise die bisher ausgefahrene
Route r = [rl,72,r3,74,r5] und die Sensordaten der einzelnen Kanten bekannt, dann
bilden

routedata,, = [Sensordata,,Sensordata,e, Sensordata,s, Sensordata,4, Sensordata,s]
(3.6)
die Datenpunkte der aktuellen Route.

Umgebungsfeature

Um an einer Kreuzung zu entscheiden, welcher Weg zu wihlen ist, spielt die Umgebung
eine wichtige Rolle. In diesem Feature werden die Verkehrsinformationen der ausgehenden
Kanten an einer Kreuzung zusammengefasst. Besondere Gewichtung dieser Kanten erhal-
ten diese durch mogliche Routen zum Zielpunkt. Das Feature wird durch eine Sortierung
der Kanten erweitert, um Vergleichbarkeit von Kreuzungen zu erhalten. Ahnlich zum Fea-
ture der aktuellen Route werden die Messungen der Sensoren der umgebenden Kanten nl
n2 und n3 durch

arounddata,, = [Sensordatay;, Sensordatayg, Sensordatans] (3.7)

als Umgebungsfeature verwendet werden.

Kritischer Fluss

Der kritische Fluss Cjq, ist ein Schwellwertproblem, das fiir jede Strafe, die auf eine
Kreuzung triff, berechnet werden kann. Somit erhélt jede Kante ein Label, ob Cy,q, iiber-

schritten ist oder nicht. Hierbei werden alle Kanten als Bottlenecks gesehen und durch
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Uberschreitung des Schwellwertes als nicht befahrbar gekennzeichnet. Es existieren eben-
falls Kanten, die keinen kritischen Fluss besitzen, da bei der Messung kein Breakdown
aufgetreten ist. Dies wird abgefangen, indem aus der Simulation ein Wert berechnet wird,

der hoher liegt als der maximal gemessene Fluss dieser Kante.

Dijkstra Rang

Durch den Dijkstra Rang lasst sich die Vielseitigkeit einer Kreuzung ausdriicken, die ein
Fahrzeug angefahren hat. Das Dijkstra Rang Feature l&sst sich an jeder Kreuzung berech-
nen. Durch dieses Feature werden Informationen iiber die Lokalitdt eines Datenpunktes
ermoglicht, da ein Bezug zur aktuellen Position hergestellt wird.

Der Dijkstra Rang nutzt den initialen Startpunkt des Fahrzeugs sowie das Ziel des
Fahrzeugs. Er kann nun als Feature auf der Fahrt eingesetzt werden, da sich das Fahrzeug
von Startpunkt entfernt und sich dem Zielpunkt ndhert. Im Verlauf der Fahrt wird folglich
ein hoherer Dijkstra Rang erwartet. Der Dijkstra Rang beschreibt dabei die umliegenden

Kanten.

3.2.4 Datensatz mit lokalen Features fiir bestirkendes Lernen

Fiir das bestéirkende Lernen mit POEM entwickelt sich durch die dezentrale Verkehrslen-
kung ein Datensatz. Dieser setzt sich pro Datenpunkt aus einer gewahlten Aktion und
den vorliegenden Features zusammen. In diesem Fall werden zun&chst aus einer Logging-
Phase Daten erfasst und auf dem Weg pro angefahrenem Sensor erweitert. Datenpunkte
der Sensoren bestehen dabei aus der Dichte, Belegung, Durchschnittsgeschwindigkeit und
Wartezeit.

Bei der dezentralen Verkehrslenkung mit POEM sieht der Datensatz zunéchst so aus
wie in Tabelle B.1I] Es werden die Features der aktuellen Route, die Umgebungsfeatures,
der kritische Fluss und der Dijkstra Rang mit der gewahlten Aktion verkniipft.

Route Around Cmazx DijkstraRang

Action; || routedata; | arounddata; | Cmaxq, | DijkstraRang,

Action,, || routedata,, | arounddata, | Cmax, | DijkstraRang,

Tabelle 3.1: Datentabelle von n Datenpunkten zu unterschiedlichen Zeitpunkten fiir POEM. Eine

Aktion wird mit lokalen Features verkniipft.

3.3 LLP Vorverarbeitung

Um den LLP Algorithmus anwenden zu kénnen, sind einige Voraussetzungen notwendig.

Grundsétzlich existiert fiir die Anwendung in einer Verkehrsumgebung ein verteiltes Netz
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f time

Abbildung 3.3: LLP Datenvorverarbeitung. Quelle: [LSM15]

aus Verkehrssensoren. Diese Verkehrssensoren haben eine bestimmte und feste Position
und kennen ihre Verbindungen zu benachbarten Verkehrssensoren.
Zusétzlich zu den Verkehrssensoren gibt es Zeitpunkte ¢t und Knoten P stellen Sensoren
im Sensorennetz dar. Ein bestimmter Knoten P; ist umgeben von mehreren Nachbarknoten.
Dabei ist
NO = (D ny (3.8)

c

eine Menge von ¢ Nachbarknoten um F;. Es sind zu jedem Knoten alle Nachbarknoten
bekannt und diese haben die Moglichkeit, miteinander zu kommunizieren. Jeder Knoten
besitzt Messungen V;. In Abbildung [3:3] wird gezeigt, wie in der Vorverarbeitung aus den
Messungen V; eines Sensors ein Fenster x; mit der Grofse p erstellt wird. Jedem Fenster

xgi) wird nun ein Label yﬁzr zugeordnet.

3.4 LLP Trainingssetting

Aus der Vorverarbeitung fiir LLP existieren Datensétze D; und zugehorige Label L;. Basie-
rend auf diesen Datensétzen D; und Labels L; wird ein lokales Modell f (@ fiir den Knoten
P; gelernt. Im néchsten Schritt werden die Informationen iiber Label von P; an Nachbar-

knoten versendet. Dies ermdglicht folglich, dass Modelle féi) bei Py und f (i()i), v f (2) bei
n

Ne

den Nachbarknoten trainiert werden. Das Modell f (i()i) wird im Knoten Pn(z-) gelernt.
Ne e

P,

/ .

time

Abbildung 3.4: Aggregierung von Labels. Quelle: [LSMI5]|
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Jeder Knoten nutzt seine eigenen Messungen und Label Proportionen. Das gelernte
Modell sagt das Label yfizT des Knotens korrekt fiir den in der Zukunft liegenden Zeitpunkt
t + r voraus. Abbildung zeigt dabei, wie Label aggregiert werden.

Abbildung 3.5: Cluster Beobachtungen. Quelle: [LSM15]

Das Lernen aus Labelproportionen basiert auf einem Clustering der Label. Beispielhafte
Cluster Beobachtungen sind in Abbildung[3-5]dargestellt. Es kommt zu einer Zuordnung der
Beobachtungen x € X zu jedem Cluster C1, ..., Ck. Die Zuordnung wird durch p: X — C
durchgefiihrt. Dabei wird jede Beobachtung x mit den Clusterzentren durch

pu(z) = arg ming, cellz — cxl|? (3.9)

verglichen. Zusammen mit [ : C — Y mappt A € Y zu C € C. Somit ist f eine Komposition
(%) .

lopi. B; bezeichnet einen Batch B und 1) eine Label Proportion Matrix. Die Eintriige

7v;d einer Modell-basierten Matrix I'y = (v;4) lassen sich durch

Vid = L > I(f(x),Ya), T = (3.10)
|Bj|

.Z’GB]'

{1:f(a:>=Yd
0: f(z) # Yy

berechnen. Letztendlich minimiert LLP den MSE(II,I'y). Abbildung zeigt die An-
wendung der mittleren quadratischen Abweichung (MSE) auf eine Darstellung der Label
Proportionen Matrix und der Modell-basierten Matrix [LSMI5].

Mit LLP ist es nun moglich von jedem Sensor eine Voraussage iiber das Verkehrs-
flusslabel zu erhalten. Dabei kénnen verschiedene Zeitpunkte, die in der Zukunft liegen,

betrachten werden.
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Min MSE( ) - - )
@ —Fl .

Abbildung 3.6: Label werden zu Clustern zugeordnet. Quelle: [LSM15]

3.4.1 Anwendung von LLP als Feature in Verkehrslenkung mit POEM

Mit der Hilfe von LLP wird die Verkehrslenkung mit POEM durch ein weiteres Feature
erweitert. Dabel wird wie in Abbildung [3.7)in der Verkehrsumgebung ein Datenaustausch
zwischen Sensor und Fahrzeug ermdglicht, sodass Informationen {iber den Verkehrsfluss
fiir das Fahrzeug existieren. Der grofe Vorteil liegt darin, dass durch das LLP Verkehrs-
flusslabel eine Vorhersage in die Verkehrslenkung mit aufgenommen wird. In Verkehrs-
umgebungen ist es besonders wertvoll zukiinftige Informationen zu verarbeiten, da durch
die Bewegung von Fahrzeugen immer wieder neue Zustinde eintreten. Das Bewerten einer
Strake auf Basis der aktuellen Daten kann zu einem spiteren Zeitpunkt nicht mehr niitzlich

seln.

N[ Verkehrssehsoren

Reinforcement
Learning

Verkehrssensoren

Abbildung 3.7: LLP als weiteres Feature zur Verkehrslenkung.
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Eine Moglichkeit die Verkehrsflusslabels, die durch LLP vorhergesagt werden, einzu-
binden sieht das LLP Verkehrsflusslabel als weiteres Feature fiir die Verkehrslenkung mit
POEM vor. Dabei wird wie in Tabelle eine weitere Spalte zum Datensatz hinzugefiigt
und als zusétzliches Feature verwendet. Somit erhdlt POEM ein weiteres Feature, das zu-
kiinftige Verkehrsflusslabel mit einbezieht. Erkannte Uberfiillungen beziehen sich also auf
die Entwicklung, die im Strafenverkehr mit der fortlaufenden Zeit vorhanden ist. Somit

koénnen entstehende Uberfiillungen erkannt werden bevor diese existieren.

Route Around Cmax DijkstraRang LLP-Label
Action; || routedata; | arounddata; | Cmaxy, | DijkstraRang; | LLP — Labely

Action,, || routedata, | arounddata, | Cmaz, | DijkstraRang, | LLP — Label,

Tabelle 3.2: Der Datensatz kann durch ein LLP — Label € {0,1,2,3,4} erweitert werden.

Im Gegensatz zur Labelvorhersage mit POEM mit Ausgaberaum Ypopy = {0,1}
besteht der Ausgaberaum Y7rp bei der Anwendung von LLP aus Yrrp = {0,1,2,3,4}.
Also aus fiinf Labeln, die den Verkehrsfluss beschreiben, im Gegensatz zum Ausgaberaum
von POEM, der aus zwei Labeln besteht. Mit der Labelerkennung durch POEM wird eine
Strafe als iiberfiillt oder nicht iiberfiillt eingestuft.

Es lassen sich im lokalen Ansatz mit POEM nur die umgebenden Strafsen der aktuellen
Kreuzung betrachten. Dies wird durch den Einsatz von LLP erweitert, indem auch Labe-
linformationen von Nachbarknoten vorhanden sind, die die Zukunft beschreiben. Anhand
des zusétzlichen Features wird nun erneut die Verkehrslenkung mit POEM durchgefiihrt.
Die Verkehrslenkung mit POEM bezieht nun auch zukiinftige Verkehrsdaten mit in die

Berechnung der Strategie zur Erkennung von Uberfiillung mit ein.

3.5 Verkehrslenkung mit LLP Labelvorhersage

LLP kann nicht nur als weiteres Feature bei der Verkehrslenkung verwendet werden. Ei-
ne zusétzliche Moglichkeit LLP zur Verkehrslenkung einzusetzen nutzt die Vorhersage der
Labelinformation, um diese zur Gewichtung einer Kante im Uberfiillungsgraph zu verwen-
den. Einerseits konnen Label fiir Strafken bestimmt werden, die aus der LLP Vorhersage
bestimmt werden und es kann ein zukiinftiges Uberfiillungsgewicht einer Strafe berechnet

werden.

Es wird fiir die Anwendung von LLP ein Strakengraph G = (V, E, ¢) benétigt. Jedes
Fahrzeug erhilt durch Anfahren eines Sensoren durch das LLP Modell eine Vorhersage
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iiber das Label des angefahrenen Sensors. Diese Vorhersagen werden eingesetzt, um die

dynamische Verkehrslenkung direkt zu beeinflussen. Die benétigte Funktion ¢ wird mit

LLP(e)
#Yrrp

d:E =Ry, (e) — cle) + (cle) (3.11)
berechnet und kann an jeder Kreuzung jeder Kante ein neues Gewicht zuweisen. Zum Bei-
spiel wiirde eine Kante e mit erkanntem Verkehrsflusslabel mit LLP(e) = 2 und vorheriger

Gewichtung c(e) = 50 die neue Gewichtung
, 2
c(e) =50+ (50 - 5) =70 (3.12)

erhalten und somit ein erhShtes angepasstes Gewicht anhand einer Vorhersage mit LLP
besitzen. Die restlichen Gewichte der Kanten werden nicht betrachten, da diese nicht fiir das
Fahrzeug erreichbar sind. Dadurch wird in der Verkehrslenkung die Entscheidung getroffen,
welche néchste Strafse ausgewdhlt wird. Durch die Routenberechnung aus Abschnitt
wird eine neue Route auf Basis der erkannten Uberfiillungen berechnet.

Ein Fahrzeug muss an jeder Kreuzung entscheiden, wie die néchste Route aussieht. Die
umgebenden Strafen erhalten jeweils eine neue Gewichtung mit ¢/. Mit diesen Gewich-
tungen wird nun ein Uberfiillungsgraph aktualisiert, sodass eine erneute Anwendung von
Dijkstra durchgefiihrt werden kann. Als Ergebnis erhélt jedes Fahrzeug eine neue Route,
sodass gegebenenfalls liberfiillte Strafsen umfahren werden.

Die Funktion ¢’ nutzt die Abstufung eines Verkehrsflusslabels, das durch LLP vorher-
gesagt wird. Der Ausgaberaum Y7z p besteht aus der Menge {0,1,2,3,4}. Das Label (0)
wird die Kantengewichtung nicht erhéhen. Erhdlt die Strake durch die LLP Vorhersage
sogar das Label (4), wird die Kantengewichtung verdoppelt, sodass diese Strake durch die
Routenberechnung umfahren wird. Es wird also nicht nur erkannt, ob eine Strake iiberfiillt
oder nicht iiberfiillt sein wird, sondern zusétzlich eine Abstufung mit hereingebracht.

Im Vergleich zur Verkehrslenkung mit POEM werden hier gelernte Verkehrsflusslabel
genutzt, die durch das Anfahren von Sensoren erreichbar sind. Es handelt sich ebenfalls um
eine Form der dezentralen dynamischen Verkehrslenkung, die das Ziel hat Uberfiillungen
zu umfahren. Es wird ebenfalls versucht einen Vorteil durch die Vorhersage mit LLP zu
erzielen. Die Vorhersagen der Verkehrsflusslabel sind der einzige Einfluss auf die dynami-
sche Verkehrslenkung. Im Gegensatz zur Verkehrslenkung mit POEM miissen keine Daten
auf dem Weg geloggt werden.

Es besteht ebenfalls die Moglichkeit diese alternative Nutzung von LLP als Labeler-
kennung mit der Labelerkennung durch POEM zu erweitern. Es ist ein Versuch die beiden
erkannten Label zu kombinieren. Dabei wird eine Erkennung auf Basis aktueller Verkehrs-
daten mit einer Vorhersage kombiniert. Dazu wird erneut eine andere Generierung einer

Funktion ¢’ benétigt. Betrachte eine Kante e und verwende die Kombination aus einer La-
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belvorhersage LLP(e) mit LLP und eine Labelvorhersage POEM (e) mit POEM, damit

LLP(e)
. ) + (c(e) - POEM((e))
#YLLp 5 (3.13)

(c(e)

¢ E— Ry, (e) — cle) +

das zukiinftige Gewicht der Kante e bestimmt.
Das nachfolgende Kapitel evaluiert und vergleicht die vorgestellten Moglichkeiten der

Verkehrslenkung in Experimenten miteinander.
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Kapitel 4
Experimente und Evaluation

Dieses Kapitel behandelt die durchgefiihrten Experimente im Rahmen dieser Arbeit. Dabei
werden die Ergebnisse evaluiert und miteinander sowie mit Experimentenergebnissen eines

auf einem zentralen Ansatz basierenden Konzepts verglichen.

4.1 Experimentenumgebung

Als Experimentenumgebung fungiert der Verkehrssimulator Simulation of Urban Mobility
(SUMO) [BBEKII]. Hierbei handelt es sich um einen Verkehrsnetzsimulator, der durch
das Deutsche Institut fiir Verkehrssystemtechnik entwickelt wurde. Es wird ein Simulator
eingesetzt, um Wiederholbarkeit mit gleichen Einstellungen und Voraussetzungen zu erhal-
ten. Dadurch werden Fehler in Experimenten minimiert. Dabei gibt es ein Traffic Control
Interface (TraCI) [WPRT08], um Einfluss auf die Simulation zu haben. TraCI hat Zugriff
auf alle aktiven Fahrzeuge der Simulation und kann viele Informationen iiber die Strafsen
eines Szenarios auslesen. Die Straken werden dabei als Fdges bezeichnet. Es kénnen Werte
von Objekten der Simulation ausgelesen und manipuliert werden. Insbesondere lassen sich
Routen von Fahrzeugen anpassen.

Fiir die Anwendung von Verkehrslenkung in SUMO ist interessant, dass es in Szenarien
individuelle Fahrzeuge gibt, die jeweils Routen besitzen. Diese Routen existieren bereits

vor der Simulation.

4.1.1 Datensatz

Als Verkehrsdatensatz fiir SUMO wird die Karte der Stadt Luxemburg genutzt. Dieser
Datensatz wird als Luzembourg SUMO Traffic Scenario LuST |CFFEL7] bereitgestellt
und basiert auf einer Nachbildung der Stadt Luxemburg. LuST steht als Open Simulation
Szenario zur Verfiigung. Es ist moglich, das Verkehrsverhalten von 24 Stunden Mobilitét
in der Stadt zu reproduzieren. Die Verwendung des LuST Datensatzes ermdglicht einen

Vergleich von Experimenten aus [Sotl6], da das selbe Szenario genutzt wurde. Abbildung

39
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M.T]zeigt das in SUMO gedfinete Szenario der Stadt Luxemburg. Im LuST Verkehrsnetz gibt
es nach Umwandlung in einen Graphen 2373 Knoten, die durch 5969 Kanten verbunden
sind. Dadurch entstehen 1571 Kilometer an fahrbaren Straften auf einer Fldche von 155
km?.

In den Experimenten wird das LuST Szenario verwendet und startet um 7:45 fiir unge-
fahr 35 Minuten, welche 2048 Sekunden oder Simulationsschritte entsprechen. Die Auswahl
dieses Zeitintervalls fiir die Experimente resultiert aus der Forderung, méglichst viele Fahr-
zeuge am Strafsenverkehr teilnehmen zu lassen. Deswegen wird diese Rush Hour, die sich

durch erhéhtes Verkehrsaufkommen auszeichnet, ausgewahlt.

B Fle Edit Settings Locate Simulation Windows Help -l
=& @0 40| KRR | oo s [ 05 || =
& O R @ D stended | @

L T

o

o 1000m
[

Abbildung 4.1: Simulation der Stadt Luxemburg als SUMO Szenario.

4.2 Evaluationsmetriken

Es sind mehrere Evaluationsmektriken nétig, um die Experimente miteinander vergleichen
zu kénnen. Dafiir werden Evaluationsmetriken ausgewihlt, die Auswirkungen der Anwen-
dung von Verkehrslenkung auf den Verkehr méglichst gut darstellen kénnen. Ein besonderes
Augenmerk hat die Verbesserung des Verkehrsflusses im Strafsenverkehrs durch eine bessere

Verteilung von Fahrzeugen im Verkehrsnetz. Weiterhin soll gemessen werden, dass weniger
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iiberfiillte Straken in einem Experiment auftreten, als in unbeeinflussten Durchfiihren des

Szenarios.

Edge Wartezeit: Arithmetisches Mittel

Die Edge Waiting Time beschreibt die Wartezeit auf jeder Strafse der Simulation. Also die
Sekunden, die Fahrzeuge auf den einzelnen Strafsen stehen ohne zu fahren. Als Metrik wird
der arithmetische Mittelwert aller Strafen wihrend der Experimentendauer gebildet und
auf einen Tag hochgerechnet. Diese Messgrofe zeigt fiir den Verkehrsfluss den schlechtesten
Fall an, der vermieden werden sollte. Wartezeiten sind ein direkter Hinweis darauf, dass
der Verkehrsfluss gestort ist. Denn eine zu hohe Wartezeit hat den Zustand eines Staus

zufolge. Somit sind Bewertungen des gesamten Verkehrsnetzes moglich.

Edge Durchschnittsgeschwindigkeit: Harmonisches Mittel

Die Durchschnittsgeschwindigkeit von Fahrzeugen auf den Strafsen sagt viel iiber den Ver-
kehrsfluss aus. Der Indikator dgeschwindigkeit als Belohnung fiir den POEM Lernalgorithmus
nutzt genau diese Durchschnittsgeschwindigkeiten von Strafen, um die Bewertung der Ver-
kehrsumgebung zu berechnen. Um einen aussagekriftigen Vergleich zu erhalten, wird die
Verteilung der Durchschnittsgeschwindigkeit verwendet.

Das harmonische Mittel Upqpm, wird haufig beim Vergleich von Durchschnittsgeschwin-
digkeiten verwendet, da eine Gewichtung anhand der Strafenlinge méglich ist. In diesen
Fall lassen sich die Durchschnittsgeschwindigkeiten v; von verschiedenen Straken ¢, die
eine Linge [; besitzen, vergleichen mit dem anhand der Linge einer Strke gewichteten

harmonischen Mittel "
Yol bt t i,

(4.1)

Vharm =

=1 v;

Edge Dichte: Verteilung

Jede Edge, auf der Fahrzeuge fahren, besitzt eine bestimmte Dichte der Strafe. Das Be-
obachten der Dichteverteilung kann Informationen dariiber geben, wie gut Fahrzeuge im
Stralennetz verteilt sind und somit ein besserer Verkehrsfluss ermoglicht wird. Bei einer
hoheren Anzahl von Fahrzeugen in der gesamten Verkehrsumgebung wird sich die Dichte
jeder Strafte erhohen. Folglich ist ist die Betrachtung einer durchschnittlichen Dichte nicht
besonders Aussagekriftig. Eine Verteilung der Edge Dichten wird dafiir verwendet, um

eine Bewertung des Verkehrsverhaltens durch die eingesetzte Verkehrslenkung zu erhalten.

Edge Travel Time: Verteilung

Die Travel Time jeder Edge ist die Zeit, die ein Fahrzeug benétigt, um von Startknoten

der Edge zum Zielknoten zu gelangen. Diese Zeit erhéht sich durch die Verkehrsbelastung



42 KAPITEL 4. EXPERIMENTE UND EVALUATION

auf dieser Strafse. Die Travel Times variieren durch die Schwankungen der Fahrzeugge-
schwindigkeiten aufgrund von Uberfiillungen [Kim17|. Diese Metrik wurde gewihlt, um
eine Ahnlichkeit zu einer Kostenfunktion ¢ zu haben, die im Uberfiillungsgraphen einen

Einfluss auf die Routenberechnung hat.

Fahrzeugfahrzeiten

Die Minimierung der Fahrzeugfahrzeiten stellt ein sehr anschauliches Maf fiir Verkehrs-
routing dar. Jeder Verkehrsteilnehmer hat das Interesse, mdglichst schnell zu seinem Ziel
zu gelangen. Jedoch ist es in Anbetracht der Verbesserung des Verkehrsflusses nicht aus-
schliefslich das Ziel, die Fahrzeugfahrzeiten zu verringern. Doch umso geringer die Fahr-

zeugfahrzeiten ausfallen, desto besser funktioniert eine Anwendung von Verkehrslenkung.

Fahrzeugdurchsatz

Der Fahrzeugdurchsatz gibt Aufschluss dartiber, wie gut die Verkehrslenkung funktioniert.
Das Ziel der besseren Verteilung von Fahrzeugen im Verkehrsnetz ist jedoch ein Konzept,
das gegen eine Erhéhung des Durchsatzes spricht. SUMO ist in der Lage, weitere Fahrzeuge
an bestimmten Punkten zu generieren, wenn ausreichend Platz vorhanden ist. Umso besser
Fahrzeuge von ihrem Startpunkt zum Ziel gelangen, desto héher wird der Durchsatz des

Experimentes sein.

UCS und NASH

Zunachst existieren jeweils alle Daten des Simulationsszenarios ohne Eingriff auf die Ver-
kehrslenkung. Ein Vergleichsexperiment berechnet fiir jedes Fahrzeug zu Beginn eine Route
zum Ziel, ohne den Einfluss des Verkehrsaufkommens zu betrachten. Es wird ein uniform
cost search (UCS) bei der Routenberechnung benutzt, sodass ein Graph genutzt wird, der
alle unveréinderten Kosten fiir Strafsen im Verkehrsnetz nutzt. Hierdurch wird eine Ver-
gleichsbagis geschaffen als eine untere Schranke. Fahrzeuge wiirden hier davon profitieren,
wenn auf allen Strafen ein freier Verkehrsfluss moglich ist und somit die kiirzeste Strecke
auch die geringste Zeit benotigt.

Die Spieltheorie Nash equilibrium (NASH) [Nasbl] kann auf ein Verkehrsnetz ange-
wendet werden und wurde in der Arbeit [Sotl6] durchgefiihrt. Dabei handelt es sich um
ein lokales Optimum, wobei Fahrzeuge keinen Vorteil durch das Andern ihrer Route er-
halten kénnen. Als globales Optimum kann das Andern der Route eines Fahrzeugs in der
Verbesserung der Netzwerkperformanz resultieren. Um eine obere Schranke fiir Experimen-
tenergebnisse zu erhalten, wird NASH [Nas51] verwendet. Es kann somit ein Vergleich zu
einem moglichst guten Ergebnis gezogen werden, das in diesem Experiment erreichbar ist.

Fiir NASH existieren jedoch keine Werte fiir die Durchschnittsgeschwindigkeiten.
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In den Experimenten werden die einzelnen Verkehrslenkungen, die auf verschiedenen
Konzepten basieren, durchgefiihrt und die einzelnen Metriken aufgezeichnet und berech-
net. Das erste Experiment nutzt eine Verkehrslenkung mit lokalem bestérkten Lernen. Im
zweiten Experiment wird das lokale bestidrkte Lernen durch Daten der einzelnen Sensoren
erweitert, die durch LLP generiert wurden. FEin weiteres Experiment nutzt eine alternati-
ve Moglichkeit, um LLP zur Verkehrslenkung einzusetzen. Die Durchschnittswerte werden
in einfachen Ergebnisplots miteinander verglichen. Bei den Verteilungen werden Boxplots
[IMTL78| verwendet. Die Box reprisentiert dabei das untere, mittlere und obere Quartil.
Mit den Whiskers wird das zweite und 98. Perzentil dargestellt.

4.2.1 Kiritischer Fluss Map fiir LuST

Abbildung 4.2: Links die Stadt Luxemburg aufgerufen in SUMO GUI und rechts eine Map aller

Strafsen mit Einfirbung der gemessenen kritischen Dichte.

In der Implementierung der Features fiir POEM wird ein kritischer Fluss Ciq, be-

notigt. Dieser ist genauer beschrieben in 2.3.3| und [3.2.3] Ein kritischer Fluss ist fiir jede

Strale unterschiedlich, die auf eine Kreuzung trifft. Da der kritische Fluss in der Lage ist,
Bottlenecks zu identifizieren, deutet ein geringer Wert fiir den kritischen Fluss auf eine
Einordnung einer Strafe als Bottleneck hin. Ein geringer Wert ist durch die Uberfiillung
einer Strake schneller erreicht als ein hoher Wert. In Abbildung sind auf der linken
Seite zunéchst alle Strafen der Stadt Luxemburg vorhanden. Es ist sehr schwierig, direkt
Bottlenecks zu erkennen.

Der kritische Fluss kann nicht berechnet werden, sondern nur durch Messung des Ver-
kehrsflusses von Straffen auf einen bestimmten Zeitraum. Bei der Simulation der Stadt
Luxemburg konnen eben genau diese Messungen durchgefiihrt werden, sodass Ciq, fiir
jede Strafe gemessen wird.

Bei der Messung des kritischen Flusses kommt das Problem auf, dass dieser nur Ge-

messen werden kann, wenn eine Uberfiillung auf einer Strafe auftritt. Das bedeutet, dass
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Abbildung 4.3: Map des kritischen Flusses der Strafsen in der Stadt Luxemburg. Die Skala norma-
lisiert den kritischen Fluss. Gelb bedeutet einen hohen kritischen Fluss, sodass viele Fahrzeuge pro
Zeiteinheit eine Uberfiillung auslosen. Rot eingefirbte Straken besitzen einen geringen kritischen
Fluss. Teilweise ist bei gelb eingefdrbten Strafen auch kein kritischer Fluss messbar gewesen.

Straken, die nie iiberfiillt sind, keinen kritischen Fluss besitzen. In Anbetracht von Ver-
kehrslenkung ist dies jedoch kein grofes Problem, da Strafen ohne auftretende Uberfiillung
auch kein Hindernis zum Zielpunkt darstellen. Im Ergebnis werden nur Strafsen abgebildet,

fir die ein kritischer Fluss berechenbar war.

Abbildung zeigt das Ergebnis anschaulich als Map. Es sind anhand der Skala die
einzelnen Werte der Strafen eingefirbt. Dabei ist zu erkennen, dass es viele unterschied-
liche Ausprégungen gibt und kein Zusammenhang zur Lokalitdt einer Strafse besteht, da
jede Strake bei der Messung isoliert betrachtet wurde. Es sind einzelne Bottlenecks vor-
handen, die jedoch das Potenzial besitzen, umfahren zu werden. Diese Erkenntnis l&sst
sich besonders gut durch dezentrale dynamische Verkehrslenkung anwenden. Das Anfah-
ren eines Bottlenecks wiirde in der Verkehrslenkungsentscheidung einen Weg drumherum

wahlen und somit ebenfalls ein Bottleneck entlasten.

Ein weiteres Anwendungsgebiet des kritischen Flusses ist d¢,,,.. Diese kann einen In-

dikator dafiir geben, ob eine Strafse als iiberfiillt einzustufen ist oder nicht.
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4.3 Verkehrslenkungsexperiment mit lokalen bestirktem Ler-

nen

Die genutzte Verkehrslenkung ist genauer in beschrieben und nutzt den POEM Algo-
rithmus. Hierbei handelt es sich um eine Verkehrslenkung, die dynamisch auf Basis von
lokalen Daten iiber die Route eines Fahrzeugs entscheidet. Dabei erhilt jedes Fahrzeug
Verkehrsdaten von angefahrenen Sensoren in der Verkehrsumgebung. Der POEM Algorith-
mus wird auf Basis der Daten ausgefiihrt, die jedes Fahrzeug auf seinem Weg sammelt. Die
Belohnung wird dabei durch eine primitive Indikation durch die Durchschnittsgeschwin-
digkeiten auf Straffen berechnet. Im Experiment werden anhand der Evaluationsmetriken

Ergebnisse generiert.

In Abbildung ist ein sehr wichtiges Ergebnis fiir die Verbesserung von Verkehrsfluss
durch dynamische Verkehrslenkung erkennbar. Die Wartezeit von Fahrzeugen, die sich auf
den Strafen befinden, verringert sich um 200 Sekunden Wartezeit im Experiment. Dies
deutet darauf hin, dass sich der Verkehr besser im Verkehrsnetz aufteilt. Die in diesem
Experiment gemessene Durchschnittsgeschwindigkeit in Abbildung erhoht sich im Ver-
gleich zu UCS. Dieses Ergebnis deutet ebenfalls darauf hin, dass die dynamische Verkehrs-
lenkung einen positiven Einfluss auf die Verteilung des Verkehrs im Verkehrsnetz hat. Die
Wartezeit von Fahrzeugen auf den Strafen steht im Zusammenhang mit der Durchschnitts-
geschwindigkeit von Fahrzeugen auf diesen. Das Erkennen und Umfahren von iiberfiillten
Straken hat zu Folge, dass es zu einer besseren Verteilung des Verkehrs im Verkehrsnetz
kommt. Uberfiillungen lassen sich durch die Dichte von Strafen analysieren. Die Verteilung
der Dichte in Abbildung zeigt, dass durch die Anwendung der dynamischen Verkehrs-
lenkung weniger Straken eine hohe Uberfiillung erreichen. Die Abbildung zeigt einen
geringeren Wert fiir den oberen Whiskas und somit genau die Figenschaft, dass weniger
hoch iiberfiillte Strafen im Experiment vorkommen. Erkannte Uberfiillung wird folglich
an den richtigen Kreuzungen erkannt und in der Verkehrslenkung genutzt, um diese zu

umfahren.

FEin weiterer Effekt, der durch diese Form der dynamischen Verkehrslenkung auftreten
kann, ist die hhere Nutzung von Seitenstrafen und insbesondere von Strafen, die selten
benutzt werden. Dieser Effekt ist in Abbildung ablesbar, da die Dichten der Strafen
zwischen dem oberen und unteren Quartil niedriger sind. Dies ist darauf zuriickzufiihren,
dass Fahrzeuge durch die dynamische Verkehrslenkung dhnliche Routen erhalten. Fahrzeu-
ge, die sich an Kreuzungen befinden, werden bei Uberfiillung den gleichen Weg um die
Uberfiillung herum wihlen und somit eine in Teilen #hnliche Route erhalten. Dieser Weg
an der Uberfiillung vorbei wird so lange eingeschlagen, bis die Uberfiillung aufgelost ist.
Festzuhalten ist jedoch, dass sich durch diese Anwendung keine Uberfiillungen verlagern,

da sich die Fahrzeuge auf die Strafsen aufteilen.
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Jede Strafte besitzt eine bestimmte Travel Time, die abhéngig von der aktuellen Ver-
kehrslast ist. Hierbei gibt es ebenfalls sehr lange und kurze Strafien, die ihrer Linge ent-
sprechende Travel Times besitzen. Abbildung zeigt die Verteilung der Travel Times auf
den Strafsen im Laufe des Experiments. Dabei ist zundchst auffillig, dass insgesamt eine
kleinere Spanne gemessen wurde.

Die Fahrzeugfahrzeiten und der Durchsatz stehen in einem Zusammenhang, da bei
niedriger durchschnittlicher Fahrzeugfahrzeit auch mehr Fahrzeuge ihr Ziel erreichen und
somit der Durchsatz steigt. Die eingesetzte Verkehrslenkung mit POEM ist besser als UCS.
In den Abbildungen (4.8 und [£.9]ist zu erkennen, dass das Ergebnis des Experiments eine
Verbesserung des Verkehrsverhaltens zu Folge hat, aber nicht an das Ergebnis von NASH
herankommt. Offensichtlich funktioniert die Verkehrslenkung nicht so gut wie NASH, da
dynamische Verkehrslenkung erst auf Uberfiillung reagiert, wenn diese auftritt. Dabei wird
die dezentrale Erkennung von Uberfiillung genutzt.

Jedes Fahrzeug erweitert seinen Datensatz auf der aktuellen Route. Das bedeutet, dass
zu Beginn des Experimentes noch nicht ausreichend Daten vorhanden sind, um Uberfiillun-
gen zu erkennen. Gerade beim Start einer Route wird durch den kiirzesten Weg von vielen
Fahrzeugen eine dhnliche Route ausgewdhlt, um zum jeweiligen Zielpunkt zu gelangen.
Das fiihrt beim Start des Experimentes dazu, dass sich Straken schnell iiberfiillen. Jedes
Fahrzeug erzeugt einen Datensatz, der schnell viele Eigenschaften von Uberfiillungen {iber
die verwendeten Features sammelt. Sobald Uberfiillungen erkannt werden, wird dynamisch

darauf reagiert.



4.3. VERKEHRSLENKUNGSEXPERIMENT MIT LOKALEM RL 47
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Abbildung 4.4: Ergebnisse der Edge Wartezeit als arithmetisches Mittel.
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Abbildung 4.5: Ergebnisse der Durchschnittsgeschwindigkeiten, die an Edges gemessen wurden,

auf denen Fahrzeuge fahren.
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Edge Dichte Verteilung
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Abbildung 4.6: Ergebnisse der Durchschnittsdichten, die an Edges gemessen wurden, auf denen

Fahrzeuge fahren.
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Abbildung 4.7: Ergebnisse der Edge Travel Time Verteilung.
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Abbildung 4.8: Ergebnisse der Fahrzeugfahrzeiten, die Fahrzeuge durchschnittlich fiir ihre Rou-
ten benotigen.
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Abbildung 4.9: Ergebnisse des Durchsatzes des Verkehrsnetzes.
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4.3.1 Vergleich zu Verkehrslenkung auf Basis zentraler Verkehrsdaten

Die eingesetzte lokale Verkehrslenkung lédsst sich mit der Verkehrslenkung, beschrieben
in der Arbeit [Sotl6], vergleichen. Im Folgenden werden zunichst die Ergebnisse der
Verkehrslenkung auf Basis von zentralen Daten vorgestellt und mit den Ergebnissen aus
verglichen. In werden die hier verwendeten Features genauer vorgestellt.

In den vorgestellten Metriken erhilt die zentrale Verkehrslenkung bessere Ergebnisse
als die dezentrale Verkehrslenkung. Der Unterschied besteht darin, dass bei der zentralen
Verkehrslenkung die vollstdndigen Informationen der Verkehrsumgebung zu den einzelnen
Zeitpunkten zur Verfiigung stehen. Somit sind einerseits mehr Daten fiir den POEM Ler-
nalgorithmus vorhanden und es kénnen Strafken betrachtet werden, die weit vom Fahrzeug
entfernt liegen. Die dezentrale Verkehrslenkung hat hier nur die Méglichkeit, die Informa-
tionen der lokal erreichbaren Sensoren zu erhalten.

Die Abbildungen [£.10[und [£.1T]zeigen, dass die zentrale Verkehrslenkung ebenfalls War-
tezeit verringert und Durchschnittsgeschwindigkeit erhdht, sodass auch hier eine bessere
Verteilung der Fahrzeuge im Verkehrsnetz vorhanden ist. Die Verteilung der Dichte in Ab-
bildung ist dem Gesamtausschlag nach sehr dhnlich, jedoch sind bei der zentralen
Verkehrslenkung mehr Fahrzeuge vorhanden. Abbildung zeigt die Travel Time Vertei-
lungen und hat das Ergebnis, dass beim zentralen Ansatz insgesamt eine geringere Spanne
gemessen wurde und somit weniger Uberfiillungen auftreten. Bei den Fahrzeugfahrzeiten in
Abbildung und dem Durchsatz in Abbildung [£.15]ist zu erkennen, dass durch zentrale

Verkehrslenkung die individuellen Fahrzeuge schneller an ihr Ziel gelangen.
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Arithmetisches Mittel Edge Wartezeit
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Abbildung 4.10: Vergleich der Edge Wartezeit als arithmetisches Mittel.

Harmonisches Mittel der Durchschnittsgeschwindigkeiten
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Abbildung 4.11: Vergleich der Durchschnittsgeschwindigkeiten, die an Edges gemessen wurden,

auf denen Fahrzeuge fahren.
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Edge Dichte Verteilung
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Abbildung 4.12: Vergleich der Durchschnittsdichten, die an Edges gemessen wurden, auf denen

Fahrzeuge fahren.

Edge Travel Time Verteilung

120 |- |

100 N

60 - a

20 N

Y —— % e S

| |
UCS Dezentral Zentral NASH

Abbildung 4.13: Vergleich der Edge Travel Time Verteilung.
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Abbildung 4.14: Vergleich der Fahrzeugfahrzeiten, die Fahrzeuge durchschnittlich fiir ihre Routen

benétigen.
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Abbildung 4.15: Vergleich des Durchsatzes des Verkehrsnetzes.
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4.4 Verkehrslenkungsexperiment mit lokalen bestirkendem

Lernen und zusatzlichem LLP Feature

In diesem Experiment wird das Experiment aus mit einem zusétzlichen Feature erwei-
tert und wird in beschrieben. Dieses Feature hat den grofsen Vorteil, dass zusétzlich
zukiinftige Verkehrsflusslabel mit in die Verkehrslenkung aufgenommen werden. Das hat
zu Folge, dass iiberfiillte Strafien erkannt werden kdnnen, bevor diese tiberfillt sind.

Fiir die Anwendung von LLP miissen zunéchst Sensoren in der Verkehrsumgebung
festgelegt werden. Anschliefsend konnen Eingabedaten fiir den LLP Algorithmus generiert

werden.

4.4.1 Generierung der Eingabedaten fiir den LLP Algorithmus

Die Anwendung des LLP Algorithmus benétigt eine Datengrundlage D;, um aus den Ver-
kehrsdaten Vorhersagen zu generieren. Der Trainingsdatensatz hat die Form:

Zeitpunkte ¢; mit ¢ € I pro Sensor s;:

{t;, Sensor — I D, #Sensoren,x — Koordinate,y — Koordinate, Stadt} (4.2)

D; = {[sj]t,, Sensor — I D, #Sensoren,x — Koordinate,y — Koordinate, Stadt} (4.3)
Wie beispielsweise:

D199 = {0;05...;0.0464; 0.0463; 0; -32370 ; 1466 ; 6716.21 ; 6826.51 ; luz}
—— ~~ —— —_—— I
s; pro t; Sensor—ID #Sensoren x—Koordinate y—Koordinate Stadt

(4.4)

Es existieren folglich fiir jeden Zeitpunkt des LuST Szenarios und jeden Sensor verschie-

dene Verkehrsdaten. Anhand der Dichte, die an den Sensoren gemessen wird, existieren zu
den Datensédtzen D; auch alle Label L;.

Fiir selten angefahrene Sensoren ist eine Anpassung notwendig, da nicht ausreichend
Datenpunkte fiir das Clustering vorhanden sind. Bei einer hoheren Anzahl an Clusterzen-

tentren als Datenpunkten eines Sensors wird keine LLP Vorhersage vorgenommen.

4.4.2 Evaluation der Ergebnisse mit LLP als POEM Feature

In diesem Experiment kommt es zu der Erweiterung einer dynamischen Verkehrslenkung
durch lernende Sensoren. Es wird fiir jede Strafse ein Verkehrsfluss Label vorhergesagt
und als Feature im POEM Lernalgorithmus genutzt. Im Vergleich zur dezentralen Ver-
kehrslenkung ohne LLP Feature werden nun Uberfiillungen auf der Basis von aktuellen

Verkehrsdaten in Kombination mit vorhergesagten Verkehrsdaten erkannt.
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In den Abbildungen ist zu erkennen, dass die Verkehrslenkung positiv beeinflusst wird.
Insbesondere die Wartezeit sinkt durch die Anwendung des zusétzlichen LLP Features.
Dies ist in Abbildung zu erkennen. Es kommt zu einem besseren Ergebnis durch die
Zunahme von LLP als Feature. Also werden mehr Uberfiillungen erkannt und es ist ein
positiver Einfluss durch vorhergesagte Verkehrsfliisse zu erkennen.

Die Durchschnittsgeschwindigkeit in Abbildung erh6ht sich nur leicht und kommt
ebenfalls nicht an das Ergebnis der zentralen Verkehrslenkung heran. Die Abbildung
mit der Verteilung der Dichte deutet auf eine bessere Verteilung der Edge Dichten bei
Nutzung des LLP Features hin. Der héchste Ausschlag bei der Nutzung von LLP als
Feature ist etwas geringer. Abbildung mit der Verteilung der Travel Time zeigt kaum
Anderungen.

Die Fahrzeugfahrzeiten der angekommenen Fahrzeuge ist geringer als bei der Verkehrs-
lenkung ohne LLP Feature. Abbildung zeigt, dass diese sogar fast so gering sind,
wie die Fahrzeugfahrzeiten des zentralen Ansatzes. Dies steht jedoch im Zusammenhang
mit dem Durchsatz, der im Vergleich zur zentralen Verkehrslenkung geringer ausféllt. Der
Durchsatz in Abbildung ist durch die Hinzunahme von LLP als Feature gestiegen.

Grundsétzlich fithrt die Verkehrslenkung mit bestdrkendem Lernen mit zusétzlichem
LLP Feature zu einem besseren Ergebnis als ohne LLP Feature. Das Ergebnis hebt sich
jedoch nicht soweit ab, dass das Ergebnis einer zentralen Verkehrslenkung erreicht wird.
Fahrzeuge werden besser im Verkehrsnetz aufgeteilt, da erkannte Uberfiillungen umfahren

werden.
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Arithmetisches Mittel Edge Wartezeit
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Abbildung 4.16: Ergebnis der Edge Wartezeit als arithmetisches Mittel.
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Abbildung 4.17: Ergebnis der Durchschnittsgeschwindigkeiten, die an Edges gemessen wurden,
auf denen Fahrzeuge fahren.



4.4. VERKEHRSLENKUNGSEXPERIMENT MIT LLP ALS RL FEATURE o7
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Abbildung 4.18: Ergebnis der Durchschnittsdichten, die an Edges gemessen wurden, auf denen

Fahrzeuge fahren.
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Abbildung 4.19: Ergebnis der Edge Travel Time Verteilung.
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Abbildung 4.20: Ergebnis der Fahrzeugfahrzeiten, die Fahrzeuge durchschnittlich fiir ihre Routen
bendtigen.
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Abbildung 4.21: Ergebnis des Durchsatzes des Verkehrsnetzes.
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4.5 Verkehrslenkungsexperiment mit LLP

Diese Form der Verkehrslenkung nutzt ausschlieflich die Labelvorhersage mit LLP. Das
genaue Vorgehen wird in gezeigt. Hierbei wird nur anhand der Vorhersage der Sen-
soren dariiber entschieden, welcher Weg eingeschlagen wird. Dabei wird das durch LLP
bestimmte Verkehrsflusslabel dazu genutzt, um die iiberfiillten Strafien an Kreuzungen
zu erkennen. Erkannte Uberfiillungen kénnen nun durch die Verkehrslenkung umfahren
werden. Dies stellt ein Experiment dar, um LLP auf eine alternative Weise einzusetzen.
In den Abbildungen ist ein &hnliches, aber etwas schlechteres Ergebnis zur dezentralen
Verkehrslenkung mit POEM zu erkennen. Also ebenfalls ein schlechteres Ergebnis, als die
Verkehrslenkung mit genutztem LLP Feature. Folglich ist die Verwendung von LLP besser

geeignet, um es als Feature in POEM zu nutzen.
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Abbildung 4.22: Ergebnis der Edge Wartezeit als arithmetisches Mittel.
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Harmonisches Mittel der Durchschnittsgeschwindigkeiten
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Abbildung 4.23: Ergebnis der Durchschnittsgeschwindigkeiten, die an Edges gemessen wurden,

auf denen Fahrzeuge fahren.
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Abbildung 4.24: Ergebnis der Durchschnittsdichten, die an Edges gemessen wurden, auf denen

Fahrzeuge fahren.
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Abbildung 4.25: Ergebnis der Edge Travel Time Verteilung.
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Abbildung 4.26: Ergebnis der Fahrzeugfahrzeiten, die Fahrzeuge durchschnittlich fiir ihre Routen
benétigen.
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Fahrzeuge
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Abbildung 4.27: Ergebnis des Durchsatzes des Verkehrsnetzes.




Kapitel 5
Zusammenfassung

Es ist moglich, durch LLP und POEM die Verkehrslenkung positiv zu beeinflussen. Insbe-
sondere die Erkennung von Verkehrsflusslabels erméglicht eine bessere lokale Entscheidung,
welche Route dynamisch gewidhlt wird. Dynamische Verkehrslenkung hat einen sehr posi-
tiven Einfluss auf die Verteilung von grofsen Verkehrsaufkommen in einem Verkehrsnetz,
sodass dieses besser ausgelastet ist. Somit wird ein besserer Verkehrsfluss in der Verkehrs-
umgebung erméglicht. Die Uberfiillungen im Verkehrsnetz werden verringert, sodass jedes
Fahrzeug weniger Wartezeiten auf dem Weg zu Ziel hat. Auch eine Verbesserung der Fahr-
zeiten fiir jeden Verkehrsteilnehmer wird erreicht, sodass ebenfalls mehr Fahrzeuge ihr Ziel

schneller erreichen.

Der Einsatz von vorhergesagten Verkehrsflusslabels hat einen positiven Einfluss auf
die Erkennung von iiberfiillten Strafen mit POEM. Durch den Zusatz des LLP Featu-
res hat sich die Verkehrslenkung leicht verbessert, kommt jedoch nicht an Ergebnisse von
Verkehrslenkungen heran, die auf die gesamten Verkehrsdaten Zugriff haben. Die vorherge-
sagten Verkehrsflusslabels als Feature fiir eine Verkehrslenkung durch POEM einzusetzen
beeinflusst das Verkehrsverhalten besser als eine ausschliefliche Nutzung von LLP Ver-
kehrsflusslabel.

In der Praxis muss eine Stadt fiir die Anwendung von dezentraler Verkehrslenkung
zundchst mit geeigneten Verkehrssensoren ausgestattet werden. Dies kdnnte in jeder Groft-
stadt relevant sein, in der wenig Moglichkeiten bestehen, weitere Straken auszubauen,
sodass der Weg zu einer durch intelligente Verkehrslenkung gesteuerten Stadt gewdhlt
werden kann. Uber Navigationsgerite oder Navigationssoftware auf Mobiltelefonen kiénnte
der dezentrale Zugriff auf die Verkehrsumwelt eingebracht werden.

Im Vergleich zur dynamischen Verkehrslenkung auf Basis von zentralen Daten kann
die dezentrale Verkehrslenkung durchaus mithalten. Die Vorteile bestehen darin, schnell
auf iiberfiillte Straken zu reagieren und diese zu umfahren. Durch die Vermeidung von
erkannten tiberfiillten Strafen wird der Verkehrsfluss optimiert und iiberfiillte Straften erst

wieder genutzt, wenn diese wieder frei sind. Jedoch ist es nicht mdoglich, weit entfernte
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iiberfiillte Straften zu erkennen, sodass weitere Umwege notig sind, die vorher abgefangen

werden konnten.

Der Einsatz von LLP als weiteres Feature fiir eine Erkennung von Verkehrsflusslabels
verringert vor allem die Wartezeit im gesamten Verkehrsnetz. Ein Vorteil fiir den einzelnen
Verkehrsteilnehmer ist dabei minimal. Jedoch kann ein Umfahren von tiberfiillten Strafen,
die durch LLP erkannt wurden, sehr positiv fiir den einzelnen Verkehrsteilnehmer sein,
da eventuell ein aufkommender Stau vermieden wurde. Der Vorteil besteht darin, dass
durch das vorhergesagte Label auf zukiinftige Uberfiillungen reagiert wird. Im Gegensatz
zur Betrachtung von ausschlieklich aktuellen Verkehrsinformationen wird eine Uberfiillung
einer Strafse also auch auf die zukiinftige Entwicklung iiberpriift. Es kann also durchaus zu
einer Verbesserung des Verkehrsverhalten fithren, iiberfiillte Strafsen zu benutzen, da das

Wissen iiber eine Verringerung einer Uberfiillung existiert.

Um eine dezentrale Verkehrslenkung zu verbessern, kann direkt durch eine Verbesserung
der Labelerkennung positiver Einfluss genommen werden. Hierbei kann beispielsweise eine
Anpassung der in POEM genutzten Exponentialfunktion bereits Auswirkungen auf das
Ergebnis haben. Auch die Auswahl an weiteren Features fiir POEM kann eine Verbesserung
herbeifiihren, da die Nutzung eines LLP Features eine leichte Verbesserung herbeigefiihrt
hat.

Der verwendete LuST Datensatz besteht aus einem Verkehrsnetz mit vielen Hauptstra-
ken, die durch die Fahrzeuge auch hauptséchlich verwendet werden. Die dezentrale dynami-
sche Verkehrslenkung profitiert von Strafien, die eine Ausweichmdglichkeit zur Hauptstrafse
bildet. Daher kann die Wahl eines anderen Datensatzes mit der Anwendung der dezentra-
len dynamischen Verkehrslenkung zu besseren Ergebnissen fiihren und konnte in weiteren
Experimenten erforscht werden. Generell lohnt es sich, diese Form der Verkehrslenkung
in Grofstidten einzusetzen, da die Entscheidung Uberfiillungen zu umfahren dazu fiihrt,
dass Fahrzeuge schneller an ihr Ziel gelangen. Gerade kurzfristig entstandene Uberfiillun-
gen werden in Grokstidten sehr gut abgefangen. Das LuST Szenario ist aktuell die grofte
offen zugingliche Simulation einer Grofstadt. Es ist wiinschenswert, weitere Experimente

in unterschiedlichen Grofsstddten durchzufiihren, um das Ergebnis zu iiberpriifen.

In zukiinftigen Arbeiten konnen mehrere Einfliisse auf LLP niher betrachtet werden.
Die Parameter wurden aktuell noch nicht umfangreich angepasst. Beispielsweise die Bat-
chgrofse, die zur Generierung der Modelle beim Lernen mit LLP genutzt werden, konnten
noch weiter untersucht werden, um bessere Frgebnisse zu erhalten. Auch ein zeitlicher

Horizont kann fiir die Nutzung von LLP zu einer Verbesserung fiihren.

Durch die Existenz der neuen Map fiir den kritischen Fluss im LuST Szenario besteht
die Mdglichkeit, daraus weitere Schliisse iiber das Verkehrsverhalten zu ziehen. Gerade die

Betrachtung von Bottlenecks hat einen grofen Finfluss in der Verkehrslenkung.
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In dieser Arbeit wurde gezeigt, dass der Einsatz von vorhergesagten Verkehrsflussla-
bels durch LLP in einem bestirkenden Lernen einsetzbar ist. Die Anwendung auf eine

Verkehrsumgebung fiihrt zu einer Verbesserung des Verkehrsverhaltens.
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